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Resumo

Nos tltimos 10 anos, houve um aumento significativo da geragao de energia através
de usinas fotovoltaicas, tanto residenciais quanto de grande porte. Em regides com inci-
déncia solar abundante, como é o caso do Brasil, usinas fotovoltaicas sao frequentemente
instaladas devido a viabilidade financeira. Com isso, a cada dia mais usinas fotovoltaicas
estao sendo ligadas ao sistema de rede elétrica das cidades. No entanto, isto pode causar
instabilidade na rede, gerando desafios para as concessionérias de energia, pois estas ad-
ministram a estrutura de transmissao e distribuicao de energia elétrica. Uma ferramenta
de auxilio na resolucao deste problema ¢ o desenvolvimento de modelos preditivos capazes
de informar com alta confiabilidade a quantidade de energia que sera gerada e inserida no
sistema elétrico por uma usina. Nesta dissertacao, propomos uma abordagem Bayesiana
para: (i) estimar a curva de crescimento de uma fungao f(-) que modela a geragao de
energia solar em n dias; e (ii) predizer a curva de crescimento para o (n + 1)-ésimo dia
usando o historico dos valores registrados. Para isso, assumimos que f(-) é uma fungao
desconhecida, mas com vetor de valores f(t) = (f(1),..., f(k)) sendo gerado a priori de
um processo Gaussiano. Uma vantagem dessa abordagem é que podemos estimar a curva
das fungoes f(-) e fn11(+) por “fungdes suaves” que sao obtidas ligando por linhas os pon-
tos gerados a partir de uma distribuicao normal k-variada com vetor de médias e matriz
de covariancias apropriados. Contudo, como a distribuicao a posteriori conjunta para os
parametros de interesse nao possui uma forma matematica conhecida, descrevemos como
implementar um algoritmo Gibbs sampling para obter as estimativas para os parametros.
[lustramos a performance do modelo proposto utilizando dois estudos de simulacao e uma
aplicagao a um conjunto de dados reais. Como medidas de desempenho, calculamos o erro
percentual absoluto, a média do erro percentual absoluto (MEPA) e a raiz quadrada do
erro quadratico médio (RQEM). Em todos os casos simulados e na aplicagao, os valores

de MEPA e REQM sao proximos a 0, indicando um desempenho muito satisfatorio da



abordagem proposta.

Palavras chave: Energia Solar Fotovoltaica; Distribui¢ao Normal Mutivariada; Pro-

cesso Gaussiano; Inferéncia Bayesiana; Algoritmo Gibbs Sampling.



Abstract

Over the past 10 years, there has been a significant increase in energy generation th-
rough photovoltaic plants, both residential and large-scale. In regions with abundant solar
incidence, such as Brazil, photovoltaic plants are often installed due to financial viabi-
lity. As a result, more and more photovoltaic plants are being connected to the electrical
grid system of cities every day. However, this can cause instability in the grid, creating
challenges for energy concessionaires, as they manage the structure of transmission and
distribution of electrical energy. A tool to help solve this problem is the development of
predictive models capable of informing with high reliability the amount of energy that
will be generated and inserted into the electrical system by a plant. In this dissertation,
we propose a Bayesian approach to estimate the curve of a function f(-) that models
the solar power generated at k& moments per day for n days and to forecast the curve
for the (n + 1)th day by using the history of recorded values. We assume that f(-) is
an unknown function and adopt a Bayesian model with a Gaussian-process prior on the
vector of values f(t) = (f(1),...,f(k)). An advantage of this approach is that we may
estimate the curves of f(-) and f,11(-) as “smooth functions” obtained by interpolating
between the points generated from a k-variate normal distribution with appropriate mean
vector and covariance matrix. Since the joint posterior distribution for the parameters
of interest does not have a known mathematical form, we describe how to implement a
Gibbs sampling algorithm to obtain estimates for the parameters. The good performance
of the proposed approach is illustrated using two simulation studies and an application
to a real dataset. As performance measures, we calculate the absolute percentage error,
the mean absolute percentage error (MAPE), and the root-mean-square error (RMSE).
In all simulated cases and in the application to real-world data, the MAPE and RMSE

values were all near 0, indicating the very good performance of the proposed approach.
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Palavras chave: Photovoltaic solar power forecasting; statistical modeling; Bayesian

inference; Gaussian process; MCMC; Gibbs sampling algorithm.
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Capitulo 1

Introducao

Energia solar fotovoltaica é a energia gerada através da conversao direta da luz solar
em eletricidade (Sampaio e Gozalez, 2017). Esta conversdo ocorre por meio do efeito
fotovoltaico, sendo este um processo fisico pelo qual uma célula fotovoltaica converte
luz solar em eletricidade. Este efeito foi primeiramente observado pelo fisico francés
Alexandre-Edmond Becquerel em 1839 (Parida et al.| |2011; [Sampaio e Gozalez, 2017).

O efeito fotovoltaico ocorre em materiais denominados de semicondutores, i.e., mate-
riais com propriedades de condugao elétrica intermediarias entre isolantes e condutores.
O material semi-condutor mais utilizado na construcao de painéis solares ¢é o silicio, que
de acordo com |Sampaio e Gozélez (2017) é o segundo elemento mais abundante na terra.

Além de ser um tipo de energia limpa e renovével, Sampaio e Gozélez (2017) e |Silveira,
et al. (2013) citam as seguinte vantagens do sistema de gerac¢ao de energia solar fotovol-
taica: sistema de geracao de energia confiavel, baixo custo de operagao e manutencao, a
geracao pode ficar mais proxima do consumidor, baixo impacto ambiental, potencial para
mitigar emissoes de gases de efeito estufa e é um sistema silencioso.

Como desvantagens, podemos citar: alto custo inicial, necessita de uma area relativa-
mente grande para a instalacao das placas solares, alta dependéncia de desenvolvimento
tecnologico e condigoes geograficas (Sampaio e Gozalez, |2017; Silveira et al., [2013).

Nos tltimos anos, com o aumento do interesse da sociedade e dos governos por geragao
de energias limpas, renovaveis e que reduzam a emissao de C'Oy na atmosfera, juntamente
com desenvolvimento tecnologico e reducao dos valores dos painéis solares, houve um
aumento significativo da geragdo de energia solar fotovoltaica, tanto por centrais e/ou

usinas fotovoltaicas como por residéncias com painéis fotovoltaicos instalados nos telhados.



Em regioes com incidéncia de sol abundante, como é o caso do Brasil, a cada dia
mais centrais e/ou usinas fotovoltaicas estao sendo ligadas ao sistema de rede elétrica das
cidades. No entanto, de acordo com |Alkandri e Ahmad (2020) e Sharadga et al.|(2020), isso
pode causar instabilidade na rede, constituindo-se num desafio para as concessionarias de
energia. [sso acontece porque os operadores elétricos precisam saber o quanto de energia
serd introduzida no sistema para equilibrar com o consumo e garantir que o sistema seja
capaz de cobrir a demanda dos consumidores. Para Sharadga et al. (2020), ser capaz
de predizer a quantidade de energia que sera inserida na rede é muito importante para
garantir a eficiéncia e o gerenciamento da rede elétrica.

Uma solugao para esse problema é modelar a geragao de energia solar fotovoltaica
como funcao do tempo e desenvolver modelos preditivos capazes de informar com alta
confiabilidade a quantidade de energia que serd gerada por uma usina e a quantidade
que sera inserida no sistema elétrico. Esta capacidade de predigao também possibilita ao
administrador da usina um melhor gerenciamento, desenvolvimento e/ou adaptagao da
rede que levard a energia gerada até o sistema elétrico de forma eficiente e consequen-
temente com reducao de custos. Além disso, um modelo de predicao eficiente permite
a identificagdo de possiveis avarias no sistema de geragao e/ou perdas devido a sujidade
presente na superficie dos painéis solares.

Sob este cenario, os modelos estatisticos surgem como uma ferramenta importante
para modelagem e predicao da geracao de energia solar fotovoltaica. Algumas abordagens
estatisticas utilizadas para este proposito incluem: modelos de regressao linear (Ibrahim
et al., [2012; |Asri et al., 2021; [Erten e Aydilek, 2022; [El-Aal et al., 2023), modelos auto-
regressivos (Bimenyimana et al., 2017; Rogier e Mohamudally, 2019; Pamanin et al.,
2022), modelos autoregressivos de médias moveis (Singh e Pozo, 2019), modelos de redes
neurais artificiais (Mellit et al., [2013; |Abdelhak et al., 2023; Amer et al., 2023), modelos
de crescimento com efeitos mistos (Souza et al., 2022), entre outros. Isto é, os modelos
paramétricos ainda sao comumente empregados devido a sua facilidade de uso.

No entanto, de acordo com |[Saraiva et al. (2023), os modelos paramétricos podem

apresentar pelo menos trés limitagoes. Sao elas:

(i) a analise fica limitada a fungdo (ou fungbes) previamente escolhida pelo analista;

(ii) a complexidade e/ou flexibilidade das fun¢oes consideradas ¢ limitada pelo ntimero

de parametros presentes nas funcgoes; e



(iii) pode haver diversas fungdes paramétricas que modelam igualmente bem os valores

registrados.

Uma solugao usual adotada em muitos artigos de modelagem e/ou anéalise de dados
¢ ajustar um conjunto de modelos candidatos, previamente escolhidos pelo analista, e
entao selecionar o melhor modelo usando algum critério de selecao de modelos, como o
AIC (Akaike, |1974) ou BIC (Schwarz, 1978). No entanto, as questoes (ii) e (iii) descritas
acima ainda permanecem.

Nesta dissertacao, propomos uma abordagem Bayesiana para modelar a geragao de
energia solar fotovoltaica por usinas e também fazer predi¢oes. Como a quantidade de
energia solar gerada em um dia apresenta um comportamento nao-linear instavel, optamos
por modelar o logaritmo das quantidades acumulada, pois estas medidas apresentam um
comportamento estavel e padrao. Entao, assumimos que a energia solar fotovoltaica
gerada e registrada em k instantes de tempo de um dia, de forma acumulada, é modelada
por um modelo aditivo composto pelos valores de uma fungao de crescimento nao-linear
f(+), avaliada em k instantes de tempo, acrescida de um erro aleatorio € gerado de acordo
com uma distribuicao Gaussiana.

No entanto, com o objetivo de flexibilizar a modelagem e nao ficar restrito a uma fungao
f(+) escolhida previamente pelo analista, assumimos que f(-) € uma fungao desconhecida,
porém, com vetor de valores f(t) = (f(1),..., f(k)) sendo parametros que precisam ser
estimados a partir do conjunto de dados registrados, para t = (1,...,k). Para isso,
desenvolvemos uma modelagem Bayesiana considerando que os valores f(t) sdo gerados
a priori de um processo Gaussiano. Uma vantagem dessa abordagem é que podemos
estimar a curva da fungao f(-) por “fungoes suaves” que sao obtidas ligando por linhas,
pontos gerados de uma distribuicao normal de k-variada com apropriado vetor médias e
matriz de covariancias.

Além disso, apresentamos um procedimento de predigao para a curva de crescimento
do (n+1)-ésimo dia, dado os valores registrados nos primeiros n dias. Porém, como a dis-
tribuicao a posteriori conjunta para os parametros de interesse e a distribuigao preditiva
do modelo proposto nao possuem formas mateméticas conhecidas, que permitam obter
os estimadores para os parametros de maneira analitica, descrevemos como implementar
um algoritmo Gibbs sampling (Geman e Geman, 1984; Gelfand e Smith, |1990; Gelman e

Rubin, |1992) para gerar valores aleatorios dessas distribuigdes de probabilidades e obter



as estimativas para os parametros. Este algoritmo gera valores das distribuicoes de proba-
bilidades de interesse, de forma indireta, usando as distribui¢oes a posteriori condicionais,
desde que sejam conhecidas, como é o caso do modelo proposto.

Para ilustrar a performance do modelo, desenvolvemos dois estudos de simulagao. No
primeiro, apresentamos o desempenho do modelo na estimagao da curva da func¢ao f(-)
utilizando dados simulados. Como medidas de desempenho, calculamos o erro percentual
absoluto (EPA) e a média do erro percentual absoluto (MEPA). Em todos os casos si-
mulados, a abordagem proposta apresentou valores de MEPA préximos de 0, indicando
que os valores estimados estao proximos dos valores reais. No segundo estudo de simu-
lacao, avaliamos a performance da abordagem proposta em relacao a predi¢ao da curva
para o (n + 1)-ésimo dia. Analogamente ao estudo de simulagao 1, o modelo apresentou
um desempenho satisfatorio, uma vez que os valores de MEPA estao proximos de zero.
Além disso, também avaliamos a performance das predigoes utilizando a raiz quadrada
do erro quadratico médio (RQEM). Assim como, os valores MEPA ou valores RQEM sao
proximos de zero.

Aplicamos a abordagem proposta a um conjunto de dados reais, obtido de um experi-
mento realizado em uma mini-usina fotovoltaica instalada no campus de Campo Grande
da Universidade Federal de Mato Grosso do Sul. Este conjunto de dados esté disponivel
no website https://github.com/lscad-facom-ufms/Solar2 e maiores detalhes sobre o
experimento estdo descritos no artigo de [Souza et al. (2022). Semelhante aos estudos de
simulagao 1 e 2, os resultados obtidos foram satisfatoriamente precisos com valores de
MEPA préximos de zero.

O restante desta dissertacao esta organizada da seguinte maneira. Como o modelo
é baseado no uso do processo Gaussiano, no Capitulo 2, apresentamos a definicao de
processo Gaussiano e como este processo pode ser utilizado para estimar funcoes “suaves”
apenas gerando valores de uma distribui¢ao normal multivariada. No Capitulo 3, apresen-
tamos os dados que motivaram o desenvolvimento desta dissertacao e o modelo proposto.
Além disso, apresentamos o procedimento de estimagao dos parametros de interesse e de
predicao. No Capitulo 4, apresentamos os resultados obtidos com a aplicacao da mode-
lagem proposta aos dados reais. No Capitulo 5, apresentamos as consideragoes finais e

descrevemos algumas propostas a serem desenvolvidas em trabalhos futuros.


https://github.com/lscad-facom-ufms/Solar2

Capitulo 2

Processo Gaussiano

Neste Capitulo, apresentamos a definicao do processo Gaussiano e como podemos
utilizd-lo em um modelo Bayesiano como distribui¢do a priori sobre um vetor f(t) =
(f(1),..., f(k)) composto por k valores de uma fungao f(-) considerada desconhecida.
Como o processo Gaussiano é uma extensao da distribuicdo normal multivariada para
espacos de dimensao infinita, iniciamos relembrando a definicao da distribuicao normal

univariada, bivariada e multivariada.

2.1 Distribuicao normal

No século XIX, os assistentes de Carl Friedrich Gauss, grande matemaético e astréonomo
da época, realizavam experimentos e medi¢oes astronémicas continuamente, porém todas
as vezes que se repetiam as medic¢oes, nunca obtinham os mesmos resultados. Gauss, com
seu vasto conhecimento e observando o problema, se propos a resolvé-lo. Gauss, entao,
construiu um histograma dos resultados e notou que os valores observados formavam uma
curva, que é denominada de curva gaussiana ou curva em forma de sino (Patel e Campbell,
1996).

De acordo com |Wlodzimierz (1995) e Patel e Campbell| (1996), o que Gauss criou foi
um método para minimizar os erros de medicoes repetidas, que é obtido através de um
valor estimado somado a uma incerteza associada ao resultados, que chamamos de erro
aleatorio. Esse método também é conhecido como a lei gaussiana dos erros e a curva em

forma de sino é denominada de distribuigdo Gaussiana (ou normal).



De acorco com |Casella e Berger (2002), temos a seguinte definigdo para a distribuigao

normal univariada.

Definicao 1. Seja X wuma varidvel aleatoria continua definida em R. Dizemos que X

2

seque o modelo Normal de pardmetros u e o°, se sua fun¢ao densidade de probabilidade €

dada por

f(x|,u,a2) = \/Wexp {_%(l‘ - ,u)2} )

para ;1 € R e 02 € RT.

Utilizamos a notagao X ~ N (p,0?) para indicar que a variavel aleatoria X segue o
modelo Normal de parametros p e ¢?, sendo p = E(X) e 0? = Var(X), i.e., o valor
esperado e a variancia de X, respectivamente.

Fixado os valores de u e 02, a distribuicao normal fica completamente definida e seu
grafico é uma curva em forma de sino. A Figura (a), apresenta uma ilustragao do
grafico de uma distribuicao normal de pardmetros u e 0% (caso geral); e a Figura (b)
ilustra o grafico da distribui¢ao normal para um caso especifico com y =5 e 0? =4 (i.e.,
o = 2). Note que, o pico da distribui¢ao (valor maximo) se da para o valor x = p e a
escala é dada pelo valor do desvio-padrao o. Além disso, note que, a curva em forma
de sino é assintota ao eixo horizontal em ambas as diregoes; e como f(x|u,c?) é uma
funcao densidade de probabilidade, entao a area total abaixo da curva e acima do eixo
das abcissas ¢ igual a 1, sendo a distribuicao, simétrica em relagao a x = p, i.e., a mediana

¢ o valor x = p.

al-

ﬂ
Pl -
%

(x|, o)
f(x‘u, %)

I T T T T T 1 I T T T T T 1
u-3  u-20 u-o u w+o w+20  u+30 -1 1 3 5 7 9 11

X X

(a) Parametros u e o (b) Parametros u=5e 0% =4

Figura 2.1: Grafico de f(z|u, 0?).



2.2 Distribuicao normal bivariada

Para definirmos a distribui¢ao normal bivarida, considere Z; e Z, duas variaveis alea-

torias independentes com distribuicao normal padrao, i.e.,
Zy ~N(0,1) e Zy~N(0,1).
As funcgoes densidades de probabilidades de Z; e Z5 sao dadas por

fo1) = jz_ﬂp{—g} e flm)= jQ_Wp{—E}

para 21, 29 € R.

Como Z; e Z5 sao independentes, entao a funcao densidade de probabilidade conjunta

do vetor aleatorio Z = (73, Z5) é dada por

a1 3) = f(22)f(2) = %exp {—% (22 + zg)} |

Considere agora, a seguinte transformacao
1/2
Xi=o1Zi+m e Xo=o09 [PZ1+(1—P2) / Zz} + H2

onde p1, pe, 01, 09 sdo constantes, tais que, pi, pe € R, 01,00 € RT e =1 < p < 1.
Assuma que temos interesse em determinar a funcao densidade de probabilidade conjunta
do vetor aleatorio X = (X7, Xs).

Como a transformacdo (73, Z) em (X3, Xs) é uma transformagao linear, entdo o

Jacobiano da transformagao ¢ dado por

dX:1 dXi o1 0 12

J= dZy dZs — _ (1 _ p2> 01079.
dXs  dXo o oo (1— 2)1/2
Az,  dZs 2P 02 p

Portanto, a fun¢ao densidade de probabilidade de X = (X3, X3) é dada por

fx($1,$2|9) = fz(l’l,xQ) ‘Jfl‘ (21)
_ 1 exp {_ 1 [(ﬂ?l —m)? i p2)?
2my/oic3 (1 — p?) 2(1—p?) o7 o3

_2p(X1 —p)(Xs — Mz)} } ,

0102

para @ = (uy, po, 02,03, p). Detalhes sobre a obtengio desta funcao densidade de proba-

bilidade é dada no Apéndice 1.



O termo p presente na Equacao em é denominado de coeficiente de correlagao
linear entre as variaveis X; e X5. O valor de p ¢ definido no intervalo [—1,1]. Quanto
mais proximo de 1 é o valor de p, mais forte é a rela¢ao linear (positiva) entre as variaveis.
Quanto mais proximo de —1 é o valor de p, mais forte é a relagdo linear (negativa) entre
as variaveis. Se p = 1 ou p = —1, a relagao entre as variaveis é linearmente perfeita,
positiva ou negativa, respectivamente. Se p = 0, nao ha relagao linear entre as variaveis,
i.€., as variaveis aleatorias X; e X5 sao ditas nao correlacionadas. Neste caso, sua fungao

densidade de probabilidade (f.d.p.) é obtida substituindo p por 0 na expressao em (2.1)).

f(w1,25|0) = ! exp{—(xl_’ul) (@2 — o) },

Ou seja,

2mo109 202 202

para 0 = (uy, ps, 02, 03).

2.2.1 Notagao matricial

Uma alternativa de apresentar a distribui¢ao normal bivariada é utilizando a notagao

matricial. Para isto, considere > uma matriz de dimensao 2 x 2 dada por

2
oi  poi0s
=

2
pPO102 05

onde 02 & a variancia da variavel aleatéria X, o5 ¢ a variancia da variavel aleatoria X,
e 013 = Cov(Xy, Xo) = poyosy € a covariancia de (X7, Xs). A matriz ¥ é denominada de
matriz de covariancias.

O determinante de > é dado por
13| = 0?03 (1 — ,02) .

Portanto, o termo afa% (1 — p?) presente na Equacao em 1D pode ser escrito como

|X[Y/2. Além disso, temos que a inversa de ¥, denotada por ©~! é dada por

1 7 o
271 _ oy 0102
2
I=p)\ -2 1
g102 0'2

Detalhes sobre a obtencao de ¥~! ¢ dada no Apéndice 2.

x J—
Definindo o vetor coluna (x — p) = Lo , temos que, a distancia de Mahala-
T — U2

nobis DM = (x — p)T¥ 7 (x — p) é dada por:
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1 p

2(1-0%) T o102(1=p2) T1— M
DM — (xl_m x2_u2> i pp) 121< )
T o7 20— T2 = H2
- ( o plea—p)  _ pler=m) | (ea—po) > 1=
0i(1-p2?)  o102(1—p?) o1o2(1-p%) ' o5(1-p?) .
T2 — M2
_ (@— ) ple — ) (wa — o) plar — pa) (@2 — o) | (w2 — pio)?
ot (1 —p?) 0102(1 = p?) o102(1 = p?) o3(1 —p?)
_ (=) 2p(x1 — ) (w2 — p2) | (w2 — pio)?
ot(1—p?) o102(1 = p?) o3(1—p?)
_ 1 (z1—m)*  2p(x1 — ) (w2 — pi2) n (22 — p12)? (2.2)
(1—=p%) o7 0102 o3 ' '

Ou seja, a parte interna de exp(-) da expressao em (2.1)) pode ser escrita como

—%(X — )T (x— p).

Portanto, a funcao densidade de probabilidade da distribui¢ao normal bivariada na forma

matricial é dada por

1 1 _
= W%‘p {_i(x — )T (x H)} :

Como notagao matemaética, escrevemos X = (X7, X3) ~ No(u,X), onde p = (g, po)? €

fx (x|, %)

L 1. g % PO102 , . N
o vetor de média e ¥ = é a matriz de covarancias.
2
PO102 0y

2.3 Distribuicao normal multivariada

Considere X = (X1,...,X}) um vetor de dimensao k, para k > 1 e X € R*. Seja
= (p1,..., )" um vetor de médias de dimensdao k£ x 1 e ¥ uma matriz de dimensio

k x k, dada por

011 012 ... O1k
Jg921 09292 ... O3k
M=
Ont Op2 ... Okk
onde o;; = Cov(X;, X;) e X ¢ uma matriz simétrica e positiva definida, parai,j =1,... k.

Anélogo ao caso bivariado, distancia de Mahalanobis ¢ dada por (x — p) "X 71 (x — ).

A funcao densidade de probabilidade de uma distribui¢ao normal multivariada é dada por
1
fx(xl12, 5) = (2m)/2[5]2eap {—§<x )T (k- m} . (2.3
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Utilizamos a notagao X ~ N (p,X), para “dizer” que o vetor X tém distribuigao Normal
multivariada de dimensao k, para k > 1.
De acordo com Patel e Campbell (1996) e Wlodzimierz (1995), se X é um vetor

aleatorio com distribuigao normal multivariada, temos as seguintes propriedades:

(1) Se a = (ay,...,a;) é um vetor real de dimensao k x 1, entdo a combinagao linear

a'X = a1 X; + asXo + ... + ap X}, tem distribuicao M (a’ pu,a’¥a). Note que:

E(a'X)=a'E(X)=a'py;

Var(a'X) = E[(@’X —a’p)(a’X —a’p)?]
= B[ (X - p)(X — po)Ta]
= aE[X-m)(X-p)]a

= a'Ya.

(2) Subconjuntos de X tém distribui¢ao normal multivariada. Por exemplo, fazendo

a; =0 para i = 3,...,k, entao pela propriedade 1, temos que
X1
T Xa
a X:(l 10 ... o) S =X X)
X
2
T 01 012
com E(Xl,XQ) = M9 = (/Ll,ﬂg) € 212 = ) . LOgO7 (Xl,XQ) ~
021 05

No(pyg, ¥12).

(3) Se os componentes de covariancia forem iguais a zero entre dois subconjuntos de X,
isto implica que eles sdo independentes (Casella e Berger, 2002). Esta propriedade

sO € valida se X tiver distribuicao normal multivariada.

(4) A distribuigao condicional de subconjuntos de X é normal multivariada. Por exem-
plo, suponha que X é particionado em X; e X5 com dimensoes ¢ X 1 e (k—¢) x 1

respectivamente. Da propriedade (1), temos que

h h
= Hq o $ 11 12

Mo o1 2o
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Com X e X1y tendo dimensées ¢ X g e (k — q) X (k — q) respectivamente; e Y5 €

Y91 tendo dimensdes ¢ X (k — ¢). Entao as distribui¢oes marginais sdo dadas por
X NN(Ml,Zn) € Xo NN(N%E%);
e a distribuigao condicional de X;|Xs = x5 é dada por

Xi|Xo =m0 ~ N, (Ml + X935 (T2 — p2), 11 — E1222_21221) .

2.4 Processo Gaussiano

De acordo com |[Rasmussen e Williams (2006) o processo Gaussiano é uma extensao
da distribuicao normal multivariada para espacos de dimensao infinita e tém a seguinte

definicao.

Defini¢ao 2. Uma cole¢io de vardveis aleatorias {Y(t),t € T} indexadas por um con-
gunto de indices T € denominado de processo Gaussiano se para todo conjunto finito de
indices t = {t1,...,tx} C T o vetor aleatorio Y (t) = (Ys,,...,Ys,) tem distribui¢ao nor-
mal multivariada. Isto €, as distribuicoes finito-dimensionais do processo sao normais
multivariada. Neste caso, a distribuicao do processo € unicamente determinada por sua
fungdao média py, = (..., py,) : T — R e sua fungdo de covariancias ¥y : T x T — R

composta por elementos k., definidas como
e = E (3/;5) )
st ) = E[(Y:— ) Yo —pw)],
para t,t' € T.

Usamos a notagao Y (t) ~ PG (uy, Ey) para “dizer” que Y (t) é gerado de acordo com

um processo Gaussiano, significando que Y (t) ~ N (p,y, Zy), para k > 1.

2.4.1 Regressao por processo Gaussiano

Considere um cenario de regressao em que os dados sao gerados de acordo com o
seguinte modelo aditivo:

Y = f(20) +e, (2.4)

onde f(z|@) é um fungao indexada pelo parametro 6 (escalar ou vetor), com & ~ A (0, 02).

Dado uma amostra aleatoria Y = (Y3,...,Y%) do modelo em (2.4) para um vetor de
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entradas x = (x1,...,2), 0 objetivo é obter estimativas 0 e 52 para os parametros 6 e
0?2, repectivamente.

Sem perda de generalidade, considere @ = (fy, 51) e f(z|0) = o+ P12, i.e., um modelo
de regressao linear simples, com Y; = By + B1x; +¢&;, com g; ~ N(0,02), parai = 1,...,n.
O objetivo é obter estimativas 0 = (Bo,ﬁl) e 02 para os parametros 8 = (53, [1) e
0?2, repectivamente. Neste ponto, pode-se obter as estimativas utilizando o método dos
minimos quadrados (Aldrich | |1997) ou o método da maxima verossimilhanga (Casella e
Berger, 2002).

Considerando a abordagem Bayesiana, as inferéncias sobre @ sao feitas utilizando a
distribui¢do a posteriori para @ (Gelman et al.,|2004). Para isto, primeiramente, precisa-

mos especificar uma distribuigao a priori para 8. Considerando (5o, 51) ~ N2 (0,33), a

distribuigao a posteriori para (fy, 1) é dada por

1 20T
(E * OQXX ) Xy, (2_1 + O'QXXT)_l) .

g

7(Bo, By, x) ~ Ny (

O desenvolvimento matematico para obtengao desta distribuicao a posterior: esta descrito
em detalhes no artigo de|Wanhg| (2021). Como as inferéncias sao feitas sobre @ = (5, 51) €
O = R xR, dizemos que temos uma ‘regressao sobre o espaco paramétrico ©”. Como cada
vetor de valores (fy, 51) € © implica em uma fungao particular f(z|@) = 5y + 1z, entdo,
uma distribui¢ao de probabilidades sobre © é de maneira implicita uma distribui¢ao de
probabilidades sobre fungoes.

Na regressao por processo Gaussiano, a distribuicao de probabilidades é dada de forma
direta sobre o espago ‘H de todas as possiveis fungoes f(z|0), com H podendo ter dimen-
sao infinita. Assim, para entendermos como podemos parametrizar uma distribuicao de
probabilidades sobre um espago de fungoes, considere x = (1, ..., x)) um vetor de valores
reais e f(x) = (f(x1),..., f(zx)) o vetor de valores de uma fungao f(-) € H avaliada em
x. Ou seja, como o dominio x de qualquer fungao f(-) € H é composto de k valores,
entdo, os k valores da fungao f(-) avaliada em x é dado pelo vetor k-dimensional f(x).

Assim, para especificar uma distribui¢ao de probabilidades sobre as fungdes f(-) € H,
precisamos associar alguma funcao densidade de probabilidade a cada funcao de H. Uma
maneira simples de se fazer isto, é utilizando a relagao um-a-um que existe entre toda

f(-) € H e sua representagao vetorial f(x) = (f(x1),..., f(xx)). Assim, se considerarmos
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que f(x) ~ N} (m, X¢), isto implica que a func¢ao densidade de probabilidade é dada por:
_ 1 _
gIE ) Im, ] = (20 sl 2 { (80— )75 (009 ) |

Neste caso, dizemos que o vetor f(x) é gerado de acordo com um processo Gaussiano de
parametros m e Y¢; e escrevemos f(x)|m, ¢ ~ PG(m, X¢).

Ou seja, em um PG, assumimos que o vetor de valores f(x) é gerado de uma dis-
tribuicao normal k-variada com vetor de médias m e matriz de covariancias ¢, inde-

pendentemente de quem seja a fungao f(-) € H. Utilizando a nota¢do matricial, temos

que i i o i
f(z1) my oe(x1,21) oe(w1,22) ... of(z1,28)
f(x2) Mo oe(Ta,x1) of(xe,z2) ... of(xe, k)
~ N ;
_f(:ck)_ |k _af(xk, 1) oe(zk,x2) ... oe(w, xk)_
em que, o vetor de médias m = (my,...,my)" reflete o valor esperado da fungao f(-)

para os valores x, i.e., m(x) = E[f(x)]; e 3¢ é a matriz de covariancias composta pelos
elementos o¢(z, ') = Cov (f(z), f(2')), para x, 2" € x.

Neste ponto da modelagem, ¢ usual fixar m = (my,...,my) = (0,...,0) = 0 para
representar um conhecimento a priori nao informativo sobre o valor esperado de f(t) e
também para simplificar os calculos para obtencao da distribui¢ao a posteriori de f(x).
Sob este cenario, as inferéncias sao feitas com base na escolha da matriz de covariancias
Y¢; que também é denominada de fungao kernel do PG |Rasmussen e Williams (2006).

De acordo com Rasmussen e Williams (2006), a escolha da fungao kernel ¥¢ tem
grande influéncia sobre os resultados obtidos. Em geral, a escolha de uma funcao kernel
Y¢ apropriada é feita com base no que se espera em relacao a padrao e suavidade da curva
da funcgao geradora dos dados. Uma suposicao bastante sensata e utilizada para se definir
um kernel ¢ é que a correlagdo entre os valores f(x) e f(z') decresce a medida que a
distancias dos valores = e 2’ aumenta.

Uma funcao kernel muito utilizada e que cumpre essa suposicao é o squared exponential
kernel, em que, cada elemento é calculado de acordo com a seguinte expressao:

orle) = Cou (7o), 1(0) = rexp { -T2
para n,v > 0. O pardmetro n controla o quao distante os valores gerados estao da

sua média. Assim, valores pequenos para 7 caracterizam fungoes que ficam proximas de
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seu valor médio; enquanto que, valores maiores permitem maior variagao. O parametro
v controla o quao suave é a funcao obtida ligando os pontos. Valores pequenos de v
significa que os valores das fungoes podem mudar rapidamente; enquanto que, valores
grandes caracterizam fungoes que mudam de forma mais lenta (mais suaves).

Contudo, na literatura, temos a descricao de diversas outra funcoes de covariancia que
podemos utilizar para definir >¢. Entre elas: o rational quadratic kernel, o polynomial
kernel, o Matérn kernel, entre outros. Para maiores detalhes sobre fungoes de covariancia
ver Rasmussen e Williams (2006). No restante desta dissertagdo, optamos por usar o
squared exponential kernel, devido a sua simplicidade de uso e eficiéncia, como discutido
por Schulz et al.| (2018) e [Saraiva et al. (2023). No entanto, o procedimento de estimagao
descrito nas proximas secoes podem ser facilmente adaptados para outros tipos de fungoes
de covariancias.

Definido o vetor de médias m e a funcao kernel ¢, podemos gerar valores aleatorios
para o vetor f(x) tanto da distribuicao a priori quanto da distribui¢do a posteriori. Gerado
os valores, podemos estimar a curva da fungao f(-), construindo o grafico dos pontos
(w5, f9(x;)) conectados por linhas, onde f@(z;) é o valor gerado, para i = 1,...,k.
No proximo Capitulo utilizaremos o processo Gaussiano na modelagem da funcao de
crescimento assiada a geracao de energia solar ao longo de um dia e apresentamos um

algoritmo para gerar valores aleatorios da distribuicao a posteriori de f(x).
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Capitulo 3

Dados e modelagem

Neste capitulo apresentamos os dados que motivaram o desenvolvimento da modela-
gem proposta. O interesse na modelagem desse tipo de dados se deve basicamente a trés

fatos:

(i) ser capaz de informar ao operador do sistema elétrico uma predigdo do quanto de

energia serd inserida no sistema;
(ii) identificar possiveis problemas nos modulos fotovoltaicos;

(iii) quantificar perdas devido a sujidade presente nas placas solares.

3.1 Dados

Em qualquer analise e/ou modelagem estatistica, um ponto importante é o conjunto
de dados que sera usado para se fazer inferéncias sobre os parametros de interesse. Nesta
dissertacao, utilizamos um conjunto de dados referente a geracao de energia solar fotovol-
taica obtido de um experimento realizado em uma mini-usina fotovoltaica instalada no
campus de Campo Grande da Universidade Federal de Mato Grosso do Sul. Esse conjunto
de dados esté disponivel no website https://github.com/lscad-facom-ufms/Solar2 e
detalhes sobre o experimento estao descritos no artigo de Souza et al.| (2022).

O conjunto de dados ID usado para se fazer inferéncias sobre os parametros do modelo
Bayesiano hierarquico proposto contém o valor da poténcia solar gerada e registrada em

k = 74 instantes de tempo de um dia, durante um periodo de N = 19 dias.
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A Figura [3.1] apresenta um ‘recorte” da planilha de dados ID. Na primeira coluna,
temos a indicacao do dia. Na segunda coluna, temos o instante de tempo do dia que foi

registrado os valores de interesse. Para cada dia i, temos o registro de &k = 74 valores,

parai =1,...,N. Na terceira coluna, temos os valores registrados para a poténcia gerada
em kWh.
Al B | c
1 Dia Tempo Poténcia gerada
21 1 63.15
3|1 2 140.31
41 3 273.65
5.1 4 435.1
6.1 5 620.06
7.1 6 905.04
81 7 1276.98
9 1 8 1675.41
001 9 2080.53

Figura 3.1: Recorte do conjunto de dados D.

A Figura ilustra um grafico em barras com o total de energia gerada em cada um
dos N =19 dias; e a Tabela apresenta um resumo desses valores. O valor minimo foi

de 136.955 kWh, a média foi de 289.749 kWh e o maximo foi de 357.189 kWh.

Total gerado por dia x 1.000
200 300 400
| | ]

100
|

> JOE NN S SN | SN S S ) S S | S S S S S S S S S S S S—

1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19

Dia

Figura 3.2: Grafico do total de energia gerada por dia.
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Tabela 3.1: Valores descritivos.

Minimo | 19 quartil | Mediana Média 39 quartil | Maximo

136,995 228,764 321,368 | 289,749 357,189 357,189

Como o experimento foi realizado por N dias, denote por W;; a poténcia registrada
no t-ésimo instante de tempo do dia i, para¢t=1,...,N et =1,..., k. Assim, o vetor
W, = (Wi, ..., W) sdo as medigoes registradas no dia ¢, para¢=1,..., N.

Como ilustragdo dos valores registrados, a Figura [3.3] mostra os valores de poténcia
gerada nos dias 1 e 2 ao longo do tempo. Note que, os valores registrados apresentam alta
variabilidade, o que dificulta o processo de modelagem. Para os outros dias, os valores
registrados apresentam comportamento similar. Devido a isto, optamos por modelar os

valores acumulados, pois estes apresentam um comportamento mais estével.

8000-
8000~

6000
6000-

2 J
4000~ 4000

2000- 2000~

(a) Dia 1 (b) Dia 2
Figura 3.3: Poténcia gerada nos dias 1 e 2.

t

Assim, considere W3¢ = Wi, os valores acumulados da energia solar gerada até
’ it
=1
o t-ésimo instante de tempo do i-ésimo dia e WP = (W5°, ..., W5°) o vetor de valores

acumulados, parat =1,...,Net =1,..., k. Note que, Wj5° = Zk:T/VZ-t/ ¢ a quantidade
total gerada no dia ¢, parai = 1..., N. A Figura[3.4] apresenta os \thllores W registrados
nos dias 1 e 2. Note que, temos um comportamento mais estavel e padronizado. Contudo,
como muitos dos valores de W% estao na escala de 100.000, optamos por tomar o logaritmo

dos valores acumulados para evitar problemas computacionais.
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250000 -

150000

200000 -

150000 - 100000-]

Valores W acumulados
Valores W acumulados

100000 -

50000~

50000 -

(a) Dia 1 (b) Dia 2
Figura 3.4: Poténcia gerada nos dias 1 e 2 de forma acumulada.
Assim, considere Y;; = log(W5) e Y; = (Yi1,...,Yi) o vetor de valores registrados
no ¢-ésimo dia, para¢t=1,..., Net =1,...,k. A Figura apresenta os graficos da

Figura na escala logaritmica. Note que, temos valores com comportamento estavel,

padronizado e escala de valores mais simples de se trabalhar computacionalmente.

(a) Dia 1 (b) Dia 2
Figura 3.5: Poténcia gerada nos dias 1 e 2 de forma acumulada na escala logaritmica.
A partir deste ponto da modelagem e sem perda de generalidade, considere y =

(¥1,---,yn) os dados registrados nos primeiros n dias de realizagdo do experimento, para

n < N. Ou seja, y é uma matriz de dimensao n x k, em que, cada linha contém os
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valores y’s registrados no dia ¢, para i = 1,...,n. Por exemplo, fixando n = 4, a Figura
3.6(a) mostra o grafico em linhas dos valores Y’s registrados nos quatro primeiros dias,
i.e., os valores y = (y1,¥2,¥3,¥4), em que, a linha em vermelho representa a média dos
valores em cada instante de tempo ¢, para t = 1,...,k. Similarmente, a Figura (b),
apresenta o grafico em linhas dos valores y = (y1,y2,¥3,¥4,y5), @.€., para n = 5. Nosso
principal interesse ¢ no desenvolvimento de um método de predicao dos valores Y's que

serao gerados no dia (n + 1).

(a) n=4 (b) n=5

Figura 3.6: Valores y paran =4 en = 5.

3.2 Modelagem

Tomando como base a curva média dos graficos da Figura|3.6| (linha em vermelho), con-
sidere f(-) um funcéo de crescimento nao-linear e f(t) = (f(1),..., f(k)) um vetor com-
posto pelos valores da fungao f(-) avaliada em k instantes de tempo, para t = (1,...,k).
Além disso, assuma que, a funcao de crescimento para o dia i é proporcional a fungao f(+),
i.e., fi(-) = Cif(-) para C; > 0 ei = 1,...,n. Em outras palavras, estamos assumindo
que existe uma fungdo de crescimento f(-) cujo grafico é uma curva que representa a curva
média de n curvas; sendo a curva do dia ¢ proporcional a curva média, parai=1,...,n.

Considere que os valores registrados no i-ésimo dia sao gerados de acordo com o

seguinte modelo aditivo:
Y, =Ya,....,Y) ~C; - f(t) + e, (3.1)
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para C; > 0, onde, &; = (g;1,...,€i) € um vetor de erros aleatorios, para i = 1,...,n.

Em notagao matricial, temos

Ya C; - f(l) €il

Yir Ci- f(k) Eik
para i = 1,...,n. Como os valores Y’'s sao resgistrados ao longo do tempo, entao,
apresentam algum tipo de correlacao. Assim considere que o vetor de erros aleatérios €

é gerado de acordo com uma distribuicao normal multivariada de dimensao k, com vetor

de médias 0 = (0,...,0) e matriz de covariancias ¥ (de dimensao k x k) dada por
i 012 ... 01k
> = (3.2)
Ok1 Ok2 ... Okk

onde oy = 0.(t,t') = Cov (e, e), para t,t' =1,... ) kei=n—d+1,...,n.

Para completar o modelo em , poderiamos fixar f(-) como sendo uma funcao
matematica conhecida, como, por exemplo, as fungoes de crescimento logistica (Cramer,
2004) ou de Gompertz (Gompertz, 1825), entre outras. Trés pontos importantes sobre

esta abordagem paramétrica sao:

(i) aanalise fica limitada a fungao f(-) (ou fungoes) previamente escolhida pelo analista;

(ii) a complexidade e/ou flexibilidade das fungdes f(-) consideradas ¢ limitada pelo

nimero de parametros presentes nestas fungoes; e

(iii) podem existir diferentes fungoes que se ajustam igualmente bem aos valores regis-

trados.

Uma solugao usual, consiste em ajustar um conjunto de fungdes candidatas; e em seguida
escolher o melhor modelo utilizando um critério de selecao de modelos, tal como, o AIC
ou o BIC. No entanto, as questoes (ii) e (iii) ainda permanecem.

Assim, para evitar que a modelagem proposta fique restrita a uma funcao paramétrica
f(+) previamante especificada por um analista, assumimos que f(-) é uma fungao desco-
nhecida, com o vetor de valores f(t) = (f(1),..., f(k)) sendo parametros do modelo, que
precisam ser estimados a partir do conjunto de dados observados. Assim, do modelo em
(3-1), os parametros de interesse sao 8 = (£(t), 3, C), onde f(t) = (f(1),..., f(k)),Z éa
matriz de covariancias dada em e C=(Cy,...,Ch).

20



3.2.1 Estimacao dos parametros

Para estimar @ utilizando os dados y, assumimos uma abordagem Bayesiana com
um processo Gaussiano a priori sobre f(t), denotado por f(t)|m, s ~ PG (m, Xs). Isto
significa que estamos considerando f(-) como sendo uma funcdo desconhecida; mas, com
o vetor de valores f(t) = (f(1),..., f(k)) sendo gerado de uma distribuigdo normal k-
variada com vetor de médias m e matriz de covariancias ¢ composta pelos elementos
oe(t,t') = Cov (f(t), f(t')), para t,t’ = 1,..., k. Para ¥, assumimos uma distribui¢ao a
priori conjugada dada pela distribuigao inversa-Wishart com vetor de parametros (d, V),

sendo 0 > 0 e V uma matrix de dimensao k X k; e para C; assumimos uma distribuicao a

2

c?

priori dada pela distribuicao normal trucada a esquerda de 0 e com parametros pc € o
para ¢ = 1,...,n. Utilizando uma notagao hierdrquica, o modelo Bayesiano proposto é

dado por

Y, =Y, ..., Yu) |[f(t),2,C ~ N (C;-£(t),X) (3.3)
f(t)’m,Zf ~ Pg(m,Zf)
26,V ~ IW(S,V)

Cilpte, 02 ~ ./\/'trunc(O;uc,oz),

onde Nx(+), PG(:), IW(:) e Ntrunc(0;-) representam a distribuigdo normal k-variada,

o processo Gaussiano, a distribuicao inversa-Wishart e a distribuigao normal truncada a

2

2 sao hiperparametros conhecidos,

esquerda de 0, respetivamente; e m, ¢, 0, V, e e o
parai=1,...,n.

Para completar o modelo em ({3.3)), fixamos:

(i) m = 0 para representar o nosso conhecimento prévio nao informativo sobre o valor

esperado de f(t);

(i) X¢ = AW, para A > 0 e W é uma matriz de dimensao k x k composta pelos elementos

k(t,t") calculados de acordo com o niicleo exponencial quadratico, i.e.,

k(t,t') = n*exp {—M} (3.4)

202
para n, v > 0. Nesta expressao, o parametro n controla a distancia entre os valores
gerados e a sua média. Ou seja, valores “pequenos” de n caracterizam fungoes que

estao proximas do seu valor médio; enquanto que valores maiores permitem uma
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maior variagao. O parametro v controla a suavidade da fungao obtida pela ligacao
dos pontos. Ou seja, valores pequenos de v significam que os valores da fungao
podem mudar rapidamente; enquanto que valores grandes caracterizam fungoes que
mudam mais lentamente (curvas mais suaves). Definimos A = 100, n =1lev =1

para obter uma distribuicao a priori pouco informativa.

(iii) Finalizamos a especificagdo do modelo fixando § = k, V = 0,01 - I}, onde I, ¢ a

matriz identidade de dimensao k x k e po = 02 = 1.

Aplicando o teorema de Bayes, a distribui¢ao a posteriori conjunta para 8 = (f(t), %, C)
é dada por
m(Bly,t) oc LBy, t)m (£(t)|m, ¢) 7 (2]0, V) 7 (Clpe, 02) , (3.5)

onde L(B|y,t) é a fungdo de verosimilhanga de uma distribui¢do normal k-variada com

parametros f(t) e ¥, dada por
1 n
LBy, t) = (2m) "2 |57 exp {—5 > (yi— CE) 27 (yi - Cif(t))} :
i=1
e () representa uma funcdo de densidade de probabilidade das distribuigoes a priori,

dadas por

T (F(6)m, Bp) = (2m) [ exp{—§<f<t> —m)" 5 (£(1) —m>};

T (2l6,V) = |V‘5/2 |E|,(6+k+1)/2 exp —ltT (VE_l) .
; 20K/2T,.(6) 2 ’
s (C’/LC,UE) = Hftrunc(cilﬂcvaz);
i=1

NI ;
onde ftrunc(Ci‘,Uzc,O'Z> = M’ para f(Cz‘/J/c,O'?:) _ 1 exp{_% (Cl B Iuc) }’
+.£ F(Cilpe,02) \/2mo2 202

parat=1,...,n.

No entanto, a distribuigao a posteriori conjunta em (|3.5)) nao tem uma forma matema-
tica conhecida que nos permita gerar diretamente valores aleatoérios desta distribuicao de
probabilidades. Dessa forma, precisamos utilizar um algoritmo que gere ntimeros aleaté-
rios desta distribuicao de maneira indireta. Neste trabalho, optamos por gerar valores de
7(0y,t) utilizando o algoritmo Gibbs sampling, devido a sua simplicidade de implemen-
tagao e eficiéncia. Detalhes sobre o desenvolvimento matematico deste algoritmo estao

descritos nos artigos dos autores (Geman e Geman| (1984) e |Gelfand e Smith (1990). De
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maneira resumida, esse algoritmo gera valores da distribuicao a posterior: conjunta, de
forma indireta, utilizando as distribuicoes a posteriori condicionais, desde que estas sejam
conhecidas.

Para o modelo Bayesiano hierarquico proposto em , as distribuicoes a posteriori
condicionais sao conhecidas e sao dadas por (Ver Apéndices 3, 4 e 5):

1

n -1 n -
f(t)e ~ PG |27 (Z CZ-E‘1+E;1> ny, (Z Ci2‘1+2;1) (3.6)
i=1 =1

Sly,t,e ~ IW (5 +h4+n V4> (yi— Cif(t) (vi— C’Z-f(t))> (3.7)
i=1
Ty—1,. 2
Cily,t,® ~ Ntrunc (0, f(t)T Y yitl) : = I ) : (3.8)
f(t) U (t) +1 f(t) () + pe

n
— 1 . ~
onde y = gZCiyi e o simbolo e representa todos os outros parametros.
i=1
Utilizando as distribuigoes a posterior: condicionais, implementamos um algoritmo

Gibbs sampling de acordo com os passos descritos no Algoritmo

Algoritmo 1 : Algoritmo Gibbs sampling
1: Considere uma cadeia de Markov com espago de estados composto pelo vetor de

parametros 0 = (f(t), X, C);

2: Inicialize o algoritmo com os valores 8 = (f (t)©, 2O, C(0)>;
3: Procedimento: Para a [-ésima iteracao do algoritmo, [ =1,..., L:

4: Gere £ da distribuicdo condicional em (3.6)), dado os valores ¢ e CU-1);
5: Gere ¥ da distribuicao condicional em 1} dado no valor f (t)(l);

6: Gere Ci(l) da distribuicao condicional em (3.8)), dado os valores f) e £,

Apos executar as L iteragoes do algoritmo Gibbs sampling, descartamos as primeiras
B iteragoes como um burn-in e consideramos “saltos” de tamanho J, i.e., para cada
“bloco” de J iteracoes do algoritmo, selecionamos os valores gerados na tltima iteragao,
formando uma sub-sequéncia de tamanho S = [(L — B)/J| para fazer inferéncias sobre
0. As estimativas dos parametros de interesse sao dadas pela média dos valores gerados,

i.e.,

|

s s s

. 1 . 1 A 1

f(t) = 5 E :f(t)(M(l))7 $ 3 Z YM®) and G, = Z Ci(M(l))
=1 =1 =1
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parai=1,...,n, onde f(t)(M(l)), MO e CMU) 550 os valores gerados para os parame-
tros f(t), ¥ e Cna M(l) = (B+1+(l—1)-J)-ésima iteragao do algoritmo, respetivamente,
paral = 1,...,5. Um intervalo de credibilidade de 95% para cada um dos parametros
¢ dado pelos percentis 2,5% e 97,5% dos valores gerados. A curva estimada de f(-) é

obtida fazendo o grafico dos pontos (t, f (t)) conectados por linhas, parat =1,... k.

3.2.2 Estudo de simulacao 1

Para ilustrar o desempenho da modelagem proposta, desenvolvemos um estudo de
simulagdo. Para gerar um conjunto de dados, consideramos f(-) como sendo a fungao

log-Gompertz de parametros o, s € ag e com a seguinte parametrizagao:

f(t) =log(an) — exp{as — ast},

para t > 0. Fixamos a3 = 12, ap = 2 e a3 = 0,1. Obtemos a matriz de covariancia X
calculando cada termo de acordo com o ntucleo exponencial quadratico dado em para
n* = 0,01 e v? = 10.

O procedimento para gerar um conjunto de dados artificial é dado pelos seguintes

quatro passos:
(i) Fixe o nimero de dias n e o numero de instantes de tempo k.

(ii) Faca t = (1,...,k) e calcule f(t) = (f(1),..., f(k)), onde f(t) é dado pela fungao

log-Gompertz descrita acima.
(iii) Fixe os valores de C = (C4,...,C,), paraC; >0ei=1,...,n.
(iv) Gere Y; = (Yi1,...,Yix) ~ Ni (£(t),X), parai=1,...,n.

Para simplificar a visualizacao dos resultados, fixamos n = 4 e k = 50, i.e., quatro
curvas com C = (Cy, Cy, C3,Cy) = (0,8;0,9;1,1;1,2). A Figura[3.7)(a) apresenta a curva
de f(t), a que chamamos “curva média”, e as curvas dos dias 1, 2, 3 e 4. A Figura (b)
mostra os valores y’s gerados (simbolos e coloridos) para cada um dos dias, em que, os
simbolos e na cor preta sao as médias dos valores gerados.

Gerado o conjunto de dados, aplicamos o algoritmo Gibbs sampling com L = 55.000

iteragoes, B = 5.000 e J = 10. Assim, obtemos uma amostra a posteriori de tamanho
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S = 5.000 para se fazer inferéncias. Para verificar quao préximo os valores estimados f (1)

sao dos valores reais f(t), calculamos o erro percentual absoluto (EPA), dado por

/(8 = f()]

EPA() = =0

- 100,
parat=1,..., k.

Caf(t) Caf(t)
Caf(t)
() ()

CaA(t)

Cof(t)

Cyf(t) Cyf(t)

(tlas, az. 03)
f(towy, 02, )

t t

(a) Curvas (b) Curvas e valores gerados

Figura 3.7: Curvas e valores gerados.

A Figura [3.8(a) mostra o grafico da curva de f(¢) (linha em negrito) e a curva es-
timada pelo método proposto (linha em vermelho) com uma banda de credibilidade de
95% (regido em vermelho). A Figura [3.8(b) mostra o grafico dos valores de EPA(d) =
(EPA(dy),...,EPA(dy)). A Tabela mostra as medidas de resumo dos valores do
EPA(d). Os valores de EPA(d) variaram de 0,0145 a 1,4481 com um erro percentual
absoluto médio de 0,4568. Ou seja, os valores etimados sao bem proximos dos valores

reais, haja vista que o valores FPA(d) sao proximos a zero.

Tabela 3.2: Medidas resumo dos erros percentuais absolutos.

Media Minimo | 1° quartil | Mediana Média 3° quartil | Maximo

EPA(d) 0,0145 0,2364 0,4466 0,44568 0,5580 1,4481

De maneira similar, obtemos a curva estimada para o i-ésimo dia construindo o grafico
dos pontos (t,9;;) conectados por linhas, para g; = C’Zf(t), i=1,...,net=1,... k.

Para este caso, calculamos os valores EPA entre o valor real C;f(t) e o valor estimado

25



Uit; € os valores EPA entre os valores gerados y;; e os valores estimados ¢;;, dados, res-

pectivamente, por:

EPA(dit):M.mo e EPA(eit):w-loO

Cif(t) Yit

parat=1,....,net=1,..., k.

EPA(d)

Curva — Estimada — Real

(tlows, az, os)
Valores EPA(d)

(a) Curva real e estimada (b) Valores EPA(d)

Figura 3.8: Curvas e valores gerados.

A Tabela [3.3| mostra os valores estimados e os intervalos de credibilidade de 95% para
os parametros C;, 1 = 1,2, 3,4. Note que, os valores estimados estao préoximos aos valores

reais. Além disso, os valores reais pertencem aos intervalos de credibilidade.

Tabela 3.3: Estimativas e intervalos de credibilidade (95%) para C;, i = 1,2, 3, 4.

Parametro | Valor real | Estimativa | Intervalo de credibilidade de 95%
Cy 0,8 0,8060 (0,7997, 0,8080)
Cy 0,9 0,8955 (0,8913, 0,9003)
Cs 1,1 1,0998 (1,0939, 1,1057)
Cy 1,2 1,2006 (1,1949, 1,2071)

A Figura[3.9|(a) ilustra os graficos das curvas de C; f(t) (linhas em negrito) e as curvas
estimadas pelo método proposto (linhas em vermelho), em que, os simbolos e representam
os valores y’s gerados para cada dia. A Figura (b), mostra o grafico dos valores
EPA(d;) = (EPA(dy,...,EPA(d;))) e a Tabela mostra as medidas resumo dos
valores do FPA(d;), parai=1,...,n.
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Note que, as curvas estimadas para cada um dos quatro dias estao satisfatoriamente
proximas as curvas reais, uma vez que os valores F'P A sao todos inferiores a 2; significando

que o erro percentual absoluto entre o valor real e o valor estimado ¢ inferior a 2%.

Curva = Estimada == Real Dia —=- 1 2 -3 4

Valores EPA
o
——

(a) Curva real e estimada (b) Valores EPA(d)

Figura 3.9: Curvas e valores gerados.

Tabela 3.4: Medidas resumo dos valores EPA(d;), para i = 1,2, 3, 4.

Medida Minimo | 1° quartil | Mediana | Média | 3° quartil | Maximo
EPA(dy) 0 0,2100 0,4450 0,5212 0,7675 1,3100
EPA(d2) 0 0,4825 0,8350 0,7972 1,0575 1,9400
EPA(ds) 0,0100 0,2400 0,4650 0,4650 0,5775 1,4600
EPA(dy) 0,0100 0,2375 0,4250 0,4364 1,5750 1,4000

A Figura [3.10} mostra o grafico dos valores EPA(e;) = (EPA(ey),..., EPA(er)), e a
Tabela mostra as medidas resumo dos valores do FPA(e;), parai = 1,...,n. Note
que, todos os valores EPA(e;) sao inferiores a 2,5; significando que o erro percentual
absoluto entre o valor gerado e o valor estimado ¢ inferior a 2,5%. Isto indica que os
valores estimados também estao satisfatoriamente proximos aos valores gerados.

Como as inferéncias para os parametros de interesse foram feitas utilizando uma amos-
tra a posteriori obtida pela implementacao de uma algoritmo do tipo MCMC, entao, é
importante verificar a convergéncia dos valores gerados. Uma maneira usual de se fazer
esta checagem é através de métodos gréficos, em que, é construido graficos dos valores

gerados ou alguma medida associada aos valores gerados.
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Figura 3.10: Valores EPA(e;) , para i = 1,2,3,4.

Tabela 3.5: Medidas resumo dos valores EPA(e;), para i = 1,2, 3, 4.

Medida Minimo | 1° quartil | Mediana | Média | 3° quartil | Maximo
EPA(e1) 0,0200 0,1775 0,3600 0,4446 0,6075 1,9200
EPA(e2) 0,0200 0,2150 0,4300 0,5860 0,9175 2,2300
EPA(es3) 0,0100 0,1450 0,6200 0,7934 1,2650 2,4400
EPA(es) 0 0,1325 0,2400 0,4330 0,3675 1,5600

Neste texto, verificamos a convegéncia dos valores gerados utilizando o gréafico da
média ergodica (Gallavotti, |1995). Assim, para ilustrar a convegéncia do algoritmo Gibbs
sampling implementado, selecionamos de maneira aleatoria dois instantes de tempo t (t;
e ty) e construimos o grafico da média ergodica (ME) dos valores gerados para f(t1) e
f(t2). Os valores t; e ty sorteados foram t; = 10 e t = 30.

A Figura [3.11] mostra os graficos das médias ergodicas para os valores gerados para
f(10) e f(30). Note que, ndo ha razdes para duvidar da suposigdo de convergéncia, uma
vez que, os valores da ME apresentam satisfatoria estabilizagao. Também verificamos a
convegéncia dos valores gerados para f(1), f(25) e f(40), e os resultados s@o similares aos
apresentados. Isto é, os valores da ME apresentam satisfatoria estabilizacao ao longo das

iteracoes do algoritmo Gibbs sampling.
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Figura 3.11: Média ergodica dos valores gerados para f(10) e f(30).

3.3 Predicao

Além de obter as estimativas 8 = (f'(t), 3, C) para os parametros 0 = (f(t), >, C),
outro interesse é na predi¢ao de Y, 1 = (Yl(nﬂ), o ,Yk(n+1)), i.e., 0s valores que serao
registrados no (n + 1)-ésimo dia. Isso pode ser feito utilizando a distribui¢ao preditiva,

dada por:

71-(Yvn-&-1|Y>t') :/W(Yn+l|Y7t70)ﬂ-<0|Y7t) de (39)

onde 7 (0)y, t) ¢ a distribui¢do a posteriori conjunta para 6, dada na Equagao . No
entanto, esta integral nao tem uma solugao matematica conhecida. Devido a este fato,
propomos um algoritmo MCMC para obter uma aproximacao para esta integral.

Do modelo aditivo em , temos que, a distribui¢ao marginal de Y; é dada por uma

distribui¢ao normal k-variada com vetor de médias 0 = (0,...,0)" e matriz de covariancia
C?%¢ + 3%,
parai=1,...,n. Assim,
Y = (Y1, ..., Y,) |2y ~ Nk (0,%y),

onde N,x(-) representa uma distribuigdo normal nk-variada com vetor de médias 0 (de

dimensao nk x 1) e matriz de covariancias ¥, de dimensao nk x nk, dada por:
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PN Yno Yoz .. O+ %
em que, X;y = C;CyX¢ sdo as matrizes de covariincias (de dimensdo k X k) entre as

medidas Y; e Yy, parai, i’ =1,....,nei#17.

De maneira similar, temos que,
Y1~ N (0,C7 S+ ),

para C,, 1 > 0. Portanto, das propriedades da distribui¢ao normal multivariada, temos

que a distribuigao conjunta para (Y,Y,.1) ¢ dada por:

0 Xy BT
|97 B? Cn+1 ~ Mn+1)k 5
Y. 0 B C72L+1Ef + X
onde B = [Z(n+1)1 Ytz - Z(n_l’_l)(n_l)} ¢ um bloco de matrizes, em que Y(,41); sao

as matrizes de covariancias entre os valores de Y, e Y; dadas por X(,11); = Cpy1Ci2,
parai=1,...,n.
Novamente, utilizando as propriedades da distribui¢ao normal multivariada, temos que

a distribuicao a posteriori condicional para Y, é dada por

n

Yn+1|Y7 t7 07 Bv Cn-i-l ~ Nk’ (BZ;1Y7 (02+12f + E) - BT (Or2l+12f + E>71 B) ) (310)
com (), sendo gerado da seguinte distribuigao:
Cpi1|C ~ Ntrunc(0,C, S?), (3.11)

onde C' e S? sdo, respectivamente, a média e a variancia amostral dos valores do vetor
C: (Cl,...,Cn).

Assim, uma amostra a posteriori de (6,Y,y1) pode ser gerada de acordo com os
“passos” descritos no algoritmo 2]

Apos executar o algoritmo [2| para as mesmas L iteracoes, valor de burn in B e “salto”

J utilizados no algoritmo , uma aproximagao para a integral em (3.9)) é dada por:

L
- 1 M(l
A(Yoaly) = 5 Yt
=1
onde M(l) é a (B +141-J)-ésima iteragdo do algoritmo, paral=1,...,S.
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Algoritmo 2 : Predigao
1: Considere uma cadeia de Markov com espago de estados composto pelo vetor de

parametros 8 = (f(t), X, C) e por (Cpi1, Yini1);

2: Inicialize o algoritmo com os valores 8°) = (f (t)©, 2O, C(O)) e C,(ﬁzl;
3: Procedimento: Para a [-ésima iteracao do algoritmo, [ =1,..., L:
4: Atualize 8 de acordo com Algoritmo

5: Gere Yn(Ql da distribuicao condicional em , dado C’,(ll;f Ve 60,
6: Gere CT(BFI da distribuicao em , dado 8.

3.3.1 Estudo de simulacao 2

Para ilustrar o desempenho do procedimento de predigao, desenvolvemos o estudo de
simulagao 2. Similar ao estudo de simulagao 1, fixamos n =4, k = 50 e f(t) como sendo
a funcao funcao log-Gompertz de parametros a; = 12,0 = 2 e a3 = 0,1. O objetivo
principal é prever a curva para o (n + 1) = 5° dia.

Para obter as curvas dos quatro primeiros dias, sendo a curva de f(¢) a curva média,

adotamos o seguinte procedimento:
(l) Seja CZ < n e defina P = (p17p27p37p4) com p; = %7 para 1= 17 273a47

(ii) Gere p ~ Dirichlet(ex), onde Dirichlet(ex) ¢ a distribuigao de Dirichlet de parame-
tro a. Fixamos a = (50, 50, 50, 50, 50); e obtenha C; = n- p;, para i = 1,2, 3, 4.

(iii) Gere Y; = (Yi1,...,Yi) ~ Nip(Cif(t), %), parai =1,...,n+1 =5, onde X é obtido

como descrito no estudo de simulagao 1.

Os valores gerados para C = (C4, Cy, C5, Cy) foram (0,9187;0,8767;1,0126; 1, 1919).
A Figura [3.12[a) mostra as curvas reais para os dias 1 a 4, denotadas por Cif(t) para
i =1,2,3,4, e a Figura [3.12b) mostra o grafico da Figura [3.12|(a) incluindo os valores
gerados para cada dia (simbolos e coloridos), sendo os simbolos e na cor preta os valores

médios.
O procedimento utilizado para gerar os dados do (n + 1)-ésimo dia, ¢ dado pelos

seguintes passos:

(i) Gere Cpy1 ~ Ntrunc (0,C,S2), onde C =150 CieS2=-L5" (C,—C)~

(ii) Gere Yyi1 = (Yourn)ts - -5 Yorn) ~ Nk(Criaf(t),X).
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Figura 3.12: Curvas e valores gerados.

A partir dos valores gerados de C = (0,9187;0,8767; 1,0126; 1,1919), o valor gerado
para C,4; foi 0,9823. Gerado os dados, utilizamos os valores gerados de (Y1,...,Y,)
para desenvolver o procedimento de predigao (Algoritmo [2)) e obter as estimativas para
Yn—f—l- Para isto, executamos o Algoritmopara as mesmas L = 55.000 iteracoes, burn-in
B =5.000 e “saltos” J = 10 do Algoritmo[l] A curva estimada para o (n + 1)-ésimo dia
¢ obtida construindo o grafico do pontos (¢, §(,+1y) ligados por linhas, em que, §(n41): € 0
valor previsto de Y, 11y, parat =1,... k.

A Figura [3.13|(a) mostra o grafico da curva de f(t) e a curva estimada pelo método
proposto. A Figura m(b) mostra o grafico dos valores de EPA(d). De forma similar
do estudo de simulacao 1, os resultados mostram um desempenho muito satisfatério do
método proposto; com a curva estimada sendo satisfatoriamente préoxima da curva real
de f(t), uma vez que os valores de FPA(d) foram todos inferiores a 1; significando que
os valores dos erros percentuais absolutos entre os valores reais e o valores estimados sao
todos inferiores a 1%. A média dos valores EPA(d) é 0,4094, i.e., em média o erro
percentual absoluto entre os valores reais e os valores estimados é inferior a 0,5%.

A Figura[3.14|(a) mostra o grafico da curva do dia i (linha preta), denotada por C; f(t),
em que, os simbolos e sao os valores gerados o dia 7, incluindo as curvas estimadas pelo
método proposto (linhas em vermelho), para i = 1,2,3,4. A Figura [3.14b), mostra o
grafico dos valores de EPA(d;) e a Tabela mostra as medidas resumo dos valores
EPA(d;), parai=1,...,n.
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Figura 3.13: Curva real e estimada e valores EPA(d).
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Figura 3.14: Curva real e estimada e valores EPA(d;).

Tabela 3.6: Medidas resumo dos valores EPA(d;), para i = 1,2, 3, 4.

Medida Minimo | 1° quartil | Mediana | Média | 3° quartil | Maximo
EPA(dy) 0,0100 0,3300 0,5250 0,6448 0,9825 1,6000
EPA(d2) 0,0300 0,2900 0,4850 0,6148 0,9525 1,5600
EPA(ds) 0,0200 0,1325 0,3400 0,3724 0,5775 1,0000
EPA(d4) 0,0400 0,1825 0,3050 0,4508 0,7025 1,3200
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Note que, as curvas estimadas para cada um dos quatro dias estao satisfatoriamente
proximas das curvas reais, uma vez que os valores de FPA(d;) sdo proximos de zero,
para ¢ = 1,2, 3,4. Também verificamos a convergéncia dos valores gerados pelo algoritmo
Gibbs sampling. Similar aos resultados apresentados no estudo de simulacao 1, nao ha
razoes para duvidar da convergéncia dos valores gerados, uma vez que os valores da M E

apresenta estabilizacao satisfatoria, conforme ilustrado na Figura [3.15]

Média ergodica
Média ergodica

//_’\—\

0 1000 2000 3000 4000 5000 0 1000 2000 3000 4000 5000
Iteragbes Iteragoes

(a) f(10) (b) f(30)

Figura 3.15: Média ergodica dos valores gerados para f(10) e f(30).

Com relagao a curva gerada para o (n+ 1)-ésimo dia, a estimativa para C,, 1 é én+1 =
0,9936 com um intervalo de credibilidade de 95% dado por (0, 7207;1,2716). Ou seja, o
valor gerado C),11 = 0,9823 pertence ao intervalo de credibilidade.

A Figura [3.16{a) mostra o grafico da curva gerada para o (n + 1)-ésimo dia (linha na
cor verde), em que, os simbolos e na cor verde sdo os dados gerados, incluindo a curva
pedita (linha na cor vermelha) e uma banda de predigao a posteriori de 95% (regiao na
cor vermelha), obtida pelo método proposto. Além disso, note que, a curva real esta toda
dentro da banda de pedigao a posteriori (95%) obtida pelo método proposto.

A Figura[3.16|b) mostra o grafico dos valores EPA(d) e EPA(e). Os valores EPA(d)
variaram de um valor minimo de 0, 440 a um valor maximo de 2,150 e com valor médio de
1,413. Ja os valores EPA(e) variaram de um valor minimo de 0,510 a um valor maximo
de 2,850 e com valor médio de 1,844. Ou seja, em média, o erro percentual absoluto entre
o valor predito e o valor real é de 1,413 e, em média, o erro percentual absoluto entre o

valor predito e o valor gerado é de 1,844.
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Figura 3.16: Curva real e estimada e valores EPA(d;).

Além dos valores EPA | também calculamos como medida de performance das predigoes

a raiz quadrada do erro quadratico médio (REQM), dada por

RMSE =

| =

K
> W — ore) s
t=1

onde y(n+1): € o valor gerado para o t-ésimo instante de tempo do dia (n+1), € i1y € 0
respectivo valor predito, parat =1,..., k. O valor REQM obtido foi 0,2021. Ou seja, de
maneira similar aos valores EPA, o valor REQM também indica que os valores preditos
estao satisfatoriamete proximos aos valores gerados.

Para nao ficarmos limitados aos resultados de apenas um conjunto de dados artificiais,
repetimos a simulagao 2, M = 100 vezes, e calculamos a média dos valores EPA(d) e a
porcentagem de vezes que a curva real para o (n+ 1)-ésimo dia esta toda dentro da banda
de predicao de 95% e a média dos valores EPA e REQM. A Figura mostra o grafico
das médias dos valores EPA(d) e os valore REQM para as M simulagoes. Note que,
ambos os resultados mostram um desempenho muito satisfatério do método proposto.
Sendo todos os valores M EPA inferiores a 5; significando que a média dos valores EPA
entre os valores da curva do (n + 1)-ésimo dia e o valor predito pelo método proposto nas
M simulacoes sao todos inferiores a 5%; e os valores REQM menores do que 0,5. Além
disso, no geral, em 96% dos casos simulados, a curva real estad toda dentro da banda de

predicao. Como ilustracao dos resultado de predicao, a Figura mostra o grafico da
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curva prevista com uma banda de predicao a posteriori de 95% e a curva real para a
18 simulagao e a 27* simulagao. Estas duas simulagdes, sdo os casos com menor (18%) e
maior ( 27%) média de EPA(d), dadas respectivamente por: 0,6115 e 4,0017. Os valores
REQM sao: 0,0266 e 0,4996.

Medida == EPA =—— RQEM

Valores

0 25 50 75 100
t

Figura 3.17: Média dos valores EPA(d) e RQEM para as M = 100 simulagoes.
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2, 3)

1(tforr, a2, 3)
®

(1]

(a) Simulacao 88 (b) Simulagao 96
Figura 3.18: Curva real e predita para as simulacoes 88 e 96.
Ou seja, os resultados dos estudos de simulacao 1 e 2 mostram que o método proposto
¢ uma alternativa eficiente para se estimar as curvas de crescimento da geracao de energia

solar para cada um dos dias em estudo e também para predizer a curva de crescimento

para o dia (n + 1).
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Capitulo 4
Aplicacao

Neste Capitulo, apresentamos os resultados obtidos ao aplicar o método proposto ao
conjunto de dados reais descrito na Segao 3.1 do Capitulo 3. Para isto, fixamos os mesmos
valores dos hiper-parametros para o modelo hierarquico em e os mesmos valores de
L, B e J utilizados nos estudos de simulagao 1 e 2 do Capitulo 3. Além disso, também
consideramos n = 4, i.e., aplicamos o método para estimar a curva de f(¢) utilizando o
conjunto de dados de quatro dias, e em seguida predizemos a curva para o dia (n + 1).

Este procedimento foi aplicado para todo o conjunto de dados, sempre utilizando
a janela de quatro dias. Ou seja, iniciamos, considerando os dados dos dias 1 a 4 e
predizemos a curva do quinto dia. Em seguida, consideramos os dados dos dias 2 a 5 e
predizemos a curva para o sexto dia; e procedemos com este processo até a ultima analise
que foi feita utilizando os dados dos dias 15 a 18 e predizemos a curva do dia 19. No

geral, foram feitas quinza anéalises e a predigao das curvas para os dias 5 a 19.

4.1 Resultados

A nossa primeira aplicacao considera os dados registrados nos primeiros quatro dias
de realizacdo do experimento para estimar a curva de f(t), e em seguida predizemos a
curva para o quinto dia (n+1 = 5). A Figura[4.1a), mostra os valores médios registrados
nos primeiros quatro dias (simbolos @), e a curva estimada de f(t) (linha vermelha) com
uma banda de credibilidade de 95% (regiao na cor vermelha). A Figura [£.I(b) mostra o

grafico dos valores EPA entre §y = (¥, ...,7,) e os valores estimados y = (91, - .., Uk)-
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A média dos valores EPA (MEPA) ¢é 0,2590. Este resultado mostra que os valores
estimados estao muito proximos dos valores médios registrados. Em outras palavras,
a abordagem proposta apresentou um desempenho muito satisfatério na estimativa dos

valores médios registrados nos primeiros quatro dias em que o experimento foi realizado.

10.0-

ay, oz t5)

Valores EPA
°

i
o

0 20 40 60 0 20 40 60
t t

(a) Curva estimada (b) Valores EPA

Figura 4.1: Valores médios, curva estimada e valores EPA, anélise 1.

A Figura mostra os resultados da 2% anélise, i.e., estimagdo da curva de f(¢)

utlizando os dados registrados nos dias 2 a 5. A média dos valores EPA ¢ 0,1395.

Valores EPA

0 20 40 60 0 20 40 60
t t

(a) Curva estimada (b) Valores EPA

Figura 4.2: Valores médios, curva estimada e valores EPA, anélise 2.
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As Figuras[4.3] e[4.4] ilustram a performance do método para as duas ultimas analises
(andlises 14 e 15). Na anélise 14 foi feita a estimacao da curva de f(t) utlizando os dados
registrados nos dias 14 a 17; e na analise 15 foi feita a estimagao da curva de f(¢) utlizando
os dados registrados nos dias 15 a 18. Para estas duas analises a média dos valores EPA

sao: 0,3445 e 0,0146.
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Figura 4.3: Valores médios, curva estimada e valores EPA, analise 14.
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Figura 4.4: Valores médios, curva estimada e valores EPA, anélise 15.
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A Tabela apresenta a média dos valores FPA (denotado por MEPA) e os valores
REQM para as quinze analises. Note que, tanto os valores de MEPA quanto os valores
REQM sao proximos de zero; o que indica que os valores estimados § = (1, ..., Jx) sa0

proximos dos valores médios regitrados, ¥ = (73, . . ., ¥), para as quinze anélises.

Tabela 4.1:  Valores MEPA e REQM para as analises 1 a 15.

Analise | MEPA | REQM | Analise | MEPA | REQM | Analise | MEPA | REQM
1 0,2590 0,0292 6 0,2038 0,0228 11 0,5360 0,0612
2 0,1395 0,0155 7 0,3670 0,0393 12 0,1815 0,0208
3 0,0500 | 0,0061 8 0,2378 | 0,0273 13 0,0095 | 0,0011
4 0,0753 0,0085 9 0,2157 0,0243 14 0,3445 0,0394
5 0,3996 0,0450 10 0,4903 0,0542 15 0,0146 0,0017

Ou seja, de maneira similar ao estudo de simulacao 1 do Capitulo 3, o método proposto
se mostrou muito satisfatério para estimacgao da curva de crescimento dos valores médios,
haja vista que a média dos valores FPA das quinze andlises sao todas inferiores a 0, 55;
significando que, e média, o erro percentual absoluto entre os valores médios registrados

e os valores estimados pelo método proposto é inferior a 0, 55%.

4.2 Predicao

Nesta se¢ao, apresentamos os resultados com relagao a predigao das curvas dos valores
gerados para os dias 5 a 19. Os gréficos da Figure mostram as curvas preditas para os
dias 5 e 6 (linhas em vermelho), obtidas nas analises 1 e 2, respectivamente; em que, os
simbolos e sao os valores registrados nestes dois dias e a regiao destacada na cor vermelha
¢ uma banda de credibilidade de 95% obtida pelo método proposto. As médias dos valores
EPA para estes dois dias sao: 2,8659 e 2, 3021, respectivamente. E os valores REQM sao:
0,3170 e 0, 2628, repectivamente.

Similarmente, os gréaficos da Figura mostram as curvas preditas para os dias 18
e 19, obtidas nas analises 14 e 15, respectivamente. As médias dos valores EPA para
estes dois dias sao: 0,7374 e 0,3344, respectivamente. E os valores REQM sao: 0,1121
e 0,0382, repectivamente. Ou seja, este valores mostram que os valores preditos estao
satisfatoriamante proximos aos valores registrados.

A Tabela mostra os valores M EPA para a cuva predita nas quinze analises. Note

que, os valores MAPE variaram de um minimo de 0, 3344 para o dia 19 a um maximo de
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7,1648 para o dia 13, com um valor médio de 2,5719. E os valores REQM variaram de
um minimo de 0, 0382 para o dia 19 a um maximo de 0, 7410 para o dia 13, com um valor
médio de 0,2895. Ou seja, os valores preditos estao proximos dos valores registrados em

todas as 15 analises, uma vez que, os valores MEPA e REQM sao proximos a zero.
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(a) Dia 5 (b) Dia 6

Figura 4.5: Valores registrados nos dias 5 e 6 e curvas preditas.
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(a) Dia 18 (b) Dia 19

Figura 4.6: Valores registrados nos dias 18 e 19 e curvas preditas.

Os graficos da Figura mostram as curvas preditas para os dias 13 e 14 (anélises 9 e

10), que sao os dois dias com os maiores de médias de valores EPA. Embora as predigoes

41



para estes dois dias apresentem os dois maiores valores de médias de EFPA, note quem a

maioria dos valores registrados esta dentro da banda de credibilidade de predi¢ao de 95%.

Tabela 4.2: Valores MEPA e REQM para as predigoes dos dias 5 a 19.
Dia | MAPE | REQM | Dia | MAPE | REQM | Dia | MAPE | REQM

5 2,8659 0,3180 10 2,8855 0,3323 15 0,6193 0,0732

6 2,3021 0,2628 11 5,1500 0,5780 16 0,5880 0,0677

7 51190 | 05321 | 12 | 3,6303 | 04415 | 17 | 0,5753 | 0,0786

8 1,0693 0,1222 13 7,1648 0,7410 18 0,7374 0,1128

9 0,3507 0,0409 14 5,1875 0,6027 19 0,3344 0,0382

10.0-

(a) Dia 13 (b) Dia 14

Figura 4.7: Valores registrados nos dias 13 e 14 e curvas preditas.

Uma explicacao que consideramos plausivel para os resultados das analises 9 e 10
é a seguinte: A modelagem proposta considera apenas os valores registrados ao longo
do tempo; porém, a energia gerada é influenciada por varidveis ambientais, tais como
temperatura e irradidncia. Assim, pode ter ocorrido alguma mudanca significativa nestas
variaveis ambientais, o que fez que os valores registrado fossem diferentes do esperado em
relacao as medidas registradas nos dias anteriores.

Contudo, mesmo sem levar em consideracao a inclusao de covariaveis na modelagem,
a abordagem proposta apresentou um desempenho muito satisfatério, pois as médias dos
valores P A sao proximas a 0, indicando que os valores preditos sao proximos dos valores
registrados. Uma abordagem que considere a presenca de covariaveis pode ser vista como

uma extensao da abordagem proposta e sera desenvolvida em trabalhos futuros.
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Capitulo 5

Consideracoes Finais

Nesta dissertacao, desenvolvemos um modelo Bayesiano hierarquico para a modela-
gem e predi¢ao da produgao de energia solar fotovoltaica ao longo do tempo. Para isso,
assumimos que a curva de crescimento da energia gerada ao longo do tempo de um dia é
proporcional a uma curva média cuja fungao associada é denotada por f(t), para t > 0.

No entanto, ao invés de assumir uma abordagem paramétrica fixando f(t) como sendo
uma fun¢do matematica conhecida indexada por parametros, assumimos que f(¢) ¢ uma
fungao desconhecida, mas com o vetor de valores f(t) = (f(1),..., f(k)) sendo gerado a
priori de um processo Gaussiano. Completamos o modelo assumindo uma distribuigao
a priort inversa-Wishart para a matriz de covariancias > dos erros aleatorios e uma
distribuicao normal truncada a esquerda de zero para as constantes de proporcionalidade
Ci, 1 =1,...,n. Além disso, fixamos os valores para os hiperparametros de maneira a
obter distribui¢oes a prior: pouco informativas.

De acordo com a teoria da inferéncia Bayesiana, definido o modelo, todas as inferéncias
sao feitas com base na distribuicao a posteriori conjunta para os parametros de interesse,
que no caso do modelo proposto ¢ dado por 8 = (f(t), X, C). Esta distribuigao a posteriori
conjunta é obtida atualizando as distribuicoes a priori pela funcao de verossimilhanca, que
para o modelo proposto é dada pela funcao de verossimilhanca de uma distribuicao normal
k-variada dado uma amostra de tamanho n, para n > 1. Contudo, como a distribuigao
a posteriori; conjunta nao possui forma matemaética conhecida que nos permita obter os
estimadores para os parametros de maneira analitica, nossas inferéncias foram feitas de

maneira numérica utilizando o algoritmo Gibbs sampling.
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Como vantagens da abordagem proposta, destacamos os seguintes pontos:

(i) O modelo Bayesiano hierarquico proposto é muito flexivel e adapta-se a quantidade

de valores registrados nos dias;

(ii) O procedimento de inferéncia é baseado na implementacao de um algoritmo Gibbs
sampling, que pode ser facilmente implementado em softwares estatisticos, tal como

o software R.

(iii) A curva de crescimento prevista para o dia (n + 1) é obtida utilizando apenas os

dados historicos; e

(iv) Nao é necessario ajustar um conjunto de modelos e depois compara-los usando algum

critério de selegao de modelos.

O bom desempenho da abordagem proposta juntamente com as quatro vantagens
descritas acima, foram ilustradas através de dois estudos de simulacao e de uma aplicacao
a dados reais. Os resultados obtidos mostram que a abordagem proposta é uma alternativa
eficiente para modelar a energia solar gerada nos dias considerados no estudo e também
para prever a energia solar que sera gerada no dia seguinte.

Do ponto de vista pratico, os resultados mostraram que a modelagem proposta e o
processo de estimacao dos parametros foram satisfatoriamente precisos na predicao da
geracao de energia para o dia seguinte; apresentando valor médio de erro percentual
absoluto entre os valores registrados e o valores preditos inferiores a 10%.

Embora a abordagem proposta tenha sido descrita para prever a curva de crescimento
para o dia seguinte, ela também pode ser usada para prever a producao de energia em
intervalos mais curtos, tal como, a producao horaria de energia e a producao que sera
gerada na proxima hora. Uma extensao da abordagem proposta é a inclusao de variaveis
explicativas na modelagem, uma vez que a energia produzida é influenciada por varidveis
ambientais, tais como a temperatura e a irradiancia. Todas as implementagoes compu-
tacionais foram feitas utilizando o software R e os cédigos podem ser obtidos através de

contato por email a autora desta dissertacao.
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Apéndice

Neste apéndice apresentamos detalhes sobre a obtencao de expressoes matematica

citadas no texto e alguns cédigos em R implementados.

Apéndice 1: F.d.p. conjunta de X = (X3, X5)
Considere, a seguinte transformacgao
Xi=o1Zi+m e Xo=o09 [pZ1+<1—p2)1/222} + pio

onde i1, g, 01, 09 20 constantes, tais que, pq, o € R, 01,00 € RT e —1 < p < 1.

As derivadas parciais em relacao a Z; e Z5 sao dada por

dX dX dX dX.
ﬁlzal; —1203 —220206—2201(1—02)1/2-
1

dZQ le dZ2

O Jacobiano da transformacao é dado por

aXy  dXy o1 0 12
S = Z)Z<1 Z)Z: - 12| (1 - p2> 0103.
7 g o o2 (1= pP)
Além disso, temos que
X — X9 — X —
7, = 1— M1 e 7= 2 M21/2 _ p(Xy M1132'
o1 o2 (1 —p?) o1 (1= p?)
Logo,
o (X1 —m)’ o (Xo— )’ 2p(Xy — ) (Xo— o) | PP (Xy — )?
Zi = 2 e Zy = 2(1 _ 2y _ 2 RIS R T
01 o3 (1 —p?) o102 (1 —p?) o (1—p?)
¢ 2 2
X — X5 — 20 (X1 — Xo —
le+222:( L= ) +( 2 —p2)”  2p(Xy— ) (Xo — po)

of (1=p?)  o3(1—p?) o103 (1 = p?)
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Portanto a fungao densidade de probabilidade conjunta de X = (X3, X5) é dada por

fx(xl0) = fa(x)[J7|
= 1 exp {_ 1 [(xl — )? 1 (22 — p2)?
2my/0%03 (1 — p?) 2(1-p?) o o3
—QP(Xl — ) (X — Mz)} } '

para X = (11, 12), 0 = (1, pi2, 07, 05, p)

Apéndice 2: Matriz X!
Considere Y uma matriz de dimensao 2 x 2 dada por
U% pPo102

=
2
PO102 0y

onde o2 é a variancia da variavel aleatéria X, o3 é a variancia da varidvel aleatoria X, e

012 = Cov(Xy, X3) = po1og € a covariancia de (X7, Xs).

2 2(1—p2).

O determinante de X é
O'2 pPO102
_ 1 2.2 2 2 2
Y= ) = 0109 — P 0109 = 0109
PO102 g5
Portanto, a matriz ¥~! é dada por
2
o1 _ 1 g5 —pP0102
O 2
‘ ‘ —pP0102 01
2
1 09 —pP0102
o3 (1—p?) 2
1 —pPoi109 o1
1 —p
1 p= S
—p 1
2
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Apéndice 3: Distribuicao condicional para f(t)

Multiplicando a fun¢ao de verossimilhanca pela funcao densidade de probabilidades a

priori para f(t), obtemos:

m(f(t)[e) o exp {—% Z (yi — Cif(t))T x (yi — Cif(t))}

cexp { = (60— m)" =7 () - m)

1 n
X exp {—5 Z [yiTE_lyi —yIS e (t) — of (6) Sy, + C?f(t)TE_lf(t)] }

xexp{—
X exp{

X exp {
exp {

_ 1
sendo ¢ = S0 F e e =LY ey

Para, prosseguirmos com o desenvolvimento, precisamos relembrar o seguinte resul-

()37 E(6) — ()37 'm — TS () + m T }

t) + i E(t) ST (t) - 2 Z cylI ST (t ] }
L(t) + £(t) N (t) — 2f(t)2_1y’c} }

— N =
- Il
—
o+
S~—

!
\g!
L

[\DIH l\DI}—‘ [\)|}—\
=

"h

ORI )f(t)—2f(t>nz—1yc}}; (5.1)

tado.

Resultado: Sejam x e b vetores de dimensao k e n uma matriz kxk. Entao, x'nx —

2b’x = (x — n7'b)In(x — n7'b) — b'n~'b. Este resultado pode ser verificado

multiplicando a forma quadratica

(x—n"'b)'n(x—n"'b) = (x'n—nn'b))(x—n"'b)
= x'nx —x'nn'b—-b'x+bin"'b

= x'nx —2b'x+b'n"'b.

Aplicando o resultado em (5.1) para n = ¢*X 71 e b = nXye, temos que:

m(f(t)|e) o exp {—% :f(t)Tnf(t) - 2f(t)n2_1y’c} }

\)

X exp {—l (f(t) - n_lb)Tn (f(t) —n"'b) — an_lb} }

X exp {—% (f(t) — n’lb)Tn (f(t) — n’lb)} } :

47



Ou seja, temos o niicleo de uma distribuicao normal multivariada de parametros:
Ppost = 1 'b=nX"" (C*Z’1 + 2]71)_1 e
_ e -1
Spost = 0= (T 571

Portanto,

f(t)|. ~ Nk (/vaost; 2post)

Apéndice 4: Distribuicao condicional para X

Multiplicando a funcao de verossimilhanca pela funcao densidade de probabilidades a

priori para Y, obtemos:

7 (S]e) o [S] 7 exp {—% Sy —af(6)" 27 (yi - cz-f<t>>} S5 exp {—tr (57V)}

=1

Para, prosseguirmos com o desenvolvimento, precisamos relembrar o seguinte resul-

tado.

Resultado: Seja x um vetor de dimensao k e A uma matriz kxk. Temos que:
Z x!IAx; = tr (A Z XinT> e tr(A+ B)=tr(A)+tr(B)
i=1 i=1

Assim, temos que:

}

tr (E_l Z (vi — aif(t) (yi — Cz'f(t))T> +r (37V)

=1

N | —

7 (X]e) o |Z|_5+k§n+lexp{—

DN | —

x |o~ e exp{— tr |7 (yi — ef(t) (yi — eif (8)T + 57V }

=1

2

x ’2’*5%5”“ exp {—ltr y1 (V + Zn: (yi — cif(t)) (vi — Cif(t)>T> } '

Ou seja, temos o niicleo de uma distribuigao inversa Wishart de parametros:

6post = (5—|—k+n

Vpost = V+ Z (YZ - sz(t>> (Yz - le<t>>T :

Portanto,

E‘. ~ IW (5post; Vpost) .
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Apéndice 5: Distribuicao condicional para C;

Multiplicando a fun¢ao de verossimilhanca pela funcao densidade de probabilidades a

priori para C;, obtemos:

wlele) x exp {3 (vt 0) S (v at(0) foxp { 50 (e - )

1
o expd —= [yIS Ty —yI ST e (t) — af () Sy + GE(t) ST
5 1 z z
L[ 2ue;  p?
15-22)
Ll 2p () s 18(6) + 2 — 26a8(6)75ys — 26,2
X expq —5 c; £(t) ()+F— cif(t) Yi— 2G5
nar Ty—1 Ly o -1, , M
ey [ (B0 00 + ) — 20 (B0 4 L)
1 f(t) 0?21 f(t) + 1 f(t)o2xly,
N exp{—§[c?<”“ i) + )_Zq(mo 02y+u) }

% expd 1 2 o f(t) 028y, +
' “f(t)o2N () + 1

} |

Ou seja, temos o ntucleo de uma distribui¢ao normal com média

2
Upost

f(t) 022ty +
f(t)o2X-1f(t) + 1
2
o2 = d

postics) £F(6)TS1E(t) + 1

Hpost(c;)

Portanto,

C; ~ Ntrunc (O; [post(cs)» Uf)ost(ci)) ,

parat=1,...,n.
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