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RESUMO 

VALLE JUNIOR, L. C. G. (2025). Estimativa e previsão da propagação da seca 

nos biomas brasileiros. 2025. 118p. Tese - Programa de Pós Graduação em Tecnologias 

Ambientais. Universidade Federal de Mato Grosso do Sul, Brasil. 

 

Por conta dos riscos que as secas trazem à segurança hídrica, alimentar e energética 

de uma determinada população, eventos extremos podem causar não só grandes prejuízos 

econômicos, mas também perda de vidas humanas e animais. Para países como o Brasil, 

onde a energia hidráulica é a principal matriz energética e o setor agrícola é a principal 

fonte de economia do país, secas mais severas podem causar infortúnios em diversas 

escalas, portanto, como forma de evitar grandes danos à qualidade de vida e a economia, 

entender o comportamento dos eventos de seca e conseguir prever futuros períodos de 

estiagem com acurácia se tornam estratégias valiosas. Uma das formas de contabilizar 

eventos de seca e suas respectivas intensidades é o uso de índices padronizados, que se 

utilizam de análise estatística de uma série temporal para gerar indicadores de períodos 

úmidos ou secos. O desafio está na obtenção de séries de dados de qualidade de variáveis 

meteorológicas e, principalmente no Brasil, hidrológicas, dificultando as estimativas de 

secas para gerar diagnósticos e prognósticos. Por conta da dificuldade da coleta de dados 

hidrológicos, o objetivo deste trabalho foi analisar as condições de seca nos biomas 

brasileiros através de dados hidrometeorológicos provenientes de uma série temporal 

entre 1980 e 2010 de dados medidos de 735 bacias distribuídas em todos os seis biomas 

brasileiros. Para caracterizar tais condições de seca, foram utilizados índices 

padronizados de seca meteorológica (SPI e SPEI) e hidrológica (SSI) considerando 

precipitação (P), evapotranspiração de referência (ETo) e vazão (Q), respectivamente, em 

diferentes escalas de tempo, variando entre 1, 3, 6, 12 e 24 meses. Os eventos de seca ao 

decorrer da série foram contabilizados, assim como foi realizada a análise de tendência 

das variáveis hidrometeorológicas e dos índices de seca. Além disso, foram testados 

modelos utilizando machine learning (ML) para facilitar a previsão de índices de seca 

hidrológica através de precipitação e evapotranspiração de referência, considerando um 

atraso entre os índices meteorológicos e o índice hidrológico avaliado através de 

correlação cruzada. Os métodos de ML utilizados foram support vector machine (SVM), 

gene expression. programming (GEP) e artificial neural networks (ANN). A análise de 

tendência das variáveis micrometeorológicas, de vazão e dos índices de seca indicou 

variações que levam ao aumento dos eventos de estiagem hidrológica e meteorológica em 

quantidade e intensidade ao decorrer da série histórica em grande parte do país, 

especialmente no Pantanal, Cerrado e Amazônia. No total de eventos de seca, nota-se um 

número maior de eventos detectados com SPI e SPEI do que os observados com SSI, 

notavelmente no Pampa e na Caatinga. Foi possível observar que no Pantanal há um 

atraso bem definido entre a seca meteorológica e hidrológica, porém na Amazônia e 

Cerrado os resultados indicam que há outros fatores além de P e ETo que influenciam nas 

estimativas de SSI. Dentre os modelos de ML utilizados, SVM e GEP apresentaram 

estimativas com menores erros do que os resultados gerados por ANN. De forma geral, 

os eventos de maior escala de tempo, como 12 e 24 meses, apresentaram estimativas com 

menores erros, todavia, no Pantanal, em todas as escalas de tempo os modelos de ML 

produziram resultados satisfatórios, desde que considerado o atraso ideal entre as 
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variáveis. Tais ferramentas possibilitam o melhor entendimento do comportamento da 

seca no Brasil e possibilidades de facilitar a previsão de eventos de seca hidrológica 

severa ou extrema, especialmente em locais que não possuem medições ou séries 

históricas consistentes de vazão dos corpos hídricos.  

 

Palavras-chave: propagação de seca, previsão de seca, eventos extremos, 

mudanças climáticas, gestão de recursos hídricos, machine learning. 
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ABSTRACT 

VALLE JUNIOR, L. C. G. (2025). Estimates and prediction of drought propagation 

in the Brazilian biomes. 2025. 118p. Thesis – Postgraduate Program in Environmental 

Technologies. Federal University of Mato Grosso do Sul, Brazil. 

 

Due to the risks that drought brings to water, food, and energy security from a 

specific population, extreme drought can cause not only huge economic losses but also 

endanger human and animal lives. For countries like Brazil, where hydroelectricity is the 

primary energy source and agriculture is the leading contributor to the Brazilian economy, 

intense droughts can cause harm in several ways. Therefore, to mitigate further damage 

to life quality and economy, understanding drought events behavior and being able to 

predict future periods of aridity with accuracy can be valuable strategies. A manner of 

counting drought events and their intensity is the use of standardized indexes, which 

utilize statistical analysis of a time series to produce indicators of wet and dry periods. 

The challenge is in collecting high-quality meteorological and, especially in Brazil, 

hydrological data, making it difficult to obtain estimates regarding drought to generate 

diagnoses and forecasts. Considering the difficulties of collecting hydrological data, the 

goal of this work was to analyze drought conditions across Brazilian biomes through 

hydrometeorological data from a time series that spans from 1980 to 2010, utilizing 

information from 735 catchments distributed throughout the country. To characterize 

such drought conditions, it was used standardized indexes regarding meteorological (SPI 

and SPEI) and hydrological events (SSI), considering precipitation (P), reference 

evapotranspiration (ETo), and discharge (Q), respectively, in different time scales, 

varying between 1, 3, 6, 12, and 24 months. Drought events were counted throughout the 

time series, and trend analysis was conducted on the hydrometeorological variables and 

the drought indexes. Additionally, models using machine learning (ML) were tested to 

aid in predicting hydrological drought indexes based on precipitation and reference 

evapotranspiration, considering a lag between the meteorological indexes and the 

hydrological one, which was evaluated through cross-correlation analysis. The ML 

methods employed were support vector machine (SVM), gene expression programming 

(GEP), and artificial neural networks (ANN). The trend analysis of the 

micrometeorological data, discharge, and drought indexes variables indicated variations 

that led to an increase in both hydrological and meteorological drought events during the 

time series across much of the country, especially in Pantanal, Cerrado, and Amazon 

rainforest. Considering the total number of drought events, it is noticed that a higher 

number of events were detected with SPI and SPEI than with SSI, notably in Pampa and 

Caatinga. It was possible to observe that in Pantanal there is a well-defined lag between 

meteorological and hydrological drought; however, in the Amazon rainforest and 

Cerrado, the obtained results indicate that factors beyond P and ETo influence SSI 

estimates. Among the ML models tested, SVM and GEP provided the best estimates, 

producing smaller errors than the results generated by ANN. Generally, the events in 

longer time scales, such as 12 and 24 months, showed estimates with smaller errors, 

although, in Pantanal, ML models produced satisfactory results in all time scales as long 

as an ideal lag is considered between the variables. These tools can provide a better 

understanding of drought behavior in Brazil and the possibilities of promoting severe and 
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extreme hydrological drought events forecast, particularly in areas lacking measurements 

or consistent time series of discharge. 

 

Keywords: drought propagation, drought forecast, extreme events, climate change, 

water resources management, machine learning. 
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1. INTRODUÇÃO 

1.1. Introdução Geral 

A seca é um evento meteorológico e hidrológico extremo que traz riscos tanto à 

segurança alimentar quanto à geração de energia, além de ser uma ameaça à sobrevivência 

de muitos e podendo levar a um aumento na migração de grandes populações de áreas 

rurais para regiões urbanizadas (DE OLIVEIRA-JÚNIOR et al., 2018; HAO et al., 2014; 

SHEFFIELD; WOOD; RODERICK, 2012; YERDELEN; ABDELKADER; ERIS, 2021). 

Este evento é causado por um prolongado déficit de precipitação, começando de forma 

lenta, mas terminando rapidamente após fortes eventos de chuva (DAI et al., 2020; 

HUANG et al., 2019; SOLH; VAN GINKEL, 2014)  As secas severas e prolongadas 

impactaram tanto a economia, com um prejuízo anual em torno de 6 a 8 bilhões de dólares 

por conta de perdas na agricultura nos Estados Unidos (DAI et al., 2020), quanto a 

qualidade de vida de diversas populações, como por exemplo centenas de milhares de 

mortes atribuídas diretamente à eventos de seca na região do Sahel, na África (GUHA-

SAPIR; HARGITT; HOYOS, 2004; TOUMA et al., 2015). Quando comparadas aos 

outros tipos de desastres naturais, as secas são uns dos eventos menos compreendidos e 

que acabam causando mais prejuízos (KAO; GOVINDARAJU, 2010; ZHANG et al., 

2015). Portanto, identificar e entender tais eventos e as alterações que os causam podem 

aperfeiçoar as estimativas e previsões de secas, gerando ferramentas de grande valia para 

mitigação de secas e gestão de recursos hídricos. 

Recentemente, diversos estudos relacionados à eventos de seca têm sido 

desenvolvidos no Brasil (DA ROCHA JÚNIOR et al., 2020; FILHO et al., 2020; 

JULIANI; OKAWA, 2017; JUNQUEIRA et al., 2020; THIELEN et al., 2020), 

principalmente por conta do impacto da produção agrícola no PIB brasileiro e geração de 

energia de matriz hidrelétrica. As secas são geralmente recorrentes e difundidas na região 
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Nordeste do país (CUNHA et al., 2019), que concentra a maior parte da população 

ocupada em agricultura familiar no Brasil, cerca de 47% dos agricultores familiares no 

país (IBGE, 2019), portanto a provisão de diversas famílias acabam sendo afetadas. 

Demais regiões agrícolas brasileiras, como a parte sul da Amazônia, uma parcela do 

Pantanal e todo o Cerrado, embora possuam períodos de naturais de estiagem (DE 

OLIVEIRA et al., 2021; RODRIGUES et al., 2014, 2016a) , também acabam tendo a 

produção afetada pelas mudanças climáticas e no ciclo hidrológico, causadas 

principalmente pela substituição da vegetação nativa por pastagens e monoculturas e 

queimadas (DE OLIVEIRA et al., 2021; OLIVEIRA et al., 2014; OLIVEIRA-JÚNIOR 

et al., 2020; RODRIGUES et al., 2016b; THIELEN et al., 2020). Além do impacto 

causado pela agricultura local, há também o impacto do aumento da temperatura da 

superfície do mar e a influência de El Niño/La Niña nas variações climáticas naturais do 

Brasil, provocando períodos de estiagem incomuns (HASTENRATH, 2006; JIMÉNEZ-

MUÑOZ et al., 2016; SORRIBAS et al., 2016). 

Dentre as abordagens quali-quantitativas para analisar eventos de seca, as mais 

comuns são os índices padronizados de seca, que são importantes ferramentas para 

sistemas de monitoramento de seca (DE OLIVEIRA-JÚNIOR et al., 2018; 

SHAMSHIRBAND et al., 2020). Os índices de mais destaque na literatura são: Palmer 

Drought Severity Index (PDSI, índice de severidade de seca de Palmer) (PALMER, 1965), 

o Standardized Precipitation Index (SPI, índice de precipitação padronizado) (MCKEE; 

DOESKEN; KLEIST, 1993), o Standardized Precipitation Evapotranspiration Index 

(SPEI, índice de precipitação-evapotranspiração padronizado) (VICENTE-SERRANO; 

BEGUERÍA; LÓPEZ-MORENO, 2010) e o Standardized Streamflow Index (SSI, índice 

de escoamento padronizado) (SHUKLA; WOOD, 2008). Estes índices permitem analisar 

a propagação da seca, geralmente em escala mensal (FANG et al., 2020; PEÑA-



21 
 

GALLARDO et al., 2019), além de apresentarem simplicidade na aplicação, geralmente 

usando apenas séries temporais de uma ou duas variáveis para a determinação dos 

resultados. Por se tratarem de índices padronizados e normalizados, a comparação entre 

diferentes climas e períodos se torna simplificada. 

Para entender as peculiaridades de eventos extremos de seca, diversos estudos 

relacionados a índices de seca têm sido feitos em diferentes regiões do globo, abrangendo 

variados tipos de clima (BELAYNEH et al., 2014; BOUAZIZ; MEDHIOUB; 

CSAPLOVISC, 2021; CUNHA et al., 2019; FANG et al., 2020; HUANG et al., 2019; 

JEHANZAIB; KIM, 2020; KHOURY; COOMES, 2020; YERDELEN; ABDELKADER; 

ERIS, 2021). Por exemplo, Fang et al. (2020) analisou a resposta da propagação da seca 

meteorológica nos eventos de seca hidrológicos usando 50 anos de dados de precipitação 

de 22 estações na China. Yerdelen, Abdelkader e Eris, (2021) detectou ciclos de curto e 

longo prazo de secas na Turquia utilizando análise de wavelet. Huang et al. (2016) utilizou 

cenários futuros de mudanças climáticas para estimar índices de seca até o ano de 2100 

na Malásia. Outra abordagem utilizada por outros estudos recentes é a implementação de 

machine learning na predição de índices de seca (BELAYNEH et al., 2014; BOUAZIZ; 

MEDHIOUB; CSAPLOVISC, 2021; SHAMSHIRBAND et al., 2020), a fim de 

desenvolver valiosas ferramentas para monitoramento e previsão de eventos extremos de 

seca. 

Tais trabalhos com índices de seca também têm sido realizados pelos últimos anos 

no Brasil (CUNHA et al., 2019; DA ROCHA JÚNIOR et al., 2020; DA SILVA et al., 

2021; DE OLIVEIRA-JÚNIOR et al., 2018; JESUS et al., 2020; JUNQUEIRA et al., 

2020; THIELEN et al., 2020), usando tanto dados observados em estações 

meteorológicas do Instituto Nacional de Meteorologia (INMET) quanto informações de 

sensoriamento remoto. Se tratando de apresentação de SPI em território nacional, tanto o 
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INMET quanto o Instituto Nacional de Pesquisas Espaciais (INPE) apresentam resultados 

para o Brasil todo, além do monitor de secas encabeçado pela Agência Nacional de Águas 

e Saneamento Básico (ANA), que apresenta de forma mensal regiões que estão passando 

por eventos de seca. Entretanto, poucos estudos realizados nos país utilizaram outros 

índices que não envolvem apenas precipitação, como SSI e SPEI, devido à dificuldade 

em obter longas séries temporais de outros dados meteorológicos e hidrológicos, 

principalmente dados de vazão e volume de água no solo. Os dados hidrológicos do Brasil 

são disponibilizados de forma aberta pela ANA, porém devido às limitações de medições, 

estudos no Brasil geralmente tratam de regiões específicas ou um número reduzido de 

bacias (CHAGAS et al., 2020). Jesus et al. (2020) e Junqueira et al. (2020) realizaram 

estudos utilizando SSI no Brasil, porém entendendo a condição de apenas uma bacia em 

cada pesquisa. Recentemente foram desenvolvidas duas bases de dados 

hidrometeorológicos de livre acesso (ALMAGRO et al., 2021; CHAGAS et al., 2020), 

compilando informações de mais de 20 anos para todo território nacional, facilitando o 

desenvolvimento de estudos de propagação de seca numa escala nacional. 

Considerando os efeitos de secas hidrológicas e meteorológicas tanto na situação 

ambiental quanto na questão socioeconômica, que envolvem conflitos de usos dos 

recursos hídricos e o aumento no custo dos serviços de distribuição de água e energia, e 

consequentemente a produção de alimentos, é de suma importância entender o 

comportamento dos eventos de estiagem e os possíveis cenários futuros para um melhor 

planejamento na gestão de recursos hídricos. Além disso, as dificuldades de obtenção de 

dados hidrológicos, como vazão, provocam a necessidade de formas mais simplificadas 

de estimativa de eventos de seca hidrológica. Portanto, o presente trabalho tem como alvo 

analisar a dinâmica das secas meteorológicas e hidrológicas nos biomas brasileiros, a fim 
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de testar ferramentas utilizando machine learning para estimar índices de seca hidrológica 

considerando como entrada variáveis com maior facilidade de coleta. 
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2. OBJETIVOS 

2.1. Objetivo geral 

O objetivo deste trabalho foi avaliar o comportamento de secas meteorológicas e 

hidrológicas nos biomas brasileiros e das variáveis que compõem tais eventos, 

promovendo a previsão de eventos de estiagem através de variáveis simplificadas. 

 

2.2. Hipótese 

a) Espera-se que as variações espaço-temporais das variáveis micrometeorológicas 

impactem diretamente nas tendências dos valores de SPI, SPEI e SSI nas bacias; 

b) Pressupõe-se que haja correlação estatisticamente significativa entre os índices de 

seca meteorológica e o índice de seca hidrológica com um determinado atraso 

entre elas conforme as características de clima e uso e cobertura do solo; 

c) É considerada a possibilidade de estimar SSI com valores acumulados de 

precipitação e evapotranspiração de referência através de métodos de machine 

learning. 

 

2.3. Objetivos específicos 

a) Avaliar, nas bacias hidrográficas brasileiras, a variação espaço-temporal das 

variáveis hidrometeorológicas que compõem os índices de seca utilizados; 

b) Caracterizar os eventos de seca meteorológica e hidrológica nos biomas 

brasileiros; 

c) Levantar através de parâmetros estatísticos o atraso entre os índices de seca 

d) Calibrar e testar modelos de estimativa de SSI através de machine learning 

utilizando os atrasos encontrados entre as secas meteorológicas e hidrológicas nos 

diferentes biomas.  
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3. MATERIAL E MÉTODOS 

3.1. Contexto regional e coleta de dados 

Para o estudo de estimativa de índices de seca, a área de estudo consiste em 

considerar todo o território brasileiro e seus biomas (Amazônia, Cerrado, Mata Atlântica, 

Pantanal, Caatinga e Pampa). Para tal pesquisa, os dados utilizados foram obtidos através 

da base de dados CABra (Catchments Attributes for Brazil, Atributos de Bacias 

Hidrográficas para o Brasil em tradução livre) publicada por Almagro et al. (2021), a qual 

consiste de dados sobre clima, vazão, águas subterrâneas, geologia, solo, topografia, 

cobertura do solo e distúrbios hidrológicos de 735 bacias hidrográficas distintas em uma 

série temporal de 30 anos (1980-2010) (Figura 1). A base de dados foi montada utilizando 

diversas fontes de dados (estações meteorológicas, sensoriamento remoto e dados 

geoespaciais). Todos os procedimentos realizados para gerar este banco de dados estão 

descritos em Almagro et al. (2021) e os dados estão disponíveis abertamente em 

https://doi.org/10.5281/zenodo.4070146 e https://thecabradataset.shinyapps.io/CABra/ 

(último acesso: 24/09/2024). 

Para estimar os índices de seca serão necessários apenas dados de precipitação 

(P), vazão (Q) e evapotranspiração de referência (ETo). Ambos dados de precipitação e 

vazão são valores medidos, porém os valores de evapotranspiração de referência são 

somente estimados. O próprio CABra disponibiliza os dados de ETo já calculados para 

cada bacia utilizando três modelos distintos: FAO-56 Penman-Monteith (ALLEN et al., 

1998), Priestley-Taylor (PRIESTLEY; TAYLOR, 1972) e Hargreaves (HARGREAVES, 

1975). Por se tratar do método padrão para estimativa de evapotranspiração de referência 

recomendado pela Organização das Nações Unidas para Agricultura e Alimentação 

(FAO) (ALLEN et al., 1998), foi utilizado o método FAO-56 Penman-Monteith (Equação 

1). 
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𝐸𝑇𝑜 =  
0,408∆(𝑅𝑛−𝐺)+𝛾

900

(𝑇𝑎+273)
𝑢2(𝑒𝑠−𝑒𝑎)

∆+𝛾(1+0,34𝑢2)
 (Eq. 1) 

onde ETo é a evapotranspiração de referência diária (mm.dia-1), Rn é o saldo de radiação 

(MJ.m-2.dia-1), G é o fluxo de calor do solo (MJ.m-2.dia-1), Ta é a temperatura do ar diária 

média (°C), u2 é a velocidade do vento a uma altura de 2 m acima do solo (m.s-1), es é a 

pressão de saturação de vapor, (kPa)  ea é a pressão real de vapor (kPa), γ é a constante 

psicrométrica (kPa.°C-1) e Δ é a inclinação da curva de pressão de vapor (kPa.°C-1). 

Além dos dados de P, Q e ETo, também foram coletados dados de temperatura 

máxima (Tmax), temperatura mínima (Tmin), umidade relativa do ar (UR), velocidade 

do vento a 2 metros de altura (u2), radiação solar incidente (Rad) e evapotranspiração real 

(ET). Todos os dados foram coletados por bacia para toda a base de dados. 

 

 

Figura 1. Mapa de localização das bacias hidrográficas do CABra e biomas brasileiros. 
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3.2. Índices de seca padronizados 

Neste estudo foram utilizados três índices de seca: Standardized Precipitation 

Index (SPI, índice de precipitação padronizado), Standardized Precipitation 

Evapotranspiration Index (SPEI, índice de precipitação-evapotranspiração padronizado) 

e Standardized Streamflow Index (SPI, índice de escoamento padronizado). Tanto o SPI 

quanto o SPEI são indicadores de seca meteorológica, porém o SSI indica eventos de seca 

hidrológica. Estes três indicadores dependem da probabilidade e distribuição das 

variáveis de entrada de cada índice. Estes índices têm sido utilizados por pesquisadores 

para monitoramento de seca, avaliações de impacto e análises de risco (BAZRAFSHAN; 

HEJABI; RAHIMI, 2014; DAI et al., 2020; FANG et al., 2020; MADADGAR et al., 

2017). 

O SPI é um indicador recomendado pela Organização Mundial de Meteorologia 

(WMO) que depende apenas de dados de precipitação mensal para ser calculado. Foi 

proposto por Mckee, Doesken e Kleist (1993) como uma ferramenta para identificar e 

estudar os diversos efeitos da escassez de precipitação nas águas subterrâneas, 

reservatórios superficiais, umidade do solo e vazão de rios. Para ser calculado, 

transforma-se a precipitação em uma variável padronizada, comumente chamada de 

escore Z ou apenas Z, para uma distribuição gama dos dados de precipitação mensal (P) 

em uma determinada escala de tempo, conforme apresentado na Equação 2. 

𝑆𝑃𝐼𝑖𝑗 =
𝑃𝑖𝑗−�̅�𝑗

𝜎𝑗
 (Eq. 2) 

onde SPIij é o índice de precipitação padronizado no mês j do ano i, Pij é a precipitação 

acumulada no mês j do ano i considerando a escala de tempo na acumulação da 

precipitação, P̅j é média mensal de precipitação acumulada para o mês j com a 

precipitação acumulada na escala de tempo determinada, e σj é o desvio padrão para o 

mês j. Os valores de SPI são calculados em diferentes escalas de tempo, geralmente entre 

1 e 48 meses. Em escalas curtas, SPI é mais relacionado a alterações na umidade do solo, 

enquanto em períodos mais longos, as anomalias na precipitação refletem mais os efeitos 

em águas subterrâneas, vazão e reservatórios superficiais (YERDELEN; 

ABDELKADER; ERIS, 2021). Para este estudo, as escalas de tempo utilizadas para 

calcular SPI foram 1, 3, 6, 12 e 24 meses. 
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O SPEI foi elaborado por Vicente-Serrano, Beguería e López-Moreno (2010) 

baseado no SPI, utilizando-se do mesmo princípio de distribuição e probabilidade, porém 

com a utilização de tanto dados de precipitação quanto de evapotranspiração de 

referência. Este índice padronizado considera o papel da temperatura e outros aspectos 

meteorológicos que estão intrínsecos ao processo de evapotranspiração na avaliação dos 

eventos de seca (SHAMSHIRBAND et al., 2020; VICENTE-SERRANO; BEGUERÍA; 

LÓPEZ-MORENO, 2010). Diversos modelos de evapotranspiração de referência podem 

ser utilizados para a estimativa dos valores ETo, porém os resultados obtidos com a 

utilização do método de Penman-Monteith (Equação 1) são os mais adequados devido a 

abrangência de variáveis meteorológicas que o método considera (SHEFFIELD; WOOD; 

RODERICK, 2012), portanto este foi o modelo utilizado neste estudo. A variável utilizada 

para calcular SPEI foi a diferença entre precipitação e evapotranspiração de referência 

(Equação 3) e o índice foi estimado de forma análoga ao SPI, conforme a Equação 4. 

𝐷𝑖𝑗 = 𝑃𝑖𝑗 − 𝐸𝑇𝑜𝑖𝑗 (Eq. 3) 

𝑆𝑃𝐸𝐼𝑖𝑗 =
𝐷𝑖𝑗−�̅�𝑗

𝜎𝑗
 (Eq. 4) 

onde SPEIij é o índice de precipitação-evaporação padronizado no mês j do ano i, Dij é a 

diferença entre precipitação e a evapotranspiração de referência acumuladas no mês j do 

ano i considerando a escala de tempo na acumulação da diferença, D̅j é média mensal da 

diferença entre precipitação e a evapotranspiração de referência acumuladas para o mês j 

com a diferença acumulada na escala de tempo determinada, e σj é o desvio padrão. 

Semelhante ao SPI, as escalas de tempo utilizadas foram 1, 3, 6, 12 e 24 meses. 

Embora apresente uma metodologia semelhante aos índices anteriormente descritos, 

o SSI incorpora processos hidrológicos na determinação e avaliação de eventos de seca, 

resumindo os efeitos da seca no comportamento da vazão dos rios, e, desta forma, 

complementando os outros índices com aspectos hidrológicos da seca (SHUKLA; 

WOOD, 2008). Para calcular o SSI é utilizado o mesmo procedimento que para estimar 

SPI, porém ao invés de usar precipitação, foram utilizados dados de vazão total mensal. 

Portanto, o cálculo de SSI é feito da seguinte maneira: 

𝑆𝑆𝐼𝑖𝑗 =
𝑄𝑖𝑗−�̅�𝑗

𝜎𝑗
 (Eq. 5) 
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onde SSIij é o índice de escoamento padronizado no mês j do ano i, Qij é a vazão mensal 

no mês j do ano i considerando a escala de tempo na acumulação da vazão, Q̅j é a média 

da vazão mensal para o mês j com a vazão acumulada na escala de tempo determinada, e 

σj é o desvio padrão. Assim como nos demais índices, as escalas de tempo utilizadas no 

cálculo de SSI foram 1, 3, 6, 12 e 24 meses. 

Conforme apresentado por Mckee, Doesken e Kleist (1993) e pelo manual de SPI 

da WMO (WMO, 2012), a Tabela 1 demonstra um sistema de classificação de intensidade 

de eventos de seca para qualquer escala de tempo para os índices de seca apresentados 

anteriormente.  O evento começa quando o índice se chega à intensidade de -1,0 ou menor 

e termina apenas quando o valor do índice se torna positivo. Por se tratarem de índices 

padronizados, os demais índices (SPEI e SSI) também podem utilizar a classificação da 

Tabela 1 como referência de análise qualitativa dos eventos de seca. Os índices foram 

calculados para todas as 735 bacias com os dados disponíveis no CABra. Desta forma, 

será possível caracterizar os eventos de seca de cada bacia e bioma. 

 

Tabela 1. Tabela de classificação dos eventos de seca. 

Valor do índice Classificação 

2,00 ou mais Extremamente úmido 

1,50 – 1,99 Muito úmido 

1,00 – 1,49 Moderadamente úmido 

-0,99 – 0,99 Condições normais 

-1,00 – -1,49 Moderadamente seco 

-1,50 – -1,99 Severamente seco 

-2,00 ou menos Extremamente seco 

Fonte: (MCKEE; DOESKEN; KLEIST, 1993; WMO, 2012) 

 

3.3. Análise de tendência 

Para a análise de tendência dos dados obtidos, as variáveis hidrometeorológicas e 

os índices de seca foram submetidos ao teste de Mann-Kendall (KENDALL, 1975; 

MANN, 1945). Este teste é um método não-paramétrico utilizado para detectar tendências 

(crescentes ou decrescentes) estatisticamente significativas em séries temporais para 

dados independentes (ZHOU et al., 2023). 
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O teste baseia-se em rejeitar ou não a hipótese nula (H0), a qual indica que não há 

tendência. A estatística S (Equação 6) para uma série de n dados do teste de Mann-Kendall 

é calculada a partir da somatória dos sinais (sinais) da diferença, par a par, de todos 

valores da série (xi) em relação aos valores que a eles são futuros (xj) (Equação 7). 

𝑆 = ∑ ∑ 𝑠𝑖𝑛𝑎𝑖𝑠𝑛
𝑗=𝑖+1 (𝑥𝑗 − 𝑥𝑖)

𝑛−1
𝑖=1  (Eq. 6) 

𝑠𝑖𝑛𝑎𝑖𝑠(𝑥𝑗 − 𝑥𝑖) = {

+1; 𝑠𝑒 𝑥𝑗 > 𝑥𝑖
0; 𝑠𝑒 𝑥𝑗 = 𝑥𝑖
−1; 𝑠𝑒 𝑥𝑗 < 𝑥𝑖

 (Eq. 7) 

Caso n ≥ 10, é possível comparar S com uma distribuição normal, logo a variância 

deste valor (Var(S)) pode ser calculada através da Equação 8. 

𝑉𝑎𝑟(𝑆) =  
𝑛(𝑛−1)(2𝑛−5)−∑ 𝑡𝑚(𝑚−1)(2𝑚+5)

𝑛
𝑚=1

18
 (Eq. 8) 

onde tm é a quantidade de repetições de uma extensão m, como por exemplo, uma série 

histórica com quatro valores iguais entre si teria 1 repetição de extensão igual a 4, ou tm 

=1 e m = 4). 

Por fim, é calculado o índice z de acordo com o sinal de S (Equação 9). 

𝑧 =

{
 

 
𝑠−1

√𝑉𝑎𝑟(𝑆)
; 𝑠𝑒 𝑆 > 0

0; 𝑠𝑒 𝑆 = 0
𝑠−1

√𝑉𝑎𝑟(𝑆)
; 𝑠𝑒 𝑆 < 0

 (Eq. 9) 

Por se tratar de um teste bicaudal, para rejeitar a H0 é preciso que |z| > zα/2, onde α 

é o nível de significância. Para este estudo, o nível de significância considerado foi α = 

5%, onde, segundo a tabela de distribuição normal padrão acumulada, z0,05/2 = z0,025 = 

1,96, ou seja, séries onde |z| ≤ 1,96 não possuem tendências significativas. 

Para estimar a intensidade da variação em caso de tendência significativa detectada 

pelo teste de MK, a inclinação da curva de tendência linear é computada usando o método 

de Theil-Sen (SEN, 1968; THEIL, 1992), conforme a Equação 10. 

𝑏 = 𝑀𝑒𝑑𝑖𝑎𝑛𝑎 (
𝑋𝑗−𝑋𝑙

𝑗−𝑙
)∀𝑙 < 𝑗 (Eq. 10) 

onde b é a estimativa da inclinação da tendência, Xj é a j-ésima observação e Xl é a l-

ésima observação. 
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3.4. Análise de correlação cruzada 

A análise de correlação cruzada (CC) foi utilizada para verificar o atraso entre os 

índices de seca entre si, sendo realizadas 3 comparativos distintos, sendo eles: SPIa e 

SPEIb; SPIa e SSIb; e SPEIa e SSIb; de forma que a e b são as escalas de tempo utilizadas 

no cálculo dos índices, variando entre 1, 3, 6, 12 e 24. O cálculo da correlação cruzada 

entre as variáveis se dá conforme a Equação 11. 

𝐶𝐶 =
∑ [(𝑋𝑖−𝜏−�̅�)(𝑌𝑖−�̅�)]
𝑛
𝑖=1

√[∑ (𝑋𝑖−𝜏−�̅�)
2𝑛

𝑖=1 ][∑ 𝑌𝑖−�̅�
𝑛
𝑖=1 ]

 (Eq. 11) 

onde τ é o atraso aplicado no índice a ser atrasado (SPI ou SPEI), variando entre 0 e 24, 

Xi–τ é resultado do índice no mês equivalente a i–τ, X̅ é a média do índice atrasado no 

período analisado, Yi é o índice base (SPEI ou SSI) no i-ésimo mês, Y̅ é a média do índice 

base no período analisado, e n é número de meses no período analisado. 

 

3.5. Métodos de machine learning 

Os resultados obtidos através da análise de correlação cruzada foram utilizados para 

avaliar através de métodos de machine learning (ML) a possibilidade de estimar SSI nas 

diversas escalas de tempo utilizando como entradas apenas os valores de precipitação (P) 

e evapotranspiração de referência (ETo) acumulados. A maioria dos estudos utilizando 

ML na previsão de eventos de seca utilizaram métodos de treinamento supervisionado 

(PRODHAN et al., 2022), que consistem utilizar um conjunto de treinamento, que se 

refere aos dados de entrada e saída utilizados para treinar o algoritmo utilizando, 

propondo uma solução otimizadas para este conjunto, e um conjunto de teste, no qual o 

modelo gerado com o conjunto de treinamento é aplicado com novos dados, contidos 

neste último conjunto, gerando, então, as estimativas de saída para as entradas utilizadas 

no conjunto de teste.  Para todos os métodos, foi utilizado 80% dos dados como conjunto 
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de treinamento e o restante como conjunto de teste, sendo ambos os conjuntos construídos 

de forma aleatória. Foram escolhidos 3 métodos supervisionados para estimar o índice de 

seca hidrológica, sendo eles support vector machine (SVM), gene expression. 

programming (GEP) e artificial neural networks.  

 

• Support vector machine (SVM) 

O método Support Vector Machine foi proposto por Boser, Guyon e Vapnik (1992) 

baseado na teoria da aprendizagem estatística, e, futuramente, após estudos aprimorando 

a técnica, foi desenvolvido SVM baseado em regressão por Vapnik (2000). De forma 

geral, o SVM divide-se em modelo de classificação, ou linear, e de regressão, ou não-

linear. Quando se envolve previsão, recomenda-se o método de regressão, ou support 

vector regression (SHAMSHIRBAND et al., 2020). A regressão gera um hiperplano, o 

que é usado como base, de forma que a distância de um ponto específico até este 

hiperplano é considerada como o erro da estimativa. Os procedimentos de cálculo do 

método são descritos em Vapnik (2000) e Basak, Pal e Patranabis (2007). 

 

• Gene expression programming (GEP) 

O gene expression. programming (GEP) é um algoritmo genético que utiliza uma 

população de indivíduos calculados e os escolhe conforme o desempenho, então evolui o 

cálculo através de alterações genéticas nos operadores utilizados (FERREIRA, 2001). Na 

primeira etapa, o algoritmo cria uma população de soluções através de um processo 

acidental, seja utilizando informações inseridas ou não. A seguir, um genoma ou 

cromossomo, que consiste em uma cadeia destas soluções é alterado para achar novos 

resultados através de iterações, gerando um novo cromossomo. Caso o resultado do novo 

cromossomo apresente um melhor desempenho, este é mantido como solução e alterado 
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para aprimorá-lo. Caso contrário, o genoma anterior é mantido como melhor opção. Este 

processo de iterações se repete até que a solução seja satisfatória ou chegue a um 

determinado número de gerações. Os detalhes de processamento do GEP são 

apresentados minunciosamente por Ferreira (2001). Para este estudo, foi determinado que 

o número máximo de gerações foi de 20, ou seja, gerados 20 genomas e a solução 

escolhida foi a que apresentou melhor desempenho dentro destas iterações. 

 

• Artificial neural networks (ANN) 

Artificial neural networks é um sistema robusto de processamento de informação 

que possui algumas características que se assemelham às redes neurais biológicas do 

cérebro humano (ASCE, 2000). ANN é o método de ML mais utilizado para estimativa e 

previsão de eventos de seca (PRODHAN et al., 2022). De forma geral, estas redes neurais 

são compostas por uma camada de entrada, uma ou mais camadas ocultas, chamadas de 

neurônios, onde os processos de otimização ocorrem, e, por fim, a camada de saída, o 

qual apresenta os resultados. No presente estudo, o número de camadas ocultas foi apenas 

1, devido à simplicidade das variáveis de entrada. O número de iterações (épocas) 

utilizada foi 500. Para mais detalhes de computação, o processamento está descrito por 

ASCE (2000). 

 

3.6. Avaliação de desempenho dos modelos 

Os parâmetros estatísticos utilizados para avaliar as estimativas de SSI obtidas 

utilizando machine learning foram coeficiente de correlação de Pearson (r) (Equação 12), 

erro quadrático médio (RMSE) (Equação 13), erro absoluto relativo (RAE) (Equação 14) 

e erro absoluto médio (MAE) (Equação 15), conforme representados a seguir:  

𝑟 =
∑ [(𝑃𝑖−�̅�)(𝑂𝑖−�̅�)]
𝑛
𝑖=1

√[∑ (𝑃𝑖−�̅�)
2𝑛

𝑖=1 ][∑ 𝑂𝑖−�̅�
𝑛
𝑖=1 ]

 (Eq. 12) 
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𝑅𝑀𝑆𝐸 = √
∑ (𝑃𝑖−𝑂𝑖)

2𝑛
𝑖=1

𝑛
  (Eq. 13) 

𝑅𝐴𝐸 =  
∑ |𝑃𝑖−𝑂𝑖|
𝑛
𝑖=1

∑ |𝑂𝑖−�̅�|
𝑛
𝑖=1

 (Eq. 14) 

𝑀𝐴𝐸 = 
∑ |𝑃𝑖−𝑂𝑖|
𝑛
𝑖=1

𝑛
 (Eq. 15) 

onde Pi é o valor estimado de SSI para o i-ésimo mês, Oi é o valor observado de SSI no 

i-ésimo mês, P̅ é a média dos valores preditos, О̄ é a média dos valores observados, e n é 

o número de valores observados. Os valores de r variam entre -1,0 e 1,0, onde valores 

positivos significam correlação direta e os negativos indicam correlação inversa. Os 

valores de erro (RMSE, RAE e MAE) são sempre positivos, de forma que os menores 

valores representam uma maior proximidade entre os valores estimados e observados. 
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4. RESULTADOS 

4.1. Análise de tendências das variáveis micrometeorológicas e vazão  

A variação espaço-temporal das variáveis de precipitação (P), temperatura mínima 

(Tmin), temperatura máxima (Tmax), umidade relativa (UR), velocidade do vento à 2m 

do solo (u2), radiação solar incidente (Rad), evapotranspiração real (ET), 

evapotranspiração potencial (ETo) e vazão (Q) foram avaliadas de forma anual ao longo 

da série temporal. Os valores de tendência mensal apresentados são apenas aqueles que 

apresentaram significância de 95% (p-value ≤ 0,05). A tendência anual de volume de 

chuva (Figura 2) foi observada em apenas 14 bacias, sendo o menor valor foi de -15,11 

mm/ano, na bacia do Rio Amazonas, localizado na Amazônia, o que totaliza uma queda 

de em média 453 mm de chuva ao longo da série. Considerando a média de precipitação 

anual desta bacia de 2340,97 mm, essa tendência de volume chuva representa 

aproximadamente 0,67% da precipitação média anual. Seis bacias da Amazônia 

apresentaram tendência negativa de precipitação, sendo o bioma com mais bacias 

apresentando tendências negativas, seguido do Cerrado com cinco, sendo todas 

localizadas na bacia do Rio Tocantins, e do Pantanal, que contém apenas uma bacia para 

o todo bioma. A bacia localizada no Pantanal apresentou a segunda menor tendência da 

série, com o valor de -8,82 mm/ano, que contabiliza cerca de 0,66% da média de 

precipitação anual observada na série para a mesma bacia, sendo uma tendência 

proporcionalmente bem semelhante à bacia de menor decréscimo de chuva detectado. O 

bioma Amazônia também apresentou as únicas bacias com tendências positivas da série, 

localizadas na bacia do Rio Amazonas, sendo o aumento de chuva na base de 12,42 

(0,59% da média anual) e 13,03 mm/ano (0,61% da média anual) respectivamente.  
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Figura 2. Tendência de precipitação (P) nas bacias hidrográficas em mm/ano entre os 
anos de 1980 e 2010. O Brasil está dividido por biomas. As tendências negativas estão 

identificadas com a cor azul e as positivas com a cor vermelha. 

 

Foram observadas tendências significativas de temperatura mínima (Figura 3a) em 

339 bacias, sendo 10 delas negativas, localizadas em sua maioria no Cerrado (7 bacias). 

Todavia, o menor valor de tendência foi encontrado para uma bacia localizada na 

Caatinga, com o valor de -0,038 °C/ano, que representa um decréscimo de 1,16 °C na 

temperatura mínima média entre o início e fim da série histórica. As demais tendências 

negativas variaram entre -0,017 e -0,030 °C/ano. Dentre as 329 bacias com tendências 

negativas, os biomas que mais apresentaram bacias com aumento da temperatura mínima 

significativo foram Mata Atlântica (146 bacias), Cerrado (121 bacias) e Amazônia (50 

bacias), além da bacia localizada no Pantanal. As tendências positivas detectadas 

variaram entre 0,009 a 0,068°C/ano, sendo que a bacia com maior aumento da 

temperatura mínima detectada localiza-se na região hidrográfica Atlântico Sudeste, 

contemplando a bacia do Rio Paraíba do Sul. Tal valor observado foi de 0,068 °C/ano, 

totalizando um aumento médio de 2,03 °C ao longo da série.  
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Figura 3. Tendências de a) temperatura mínima (Tmin) e b) temperatura máxima 
(Tmax) nas bacias hidrográficas em °C/ano entre os anos de 1980 e 2010. O Brasil 

está dividido por biomas. As tendências negativas estão identificadas com a cor azul e 
as positivas com a cor vermelha. 

 

Para os valores de temperatura máxima, na Figura 3b, apenas em 3 bacias foram 

detectadas tendências negativas significativas, sendo duas delas na Mata Atlântica e uma 

na Caatinga, de forma que esta última também apresentou tendência negativa para 

temperatura mínima. A menor tendência detectada está localizada na bacia do rio Pelotas, 

no bioma Mata Atlântica, com um decréscimo médio de -0,046 °C/ano, totalizando uma 

queda média de 1,37 °C da temperatura máxima ao longo da série. Em termos de 

tendência positiva, foram observados valores significativos em 322 bacias, sendo 129 

delas localizadas na Mata Atlântica e 124 no Cerrado. A bacia localizada no Pantanal, 

assim como na tendência de temperatura mínima, também apresentou uma taxa 

significativa de aumento de temperatura máxima ao longo da série histórica.  A maior 

tendência encontra-se na mesma bacia com a maior tendência de temperatura negativa, 

por com um valor ligeiramente mais alto, sendo uma taxa de 0,070 °C/ano ao longo da 

série, de forma que resulta em um aumento médio de 2,10 °C ao longo dos 30 anos 
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analisados. As demais tendências positivas variaram entre 0,012 a 0,069 °C/ano. Das 322 

tendências positivas de temperatura máxima, em 206 delas também foram detectadas 

tendências significativas de temperatura mínima. 

A Figura 4a apresenta a análise da umidade relativa ao longo da série, que 

apresentou 279 bacias com tendências significativas, sendo 261 negativas e 18 positivas. 

Dentre as tendências negativas, a maior parte delas (147 bacias) se encontra no Cerrado, 

porém não foi detectada nenhuma tendência na região do Pampa. O menor valor foi de -

0,240 %/ano em uma bacia contendo o Rio das Velhas, o maior afluente em extensão da 

bacia do Rio São Francisco, localizado na Mata Atlântica, resultando em uma redução de 

7,2% em média da umidade relativa desta bacia entre o início e fim da série histórica. As 

demais variações negativas de umidade relativa estão entre -0,056 e -0,238 %/ano. Já em 

relação às tendências positivas, a Caatinga e a Mata Atlântica foram os únicos biomas 

com detecção de aumento de umidade relativa ao longo dos anos, sendo 7 na Mata 

Atlântica e 11 na Caatinga.Os valores variaram de 0,115 até 0,213 %/ano, sendo o maior 

deles localizado na Mata Atlântica, na região hidrográfica Atlântico Leste. 

Se tratando de tendência significativa de velocidade do vento à 2 m do nível do solo 

(Figura 4b), foram detectadas 251 bacias com variação de u2 ao longo da série, sendo 156 

negativas e 95 positivas. De forma diferente das variáveis de temperatura e umidade 

relativa, a velocidade do vento variou negativamente em uma proporção semelhante à 

distribuição total de bacias por bioma, sem destaque para nenhuma região específica. A 

menor tendência observada foi de 0,0129 m/s/ano, na bacia do rio Coruripe em Alagoas, 

localizada na Região Hidrográfica do Atlântico Nordeste Oriental, e tal valor representa 

cerca de 0,55% da média anual de u2 na bacia. Os demais decréscimos variaram entre -

0,0017 e -0,0128 m/s/ano. Entre as tendências positivas, os valores encontrados 

apresentaram intensidades ligeiramente superiores às tendências negativas, variando de 
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0,0026 a 0,0128 m/s/ano. Outro detalhe observado é a concentração de bacias no Cerrado 

que apresentaram aumento da velocidade do vento, sendo detectadas tendências positivas 

em 61 bacias somente neste bioma, inclusive os maiores valores, sendo 12 das 15 bacias 

com maior variação positiva localizadas no Cerrado. O maior aumento de velocidade do 

vento foi detectado na bacia do rio Parnaíba, afluente do rio Paraná. Todavia, distinto do 

que foi encontrado para a maior tendência negativa, esse aumento de u2 nesta bacia 

representa aproximadamente 1,29% da média anual. 

 

 

Figura 4. Tendências de a) umidade relativa do ar (UR) e b) velocidade do vento a 2 m 
de altura do nível do solo (u2) nas bacias hidrográficas em, respectivamente, %/ano e 

m/s/ano entre os anos de 1980 e 2010. O Brasil está dividido por biomas. As 
tendências negativas estão identificadas com a cor azul e as positivas com a cor 

vermelha. 

 

As variações de radiação incidente ao longo dos anos, apresentadas na Figura 5a, 

se mostraram díspar em relação ao número de bacias com tendências positivas e 

negativas. Das 243 bacias com tendências significativas, apenas 10 apresentaram 

decréscimo de radiação incidente ao longo do tempo, sendo elas localizadas na mesma 

região hidrográfica e estado, bacias do Atlântico Leste e Bahia, respectivamente, sendo 4 
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localizadas na Mata Atlântica e 6 na Caatinga. A variação de Rad apresentou valores entre 

-0,031 e -0,044 MJ/m²/ano. A bacia com variação negativa mais intensa apresentou uma 

tendência que indica cerca de 0,24% da média anual de radiação incidente na bacia e um 

decréscimo de aproximadamente 1,33 MJ/m² entre o início e o fim da série. Em relação 

às tendências positivas, os valores encontrados apresentaram uma amplitude maior do 

que a variação negativa de Rad, estando entre 0,017 e 0,060 MJ/m²/ano. Assim como nas 

tendências positivas de u2, as bacias do Cerrado foram as que mais apresentaram aumento 

de radiação incidente ao longo do tempo, com tendências detectadas em 135 bacias, de 

forma que 44 delas estão entre as 50 com maiores taxas de aumento de Rad durante a 

série histórica. Entretanto, o maior valor foi encontrado em uma bacia de um afluente do 

rio Amazonas, na Amazônia, representando um aumento total em 1,79 MJ/m² ao longo 

de 30 anos. A bacia em questão apresentou uma média anual de Rad de 15,67 MJ/m², 

portanto, tal acréscimo de radiação incidente numa proporção de cerca de 11,4% desta 

média. 

As tendências significativas de evapotranspiração real (Figura 5b) foram detectadas 

com valores positivos em 60 bacias e negativos em 45. Dentre as tendências positivas, 

73% delas são localizadas em bacias da Mata Atlântica, porém as maiores variações ao 

longo do tempo estão localizadas em 2 bacias na Caatinga, porém em rios de bacias 

distintas da região hidrográfica do Atlântico Nordeste Ocidental. A maior variação de ET 

localiza-se na bacia do rio Paraíba, apresentando uma tendência de 7,94 mm/ano, o que 

representa 1,89% da média de ET acumulada anualmente nesta bacia. A segunda maior 

tendência está na bacia do rio Apodi, no estado do Rio Grande do Norte, com um valor 

de 7,39 mm/ano, indicando um aumento de evapotranspiração anual acumulada em torno 

de 222 mm entre o início e o fim da série histórica. As outras tendências positivas 

detectadas apresentam valores entre 1,11 e 5,97 mm/ano. As variações negativas de ET 
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variam de -1,11 a -5,57 mm/ano, sendo a maior parcela das bacias com decréscimo de 

evapotranspiração localizada na Amazônia. A menor tendência localiza-se em parte da 

bacia do rio Madeira, um dos principais afluentes do rio Amazonas, de forma que tal 

decréscimo representa 0,42% da evapotranspiração acumulada na bacia. 

 

 

Figura 5. Tendências de a) radiação solar incidente (Rad) e b) evapotranspiração real 
(ET) nas bacias hidrográficas em, respectivamente, MJ/m²/ano e mm/ano entre os 

anos de 1980 e 2010. O Brasil está dividido por biomas. As tendências negativas estão 
identificadas com a cor azul e as positivas com a cor vermelha. 

 

A análise de tendência da evapotranspiração de referência nas bacias (Figura 6) 

apresentou apenas valores significativos positivos, variando entre 1,40 e 5.96 mm/ano, 

presente em 250 bacias, a maioria delas (55,6%) em pontos do Cerrado. Dentre as 100 

maiores tendências, 65 delas estão presentes no Cerrado. Todavia, o maior aumento de 

ETo ao longo da série foi detectado na Mata Atlântica, no estado de Mato Grosso do Sul, 

em uma sub-bacia do rio Ivinhema, afluente do rio Paraná, representando um acréscimo 

de aproximadamente 0,34% da média da ETo acumulada anualmente na bacia, o que se 

reflete em um aumento de cerca de 10% da evapotranspiração de referência entre o 
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primeiro e o último ano da série histórica. Em apenas 5 bacias houve tendência 

significativa de ETo sem detecção das demais variáveis meteorológicas, sendo 4 delas na 

Caatinga e 1 na Mata Atlântica. 

 

 

Figura 6. Tendência de evapotranspiração de referência (ETo) nas bacias hidrográficas 
em mm/ano entre os anos de 1980 e 2010. O Brasil está dividido por biomas. As 
tendências negativas estão identificadas com a cor azul e as positivas com a cor 

vermelha. 

 

Diferente das variáveis meteorológicas, as tendências de vazão dos rios localizados 

nas bacias analisadas (Figura 7) apresentam uma discrepância muito elevada entre os 

valores absolutos encontrados, de forma que a tendência de menor intensidade está em 

escala inferior a 0,002 m³/s/ano, enquanto a de maior intensidade ultrapassa a faixa de 

140 m³/s/ano de variação. Para termos de comparação, dentre as 100 tendências negativas 

detectadas, 57 variaram entre -0,0017 e -0,9816 m³/s/ano, 33 diminuíram na taxa de -

1,0200 a -8,1703 m³/s/ano, e 10 bacias entre -27,383 e -141,357. Portanto, as tendências 
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de vazão também estão representadas em porcentagem em função da média obtida 

durante a série histórica, a fim de representar um valor mais próximo de algo normalizado, 

visando entender a dinâmica da variação de uma das variáveis hidrológicas nas bacias. É 

possível observar que as bacias com o maior e o menor valor de tendência 

respectivamente, embora em valor absoluto apresentem uma variação acima de 100 

m³/s/ano, não representam mais do que 1,19% de suas respectivas médias de vazão 

durante a série histórica.  

 

 

Figura 7. Tendências de vazão em a) volume e b) porcentagem da vazão média da 
bacia nas bacias hidrográficas em, respectivamente, m³/s/ano e %/ano entre os anos 

de 1980 e 2010. O Brasil está dividido por biomas. As tendências negativas estão 
identificadas com a cor azul e as positivas com a cor vermelha. 

 

Dentre as tendências negativas, a bacia com menor tendência em função da vazão 

média localiza-se em uma sub-bacia do Rio Paraná, com uma vazão média de 15,54 m³/s 

e uma tendência de -0,52 m³/s/ano (3,35% da vazão média). A distribuição das tendências 

negativas de Q se concentra no Cerrado (57 bacias) e na Mata Atlântica (34 bacias). 

Quanto às tendências positivas, as 2 bacias de maior variação de volume estão localizadas 
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na Amazônia, sendo ambas localizadas na bacia do rio Negro, um dos principais afluentes 

do rio Amazonas, e com as variações de 44,93 e 104,21 m³/s/ano, porém tais declínios 

representam menos do que 0,60% da média da vazão destas bacias, também sendo as 2 

variações positivas de menor proporção em relação à vazão das bacias com tendências 

significativas detectadas. A maior tendência proporcional encontra-se também na 

Amazônia, porém na região hidrográfica Atlântico Nordeste Ocidental, com um aumento 

médio de 0,87 m³/s/ano, representando cerca de 4,21% da vazão média observada durante 

a série. 

 

4.2. Análise quantitativa dos eventos de seca nos biomas brasileiros 

A quantidade de eventos identificados com os índices de seca em escala de 1 mês 

está apresentada na Figura 8, enquanto a análise por bioma está presente na Tabela 2. As 

bacias apresentaram ao total 24.130 eventos de seca moderada, 10.878 eventos de seca 

severa e 6.734 eventos de seca extrema considerando SPI1. Nesta escala, o maior número 

de eventos de secas severas detectados com SPI foi 28, em uma bacia localizada na Mata 

Atlântica, e o número máximo de eventos extremos foi 20, detectados em 2 bacias da 

Mata Atlântica também. O número de bacias com secas severas detectadas com SPI1 

acima do percentil 90% (P90), que foi de 20 eventos, é de 51 bacias, sendo elas 

localizadas, em sua maioria na Mata Atlântica (35) e no Cerrado (9), porém a Caatinga e 

o Pantanal não apresentaram nenhuma bacia com número de secas nesta categoria. 

Quanto às secas extremas, o P90 foi de 13 eventos, de forma que 66 bacias apresentaram 

eventos extremos acima desta quantidade. Assim como nas secas severas, os biomas com 

maior número de bacias foi a Mata Atlântica (42 bacias) e o Cerrado (14), completando 

a classificação com 10 bacias na Amazônia. A Caatinga, o Cerrado e o Pantanal não 

apresentaram bacias com eventos de seca extrema acima do percentil 90%. Considerando 
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a média de eventos por bacia em cada bioma, o bioma com maior média de eventos de 

seca severa usando SPI1 foi o Pampa, seguido da Amazônia. Já para a distribuição de 

seca extremas por cada bioma utilizando SPI1, o Cerrado apresentou a maior média de 

eventos por bacia. Tanto em eventos de seca severa quanto extrema, a Caatinga 

apresentou uma média abaixo dos outros biomas quando comparados entre si. 
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Figura 8. Número de eventos de seca detectados com os índices SPI, SPEI e SSI na 
escala de 1 mês. O Brasil está dividido por biomas. 

 

Para a seca meteorológica considerando também a evapotranspiração potencial 

(SPEI), os resultados obtidos na escala de 1 mês indicaram um total de 22.269 eventos 
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moderados, 11.184 eventos severos e 7.817 eventos extremos. Para SPEI1, o maior 

número de eventos severos foi detectado em 2 bacias do bioma amazônico, sendo 25 secas 

severas em cada. Já o maior número de secas extremas foi 17, observado em 4 bacias, 

sendo todas localizadas na Mata Atlântica, em sub-bacias do rio Paraná. O P90 para 

eventos de seca severa foi num total de 20, totalizando 50 bacias com número de secas 

severas detectadas acima deste valor. Tal distribuição se dá com 30% delas na Amazônia, 

50% na Mata Atlântica, 14% no Cerrado e 3% no Pampa. A Caatinga e o Pantanal não 

apresentaram bacias com número de eventos severos acima de 20. Para o número de 

eventos extremos, o percentil 90% foi igual a 13, que totaliza 53 bacias com secas 

extremas detectadas acima do P90. Nesta distribuição acima do percentil 90%, apenas o 

Pampa não apresentou bacias que se encaixem na categoria, sendo o bioma com mais 

bacias acima de 13 eventos de seca extrema detectados a Mata Atlântica, com 20 bacias. 

Em relação à média de eventos por bacia em cada bioma utilizando SPEI1, o maior 

número médio de eventos está presente na Amazônia. Para eventos extremos, a maior 

média por bacia se localiza no Pantanal, que conta apenas com 1 bacia, seguido da 

Amazônia. Quando comparado com SPI1, percebe-se que há um aumento de quase 100% 

entre a quantidade de secas extremas detectadas na Caatinga, porém nos demais biomas 

se notam valores próximos entre os índices. 

Se tratando de seca hidrológica, o total de eventos de seca utilizando SSI1 resultou 

em 23.663 secas moderadas, 7.340 secas severas e 2.425 secas extremas. Em relação aos 

eventos extremos, nota-se, de forma geral, uma diminuição em relação ao que foi 

detectado com SPI1 e SPEI1, indicando que na escala de 1 mês a seca hidrológica ocorreu 

em frequência abaixo da metade do que a seca meteorológica. Os resultados apresentaram 

2 bacias que não apresentaram nenhum evento de seca hidrológica durante a série, ambas 

localizadas na Caatinga. A bacia com maior número de secas severas detectadas com  
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Tabela 2. Total de eventos de seca detectados em cada bioma com SPI, SPEI e SSI na 
escala de 1 mês e a média de eventos por bacia hidrográfica por bioma. 

SPI1 

Bioma 
Seca moderada Seca severa Seca extrema 

Total Média por bacia Total Média por bacia Total Média por bacia 

Amazônia 2.478 31,77 1.235 15,83 739 9,47 

Mata Atlântica 12.410 33,45 5.720 15,42 3.355 9,04 

Caatinga 1.617 32,34 578 11,56 278 5,56 

Cerrado 7.073 32,30 3.066 14,00 2.206 10,07 

Pampa 511 31,94 265 16,56 146 9,13 

Pantanal 41 41,00 14 14,00 10 10,00 

 

SPEI1 

Bioma 
Seca moderada Seca severa Seca extrema 

Total Média por bacia Total Média por bacia Total Média por bacia 

Amazônia 2.427 31,12 1.272 16,31 896 11,49 

Mata Atlântica 11.141 30,03 5.828 15,71 3.963 10,68 

Caatinga 1.366 27,32 626 12,52 533 10,66 

Cerrado 6.798 31,04 3.183 14,53 2.252 10,28 

Pampa 508 31,75 260 16,25 159 9,94 

Pantanal 29 29,00 15 15,00 14 14,00 

 

SSI1 

Bioma 
Seca moderada Seca severa Seca extrema 

Total Média por bacia Total Média por bacia Total Média por bacia 

Amazônia 2.465 31.60 1.106 14.18 667 8.55 

Mata Atlântica 12.200 32.88 3.536 9.53 838 2.26 

Caatinga 951 19.02 320 6.40 126 2.52 

Cerrado 7.571 34.57 2.187 9.99 742 3.39 

Pampa 449 28.06 174 10.88 51 3.19 

Pantanal 27 27.00 17 17.00 1 1.00 

 

SPI1 localiza-se no Cerrado, na bacia do rio Paraná, apresentando 35 secas hidrológicas 

severas ao longo da série histórica. O P90 dos valores de SPI1 dentro da faixa de seca 

severa é de 16, o que totaliza 62 bacias com eventos acima desse valor. Nesta distribuição. 

A maioria se localiza na Amazônia (24 bacias), seguido de 17 tanto no Cerrado quanto 

na Mata Atlântica, 2 na Caatinga e 1 em cada bioma restante. No que se refere à eventos 

extremos, o percentil 90% é 8, o que caracteriza 50 bacias com contagem de secas 

extremas acima deste valor, porém há de se destacar que 70% delas se localizam na 

Amazônia, inclusive a com maior número de eventos (28 secas extremas). Tal efeito da 

seca hidrológica na escala de 1 mês na Amazônia pode ser observado quando se compara 

a média de eventos extremos por bacia nos biomas, que apresentam uma considerável 

diferença entre o bioma amazônico e os demais. Também se nota a baixa média de 
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eventos de seca hidrológica de forma geral na Caatinga, apresentando, 

proporcionalmente, um número que chega a representar menos do que 1/3 de outros 

biomas em secas severas e extremas. 

Abaixo segue o total de eventos de seca na escala 3 (Figura 9) e o quantitativo por 

biomas (Tabela 3). Na escala de 3 meses, o número de eventos detectados com SPI foi de 

25.344 secas moderadas, 11.880 secas severas e 4.797 secas extremas. É possível 

observar uma menor contagem de eventos extremos quando comparado com SPI1. O 

maior número de eventos de seca severa foi de 26, observado em 5 bacias, sendo 3 delas 

localizadas no Cerrado, 1 na Mata Atlântica e a outra na Amazônia. O P90 para o número 

de eventos severos utilizando SPI3 é 21, portanto o número de bacias com contagem de 

secas severas acima deste valor é de 54, sendo metade delas localizadas somente no 

Cerrado, 15 na Mata Atlântica, 8 na Caatinga e 4 na Amazônia. Quanto às secas extremas, 

a bacia com maior número de eventos (18), encontra-se na Amazônia. O percentil 90% 

para o número de eventos extremos detectados com SPI3 é 10, o que leva a um número 

de 49 bacias com a contagem de secas extremas acima deste valor. Destas 49 bacias, a 

distribuição é parelha entre a Amazônia (19 bacias), Mata Atlântica (16 bacias) e Cerrado 

(14 bacias). A distribuição de eventos por bacia em cada bioma indica médias e 

comportamentos semelhantes aos valores encontrados com SPI1, porém, para a Caatinga, 

a média por bacia de secas severas aumentou, apresentando o segundo maior valor dentre 

os biomas, e o número de eventos extremos diminuiu em cerca de 35%. 

Para os valores SPEI3, o total de eventos detectados foi de 22.866 eventos 

moderados, 12.129 eventos severos e 7.895 eventos extremos. A bacia com maior número 

de evento severos localiza-se na Amazônia, apresentando 30 eventos. As bacias com 

número de secas severas superior ao percentil 90% (23 eventos) se distribuem da seguinte 

forma: 16 bacias na Amazônia, 15 bacias no Cerrado, 14 bacias na Mata Atlântica e 
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Figura 9. Número de eventos de seca detectados com os índices SPI, SPEI e SSI na 
escala de 3 meses. O Brasil está dividido por biomas. 
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Caatinga (3). Em relação às secas extremas, 4 bacias apresentaram o maior número de 

eventos (16), sendo 2 delas localizadas na Amazônia, uma no Cerrado e outra na Mata 

atlântica. O P90 de eventos extremos foi de 13, resultando em 71 bacias com número de 

secas extremas detectadas acima deste. Tais bacias se concentrando na Mata Atlântica, 

com 48% delas, e Cerrado (27%). Diferente do que foi apresentado na escala de 1 mês, o 

Pantanal apresentou apenas 6 eventos de secas extremas durante a série histórica 

utilizando SPEI3. As demais médias de eventos por bacia observados com SPEI3 nos 

outros biomas apresentou valores semelhantes ao mesmo índice na escala de 1 mês. 

No que se refere à seca hidrológica na escala de 3 meses, a totalidade de eventos se 

resume em 24.145 secas moderadas, 8.172 secas severas e 3.005 secas extremas, 

apresentando um leve aumento em relação a contagem de eventos utilizando SS1, porém 

ainda abaixo quando comparado com os índices de seca meteorológica. Apenas 1 bacia 

não apresentou eventos de seca hidrológica durante a série histórica, localizada na Mata 

Atlântica, na bacia do rio Barigui, contido na região hidrográfica do rio Paraná, 

divergindo do que foi observado na escala de 1 mês. O maior número de eventos severos 

em uma bacia foi 31, observado no Ribeirão do Lobo, uma sub-bacia do rio Tietê, um dos 

principais afluentes do rio Paraná, no Cerrado. 56 bacias apresentaram a contagem de 

secas severas acima do percentil 90% (18 eventos), distribuído, em sua grande maioria, 

entre 20 bacias na Mata Atlântica e 15 bacias tanto na Amazônia quanto no Cerrado. Já 

em relação aos eventos extremos, a Amazônia abrange a bacia com o maior número de 

secas extremas (28 eventos), assim como a maioria das bacias com maior contagem de 

tais eventos acima do P90 (9 eventos), em que a distribuição foi a seguinte: 38 bacias na 

Amazônia, 17 no Cerrado e 15 na Mata Atlântica. De forma análoga à escala de 1 mês, a 

quantidade de eventos extremos detectados com SSI3 distribuídos por bioma indica a 

Amazônia como a região com mais secas hidrológicas extremas, proporcionalmente, 
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quando comparados com os outros biomas. Ademais, nota-se também um aumento em 

torno de 73% do número de eventos extremos no Pampa em relação à escala de 1 mês e 

a ausência de tais eventos na bacia do rio Paraguai, no Pantanal. 

 

Tabela 3. Total de eventos de seca detectados em cada bioma com SPI, SPEI e SSI na 
escala de 3 meses e a média de eventos por bacia hidrográfica por bioma. 

SPI3 

Bioma 
Seca moderada Seca severa Seca extrema 

Total Média por bacia Total Média por bacia Total Média por bacia 

Amazônia 2.705 34,68 1.289 16,53 706 9,05 

Mata Atlântica 12.665 34,14 5.787 15,60 2.260 6,09 

Caatinga 1.769 35,38 811 16,22 182 3,64 

Cerrado 7.614 34,77 3.749 17,12 1.528 6,98 

Pampa 552 34,50 229 14,31 113 7,06 

Pantanal 39 39,00 15 15,00 8 8,00 

 

SPEI3 

Bioma 
Seca moderada Seca severa Seca extrema 

Total Média por bacia Total Média por bacia Total Média por bacia 

Amazônia 2.586 33,15 1.488 19,08 841 10,78 

Mata Atlântica 11.077 29,86 5.820 15,69 4.050 10,92 

Caatinga 1.506 30,12 828 16,56 547 10,94 

Cerrado 7.163 32,71 3.744 17,10 2.262 10,33 

Pampa 496 31,00 227 14,19 189 11,81 

Pantanal 38 38,00 22 22,00 6 6,00 

 

SSI3 

Bioma 
Seca moderada Seca severa Seca extrema 

Total Média por bacia Total Média por bacia Total Média por bacia 

Amazônia 2.404 30.82 1.141 14.63 728 9.33 

Mata Atlântica 12.565 33.87 4.147 11.18 1.207 3.25 

Caatinga 1.003 20.06 355 7.10 130 2.60 

Cerrado 7.593 34.67 2.328 10.63 852 3.89 

Pampa 556 34.75 183 11.44 88 5.50 

Pantanal 24 24.00 18 18.00 0 0.00 

 

O somatório de eventos de seca na escala de 6 meses nas bacias analisadas estão 

presentes na Figura 10, assim como os eventos por bioma estão na Tabela 4. Os eventos 

de seca detectados utilizando SPI6 totalizaram 25.185 secas moderadas, 11.237 secas 

severas e 4.393 secas extremas. De forma semelhante a SPI3, quando comparado com 

SPI1, o número de secas extremas observados com SPI6 apresenta uma redução de mais 

de 2000 eventos. 8 bacias não apresentaram eventos de seca extrema utilizando SPI, sendo 

elas localizadas em sua maioria na Mata Atlântica (6 bacias) e 2 localizadas no Pampa. A 
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bacia com maior número de secas severas apresentou 28 eventos, sendo localizada em 

uma sub-bacia do rio Amazonas, na Amazônia. O percentil 90% para o número de eventos 

severos é de 21, o que sucede em 53 bacias com quantidade de secas severas acima deste 

valor, de forma que a Mata Atlântica possui 17 bacias e o Cerrado 16 dentro desta 

classificação. Se tratando de eventos extremos, a bacia com maior número de secas 

extremas ao longo da série histórica se encontra na Amazônia, com 23 eventos. A 

quantidade de bacias com eventos extremos acima do P90 (10) é de 51, sendo a maioria 

delas localizada na Amazônia (47%) e na Mata Atlântica (39%). Na média de eventos 

detectados com SPI6 por bacia, nota-se uma diminuição de eventos extremos no Pampa 

de mais de 50% quando comparado com SPI3 e cerca de 1/3 da totalidade de secas 

extremas observadas através de SPI1. 

Quanto à SPEI6, o número de secas observadas foi de 21.632 eventos moderados, 

11.195 eventos severos e 8.209 eventos extremos. O maior número de eventos severos 

em uma bacia foi 30, localizado na Amazônia. O P90 do número de eventos severos é 21, 

o que resulta em 62 bacias com secas acima deste valor. Tal classificação está distribuída 

entre os biomas da seguinte forma: 27 bacias na Mata Atlântica, 18 bacias na Amazônia, 

13 no Cerrado, 2 na Caatinga e 2 no Pampa. No que se refere a secas extremas, a bacia 

com maior quantidade de eventos extremos localiza-se na Caatinga, em uma sub-bacia 

do rio Paraguaçu, na região hidrográfica Atlântico Leste. O percentil 90% da contagem 

de seca extrema foi de 14 eventos. 38 bacias apresentaram quantidade de eventos 

extremos acima deste valor, apresentando uma distribuição parelha entre os biomas, 

sendo 37% na Mata Atlântica, 24% no Cerrado, 21% na Amazônia e 18% na Caatinga. A 

média de eventos severos por bacia indicou valores próximos ao encontrados com SPEI3, 

porém, se tratando de secas extremas, a Caatinga apresentou o maior valor detectado com 

SPEI6 dentre os biomas. 
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Figura 10. Número de eventos de seca detectados com os índices SPI, SPEI e SSI na 
escala de 6 meses. O Brasil está dividido por biomas. 

 

Os eventos de seca hidrológica na escala de 6 meses somam 23.723 secas 

moderadas, 8.784 secas severas e 3.149 secas extremas. De forma idêntica ao que foi 
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encontrado na escala de 3 meses, apenas a bacia do rio Barigui não apresentou eventos 

de seca durante a série histórica. O maior número de eventos de seca severa em uma bacia 

é de 30, observado em uma sub-bacia do rio Amazonas. O percentil 90% do número de 

eventos hidrológicos severos foi de 19, o que resultou em 71 bacias com secas severas 

detectadas acima desse valor, sendo 35 delas na Mata Atlântica, 22 no Cerrado, 13 na 

Amazônia e 1 no Pampa. Para secas extremas, o maior número de eventos detectados foi 

28, localizado na mesma bacia que apresentou o maior número de secas severas para 

SSI3, indicando um aumento da intensidade da seca hidrológica nessa bacia com o 

aumento da escala de tempo. O P90 para o número de eventos extremos observados foi 

de 10. Assim como para eventos severos, o número de bacias com secas extremas acima 

do P90 foi 71, porém com uma distribuição diferente proporcionalmente, com a maioria 

destas bacias localizadas na Amazônia (50,7%), seguido da Mata Atlântica (26,8%) e 

Cerrado (19,7%), com o resto localizado no Pampa. Quando comparados os eventos por 

bioma, a Caatinga apresentou redução de eventos severos e extremos em relação à SSI3, 

assim como no Cerrado nas secas extremas, porém de forma mais sutil do que na 

Caatinga. Nota-se um aumento gradual do número de secas hidrológicas extremas entre 

as escalas de 1, 3 e 6 meses na Amazônia, Mata Atlântica e Pampa. O Pantanal manteve-

se sem eventos extremos. 

Na escala de 12 meses (Figura 11 e Tabela 5), o total de secas meteorológicas 

detectadas com SPI foi de 26.395 eventos moderados, 10.329 eventos severos e 3.334 

eventos extremos. Nota-se um aumento do número de eventos moderados e uma 

diminuição dos eventos extremos com a progressão de escala de SPI. O número de bacias 

sem detecção de eventos extremos aumento em 10 vezes quando comparado com os 

resultados obtidos com SPI6, sendo a maioria delas, cerca de 73%, localizada na Mata 

Atlântica. O maior número de eventos severos em uma bacia foi de 31, localizado em 
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Tabela 4. Total de eventos de seca detectados em cada bioma com SPI, SPEI e SSI na 
escala de 6 meses e a média de eventos por bacia hidrográfica por bioma. 

SPI6 

Bioma 
Seca moderada Seca severa Seca extrema 

Total Média por bacia Total Média por bacia Total Média por bacia 

Amazônia 2.627 33,68 1.323 16,96 731 9,37 

Mata Atlântica 12.428 33,50 5.376 14,49 2.101 5,66 

Caatinga 1.652 33,04 816 16,32 240 4,80 

Cerrado 7.848 35,84 3.492 15,95 1.265 5,78 

Pampa 594 37,13 214 13,38 48 3,00 

Pantanal 36 36,00 16 16,00 8 8,00 

 

SPEI6 

Bioma 
Seca moderada Seca severa Seca extrema 

Total Média por bacia Total Média por bacia Total Média por bacia 

Amazônia 2.503 32,09 1.445 18,53 834 10,69 

Mata Atlântica 10.158 27,38 5.360 14,45 4.099 11,05 

Caatinga 1.427 28,54 753 15,06 614 12,28 

Cerrado 7.084 32,35 3.375 15,41 2.483 11,34 

Pampa 426 26,63 243 15,19 169 10,56 

Pantanal 34 34,00 19 19,00 10 10,00 

 

SSI6 

Bioma 
Seca moderada Seca severa Seca extrema 

Total Média por bacia Total Média por bacia Total Média por bacia 

Amazônia 2.271 29,12 1.174 15,05 800 10,26 

Mata Atlântica 12.279 33,10 4.530 12,21 1.313 3,54 

Caatinga 1.055 21,10 345 6,90 98 1,96 

Cerrado 7.559 34,52 2.523 11,52 834 3,81 

Pampa 535 33,44 195 12,19 104 6,50 

Pantanal 24 24,00 17 17,00 0 0,00 

 

uma sub-bacia do rio Amazonas, na Amazônia. O P90 dos eventos severos é de 21, o que 

leva a 50 bacias com quantidade de secas severas acima desse valor. A distribuição destas 

bacias se dá da seguinte forma: 18 na Mata Atlântica, 15 no Cerrado, 12 na Amazônia, 4 

na Caatinga e a bacia localizada no Pantanal. Para os eventos extremos, foi observado 

que a maior quantidade durante a série histórica está localizada em uma bacia na região 

hidrográfica Atlântico Nordeste Oriental, na Mata Atlântica. O percentil 90% para a 

contagem de secas extremas utilizando SPI12 foi de 10 eventos e a quantidade de bacias 

com tais eventos detectados acima do P90 foi 71, com uma distribuição semelhante ao 

que foi encontrado com SPI6, sendo a maioria delas localizadas na Amazônia (48%) e as 

demais distribuídas entre Cerrado (21%), Mata Atlântica (20%) e Caatinga (11%). No 

total de eventos por bioma, é possível observar uma redução de quase 40% de eventos 
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extremos na Mata Atlântica, além de uma redução de cerca de 22% no número de secas 

no Cerrado quando comparado com os resultados obtidos com SPI6. 

Para a seca meteorológica considerando SPEI, a quantidade de eventos de seca 

observada durante a série histórica na escala de 12 meses foram as seguintes: 21.274 secas 

moderadas, 10.313 secas severas e 8.222 secas extremas.  A bacia com maior número de 

eventos severos (35) se localiza em uma sub-bacia do rio Amazonas, no Cerrado. O 

percentil 90% do número de secas severas com SPEI12 foi 21, o que resulta em 63 bacias 

acima deste valor. Estas bacias se localizam de forma distribuída no Cerrado (23 bacias), 

na Mata Atlântica (21 bacias), na Amazônia (17 bacias), além de 1 na Caatinga e 1 no 

Pampa. Para os eventos extemos, a bacia do rio Uma, localizado na região hidrográfica 

Atlântico Nordeste Oriental, na Mata Atlântica, apresentou o maior número de secas 

durante o período de análise, no total de 24. O P90 do número de eventos extremos é 14, 

o que leva a 50 bacias acima deste valor. Dentre estas bacias, a maioria delas se localiza 

na Mata Atlântica (42%) e o resto na Amazônia, Cerrado e Caatinga. Quanto ao número 

de eventos por bioma, é possível observar uma diminuição dos eventos severos em todos 

os biomas quando comparado com o que foi observado na escala de 6 meses, exceto no 

Pantanal, que apresentou um aumento secas severas na mesma quantidade que diminuiu 

o total de secas extremas neste bioma. 

O total de eventos detectados com SSI12 foi de 23.104 secas moderadas, 8.926 

secas severas e 3.227 secas extremas. Assim como nas escalas de 3 e 6 meses, a bacia do 

rio Barigui não apresentou nenhum evento de seca hidrológica na série histórica, porém 

outras 6 bacias, todas na Caatinga, também não apresentaram eventos detectados. A bacia 

com maior número de eventos de seca severa (36 eventos) localiza-se em uma sub-bacia 

do rio Paranaíba, um dos principais afluentes do rio Paraná, no bioma Cerrado. O P90 da 

contagem de secas hidrológicas severas foi de 21. Foram observadas 68 bacias com  
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Figura 11. Número de eventos de seca detectados com os índices SPI, SPEI e SSI na 
escala de 12 meses. O Brasil está dividido por biomas. 

 

eventos severos acima deste valor, de forma que a maioria se encontra na Mata Atlântica 

(31 bacias), seguido do Cerrado (29 bacias) e o resto na Amazônia. A mesma sub-bacia 
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com maior quantidade de eventos extremos de seca hidrológica na escala de 6 meses 

também apresentou a maior contagem de secas extremas detectadas com SSI12, porém 

com 29 eventos observados. O percentil 90% para os eventos extremos foi de 12, o que 

resultou em 71 bacias acima desse valor, com uma distribuição equilibrada entre 

Amazônia (40,8%) e 29,6% delas tanto para Mata Atlântica quanto para o Cerrado. No 

total de eventos por bioma, a quantidade de secas hidrológicas no Pantanal aumentou no 

geral, porém diminuiu a quantidade de secas severas. A média de eventos extremos por 

bacia aumentou levemente na Amazônia e no Cerrado. 

 

Tabela 5. Total de eventos de seca detectados em cada bioma com SPI, SPEI e SSI na 
escala de 12 meses e a média de eventos por bacia hidrográfica por bioma. 

SPI12 

Bioma 
Seca moderada Seca severa Seca extrema 

Total Média por bacia Total Média por bacia Total Média por bacia 

Amazônia 2.626 33,67 1.248 16,00 730 9,36 

Mata Atlântica 13.656 36,81 4.972 13,40 1.270 3,42 

Caatinga 1.648 32,96 735 14,70 283 5,66 

Cerrado 7.847 35,83 3.158 14,42 991 4,53 

Pampa 584 36,50 193 12,06 56 3,50 

Pantanal 34 34,00 23 23,00 4 4,00 

 

SPEI12 

Bioma 
Seca moderada Seca severa Seca extrema 

Total Média por bacia Total Média por bacia Total Média por bacia 

Amazônia 2.443 31,32 1.345 17,24 864 11,08 

Mata Atlântica 10.331 27,85 4.986 13,44 4.150 11,19 

Caatinga 1.541 30,82 666 13,32 603 12,06 

Cerrado 6.476 29,57 3.073 14,03 2.416 11,03 

Pampa 454 28,38 221 13,81 183 11,44 

Pantanal 29 29,00 22 22,00 6 6,00 

 

SSI12 

Bioma 
Seca moderada Seca severa Seca extrema 

Total Média por bacia Total Média por bacia Total Média por bacia 

Amazônia 2.192 28,10 1.091 13,99 875 11,22 

Mata Atlântica 11.826 31,88 4.597 12,39 1.292 3,48 

Caatinga 1.074 21,48 330 6,60 63 1,26 

Cerrado 7.396 33,77 2.703 12,34 900 4,11 

Pampa 570 35,63 197 12,31 97 6,06 

Pantanal 46 46,00 8 8,00 0 0,00 

 

Por fim, a Figura 12 apresenta o total de eventos nas bacias hidrográficas e a Tabela 

6 apresenta os resultados obtidos por biomas para os índices de seca na escala de 24 
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meses. O total da contagem de secas detectadas com SPI24 foi de 27.696 eventos 

moderados, 9.882 eventos severos e 2.078 eventos extremos. Nota-se um aumento de 

secas moderadas e uma diminuição dos demais eventos de seca quando comparado com 

os resultados observados na escala de 12 meses. O número de bacias sem eventos 

extremos é de 346, cerca de 47% do total de bacias, e em uma delas, localizada na bacia 

do rio São Francisco, no Cerrado, também não foram detectados eventos de seca severa. 

A bacia de maior número de eventos severo (37) localiza-se no Cerrado, na região 

hidrográfica do São Francisco. O P90 de total de secas severas é de 22 eventos. As bacias 

com quantidade de eventos severos acima deste valor é de 69, distribuído entre todos os 

biomas, exceto o Pantanal, de forma que 24 se encontram na Mata Atlântica, 19 no 

Cerrado, 14 na Amazônia, 9 na Caatinga e 3 no Pampa. Para as secas extremas, uma sub-

bacia localizada na região hidrográfica Tocantins-Araguaia apresentou o valor máximo 

de eventos encontrados com SPI24, resultando em 29. O percentil 90% foi de 9 eventos, 

sucedendo em 69 bacias nas quais, assim como nos eventos severos, foram distribuídas 

nos mesmos 5 biomas, porém o Cerrado (27 bacias) e a Amazônia (25 bacias) foram as 

regiões que apresentaram a maior quantidade de bacias. A média total de eventos 

extremos por bacia nos biomas diminuiu em relação às secas detectadas com SPI12, 

principalmente na Mata Atlântica, com uma redução maior do que 50%, porém no Pampa 

houve um aumento em torno de 14% nestes eventos. 

Em relação aos eventos de seca observados com SPEI na escala de 24 meses, o 

somatório foi o seguinte: 20.711 secas moderadas, 11.396 secas severas e 7.950 secas 

extremas. Nesta escala, apenas uma bacia localizada na região hidrográfica Atlântico 

Leste, na Caatinga, não apresentou eventos de seca extrema durante a série histórica. Duas 

bacias apresentaram o maior número de secas severas utilizando SPEI24 (38 eventos), 

sendo uma localizada na Mata Atlântica e outra no Cerrado. O P90 do número de eventos 
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Figura 12. Número de eventos de seca detectados com os índices SPI, SPEI e SSI na 
escala de 24 meses. O Brasil está dividido por biomas. 

 

severos é 24, o que levou a 69 bacias com quantidade de secas acima desse valor. Dentre 

estas bacias, 32 localizam-se na Mata Atlântica, 16 no Cerrado, 12 na Amazônia, 6 na 



62 
 

Caatinga e 3 no Pampa. Quanto aos eventos extremos, a quantidade de secas em uma 

única bacia foi 20, localizada na Caatinga, em uma sub-bacia do rio Parnaíba. O percentil 

90% para secas extremas é de 14 eventos. 65 bacias apresentaram o número de eventos 

extremos acima do P90, de forma que estão distribuídas entre Mata Atlântica (49,2%), 

Cerrado (32,3%), Amazônia (15,4%) e Caatinga (3,1%). Considerando a distribuição dos 

eventos de seca observados com SPEI24 por bioma, nota-se um aumento de mais de 10% 

entre o total de secas severas entre os resultados obtidos entre SPEI12 e SPEI24. Além 

disso, é possível notar um aumento no número de eventos extremos no Cerrado, enquanto 

nos outros biomas há um decréscimo entre as escalas de 12 e 24 meses. 

Para os eventos de seca hidrológica com o acumulado de 24 meses, o total de 

eventos foi de 23.555 secas moderadas, 8.050 secas severas e 2.675 secas extremas. Não 

foram detectados eventos de secas em 5 bacias nesta escala, sendo elas localizadas na 

Caatinga (3 bacias) e Mata Atlântica (2 bacias). Uma sub-bacia do rio Tietê, localizada 

na Mata Atlântica apresentou 41 eventos severos durante a série histórica, o maior número 

detectado para secas desta intensidade. O percentil 90% para os eventos severos foi de 

22, o que resultou em 63 bacias com quantidade de secas severas detectadas acima deste 

valor. Estas bacias se encontram em sua maioria na Mata Atlântica (29 bacias), sendo o 

restante localizado no Cerrado (20 bacias), Amazônia (11 bacias) e Pampa (3). Em relação 

às secas extremas, diferentemente das escalas de 6 e 12 meses, a bacia com maior número 

de eventos detectados com SSI24 se localiza na Mata Atlântica, na região hidrográfica 

Atlântico Sul, com 35 eventos. O P90 para secas extremas observadas com SSI24 foi de 

12 eventos. O número de bacias com eventos extremos detectados acima do percentil 90% 

foi 67, distribuído da seguinte forma: 22 bacias na Amazônia, 20 na Mata Atlântica, 20 

no Cerrado e 5 na Caatinga. Na média de eventos por bioma, o Pantanal manteve-se sem 

eventos extremos e apenas com 1 evento severo detectado. A Caatinga apresentou 
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aumento na quantidade de secas extremas detectadas quando comparada com os 

resultados de SSI12, com um acréscimo em 100 eventos. Assim como nas demais escalas 

de tempo, a média de eventos extremos por bacia na Amazônia foi a maior dentre os 

biomas. 

 

Tabela 6. Total de eventos de seca detectados em cada bioma com SPI, SPEI e SSI na 
escala de 24 meses e a média de eventos por bacia hidrográfica por bioma. 

SPI24 

Bioma 
Seca moderada Seca severa Seca extrema 

Total Média por bacia Total Média por bacia Total Média por bacia 

Amazônia 2.504 32,10 1.245 15,96 553 7,09 

Mata Atlântica 14.823 39,95 4.702 12,67 538 1,45 

Caatinga 1.733 34,66 868 17,36 181 3,62 

Cerrado 8.040 36,71 2.780 12,69 739 3,37 

Pampa 554 34,63 265 16,56 65 4,06 

Pantanal 42 42,00 22 22,00 2 2,00 

 

SPEI24 

Bioma 
Seca moderada Seca severa Seca extrema 

Total Média por bacia Total Média por bacia Total Média por bacia 

Amazônia 2.273 29,14 1.351 17,32 826 10,59 

Mata Atlântica 10.621 28,63 5.888 15,87 3.972 10,71 

Caatinga 1.632 32,64 792 15,84 477 9,54 

Cerrado 5.680 25,94 3.019 13,79 2.535 11,58 

Pampa 463 28,94 323 20,19 137 8,56 

Pantanal 42 42,00 23 23,00 3 3,00 

 

SSI24 

Bioma 
Seca moderada Seca severa Seca extrema 

Total Média por bacia Total Média por bacia Total Média por bacia 

Amazônia 2.316 29,69 1.179 15,12 660 8,46 

Mata Atlântica 12.085 32,57 4.136 11,15 932 2,51 

Caatinga 1.319 26,38 276 5,52 163 3,26 

Cerrado 7.128 32,55 2.237 10,21 867 3,96 

Pampa 642 40,13 221 13,81 53 3,31 

Pantanal 65 65,00 1 1,00 0 0,00 

 

4.3. Análise de tendência de SPI, SPEI e SSI 

A análise de tendência de SPI na escala de 1 mês (Figura 13) apresentou 146 bacias 

com tendências negativas e 13 bacias com tendências positivas. A maior parte das bacias 

com tendências negativas localizam-se no Cerrado (51%). A bacia com menor tendência, 

com diminuição anual de SPI1 em cerca de 0,0024, é localizada no Cerrado, seguido da 

bacia do rio Paraguai, localizada no Pantanal. Para SPEI1, o número de bacias com 
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tendências negativas é mais do que o dobro (323 bacias no total) do que quando 

comparado com as tendências de SPI1, porém o número de bacias com aumento de SPEI 

foi apenas 4, porém com valores abaixo de 0,0016 ao ano. Cerca de 88% das bacias do 

Cerrado apresentaram diminuição significativa de SPEI na escala de 1 mês ao longo da 

série histórica. Dentre as 5 bacias com menores tendências (abaixo de -0,0030), 3 

localizam-se no Cerrado, 1 na Amazônia e a bacia localizada no Pantanal. Para SSI1, 382 

bacias apresentaram declínios significativos e 65 bacias com aumento do índice ao longo 

do tempo, das quais 35 localizam-se na Amazônia. Dentre as tendências negativas do 

índice de seca hidrológica na escala de 1 mês, 13 das 15 bacias com valores mais baixos, 

inclusive a de menor tendência (-0,0069/ano), localizam-se na bacia do São Francisco, no 

Cerrado. 

 

 

Figura 13. Tendência dos índices SPI, SPEI e SSI na escala de 1 mês. O Brasil está 
dividido por biomas. 

 

Na escala de 3 meses, com os resultados apresentados na Figura 14, o número de 

bacias com tendências negativas de SPI é de 364, um aumento de quase 150% em relação 
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à SPI1, porém o número de bacias com tendências positivas dobrou. A bacia com menor 

tendência de SPI3 é a do rio Paraguai, no Pantanal, com o valor de -0,0039/ano. Dentre 

as bacias com tendência positiva, a Amazônia apresentou 54% delas, porém a de maior 

aumento localiza-se na Caatinga, no valor de 0,0028/ano, na bacia do rio Paraíba, na 

região hidrográfica Atlântico Nordeste Oriental. Para as tendências de SPEI3, 471 bacias 

apresentaram tendências significativas, sendo 453 delas negativas, cerca de 62% das 

bacias do banco de dados. A tendência negativa mais intensa de SPEI3 localiza-se no 

Pantanal com um declínio ao longo do tempo no valor de -0,0047. O número de bacias 

com tendência positiva também aumentou para SPEI3 em função da escala de 1 mês, com 

18 bacias nesta condição, distribuídas igualmente na Amazônia, Caatinga e Mata 

Atlântica. Para SSI3, 400 bacias apresentaram tendências negativas e 81 positivas. Assim 

como nos resultados obtidos com SSI1, a bacia do São Francisco apresentou as tendências 

negativas de maior intensidade para SSI3, sendo 73% das 30 menores tendências 

localizadas em sub-bacias nesta região hidrográfica, incluindo a de menor valor (-

0,0073/ano), localizada na bacia do Rio Formoso. Quanto às tendências positivas, o maior 

aumento de SSI3, no valor de 0,0073/ano, localiza-se em uma sub-bacia do rio Mearim, 

na região hidrográfica Atlântico Nordeste Ocidental, na Amazônia. 

A Figura 15 apresenta os resultados da análise de tendências para os índices de seca 

na escala de 6 meses. A quantidade de bacias com tendências negativas de SPI6 é 354, 

sendo a bacia com diminuição mais intensa, assim como para SPI3, localizada no 

Pantanal, com a tendência de -0,0047/ano. Foram detectadas 34 bacias com tendências 

positivas de SPI na escala de 6 meses, sendo elas distribuídas da seguinte forma: 15 na 

Amazônia, 12 na Mata Atlântica e 7 na Caatinga. A maior tendência de SPI6 foi de 

0,0030/ano, na mesma bacia com maior tendência de SPI3. Se tratando de SPEI na escala 

de 6 meses, a menor tendência, da mesma forma que SPEI3, localiza-se na bacia do rio  
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Figura 14. Tendência dos índices SPI, SPEI e SSI na escala de 3 meses. O Brasil está 
dividido por biomas. 

 

Paraguai, no Pantanal, que apresentou uma variação -0,0056/ano. Outras 442 bacias 

também apresentaram tendências negativas, sendo 207 delas localizadas no Cerrado. 31 

bacias apresentaram tendências positivas significativas, com 5 bacias na Caatinga, 12 na 

Mata Atlântica e 14 na Amazônia, onde está a maior tendência (0,0029/ano). As 

tendências significativas para seca hidrológica na escala de 6 meses foram detectadas de 

forma negativa em 402 bacias e 101 bacias com aumento de SSI. Assim como para SSI1 

e SSI3, a bacia do São Francisco apresentou as sub-bacias com as reduções mais 

acentuadas de SSI6 durante a série histórica, com a de menor valor sendo -0,0077/ano. A 

maior tendência de SSI na escala de 6 meses localiza-se na mesma bacia que a de 

incremento mais intenso de SSI3, porém com um valor ligeiramente abaixo (0,0070/ano). 

A Figura 15 apresenta os resultados da análise de tendências para os índices de seca 

na escala de 6 meses. A quantidade de bacias com tendências negativas de SPI6 é 354, 

sendo a bacia com diminuição mais intensa, assim como para SPI3, localizada no 

Pantanal, com a tendência de -0,0047/ano. Foram detectadas 34 bacias com tendências 
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positivas de SPI na escala de 6 meses, sendo elas distribuídas da seguinte forma: 15 na 

Amazônia, 12 na Mata Atlântica e 7 na Caatinga. A maior tendência de SPI6 foi de 

0,0030/ano, na mesma bacia com maior tendência de SPI3. Se tratando de SPEI na escala 

de 6 meses, a menor tendência, da mesma forma que SPEI3, localiza-se na bacia do rio 

Paraguai, no Pantanal, que apresentou uma variação -0,0056/ano. Outras 442 bacias 

também apresentaram tendências negativas, sendo 207 delas localizadas no Cerrado. 31 

bacias apresentaram tendências positivas significativas, com 5 bacias na Caatinga, 12 na 

Mata Atlântica e 14 na Amazônia, onde está a maior tendência (0,0029/ano). As 

tendências significativas para seca hidrológica na escala de 6 meses foram detectadas de 

forma negativa em 402 bacias e 101 bacias com aumento de SSI. Assim como para SSI1 

e SSI3, a bacia do São Francisco apresentou as sub-bacias com as reduções mais 

acentuadas de SSI6 durante a série histórica, com a de menor valor sendo -0,0077/ano. A 

maior tendência de SSI na escala de 6 meses localiza-se na mesma bacia que a de 

incremento mais intenso de SSI3, porém com um valor ligeiramente abaixo (0,0070/ano). 

 

 

Figura 15. Tendência dos índices SPI, SPEI e SSI na escala de 6 meses. O Brasil está 
dividido por biomas. 
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No que se refere à escala de 12 meses (Figura 16), o número de bacias com 

tendências significativas para SPI aumentou quando comparado com a escala de 6 meses, 

apresentando um total de 375 bacias com tendências negativas e 56 positivas. Dentre as 

bacias com diminuição de SPI, a bacia do rio Paraguai também apresenta a menor 

tendência (-0,0057/ano). Os demais biomas apresentam a seguinte distribuição: 162 na 

Mata Atlântica, 157 no Cerrado, 39 na Amazônia, 10 na Caatinga e 6 no Pampa. Cerca 

de 72% das bacias localizadas no Cerrado apresentam tendências negativas de SPI12. 

Para as tendências positivas, a maioria se localiza na Mata Atlântica (48%) e na Amazônia 

(30%), bioma em que localizam as 3 maiores tendências, entre 0,0034 e 0,0037/ano. Para 

SPEI na escala de 12 meses, 464 bacias apresentaram diminuição do índice ao longo da 

série histórica e 39 apresentaram aumento. Dentre as bacias de tendência negativa, a 

maioria localiza-se na Mata Atlântica (211 bacias), seguida do Cerrado (189 bacias). A 

tendência negativa de maior intensidade é na mesma bacia que para SPEI6, localizada no 

Pantanal, porém com uma diminuição mais acentuada, no valor de -0,0066/ano. As bacias 

com tendência positiva localizam-se em apenas 3 biomas, sendo eles a Mata Atlântica, 

com 17 bacias, a Amazônia, com 15 bacias e onde está presente o maior valor (0,0037), 

e a Caatinga, com 7 bacias. Em relação ao índice de seca hidrológica na escala de 12 

meses, 402 bacias apresentaram tendências de diminuição e 111 bacias com aumento de 

SSI ao longo do tempo. Assim como nas demais escalas de SSI, as tendências negativas 

de maior intensidade se localizam em sub-bacias do rio São Francisco, sendo que 19 das 

20 menores tendências, entre -0,0066 a -0,0083/ano, se localizam nesta região 

hidrográfica, e a que, dentre estas, não se localiza nesta região é a bacia do rio Tietê, 

localizado na Mata Atlântica, na bacia do rio Paraná. Quanto às tendências positivas, 

todos os biomas, exceto o Pantanal, apresentam bacias com aumento de SSI12 ao longo 
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do tempo, de forma que a maior tendência, no valor de 0,0069/ano, se localiza também 

na bacia do rio Mearim, na Amazônia. 

 

 

Figura 16. Tendência dos índices SPI, SPEI e SSI na escala de 12 meses. O Brasil 
está dividido por biomas. 

 

Abaixo, a Figura 17 apresenta as tendências para SPI24, SPEI24 e SSI24. Para SPI 

na escala de 24 meses, o número de bacias com tendência negativa significativas 

aumentou em cerca de 25% em relação aos resultados de SPI12, apresentando um total 

de 470 bacias com diminuição de SPI24, todavia, o número de bacias com tendência de 

aumento do índice foi superior proporcionalmente, tendo um acréscimo de 32% no total 

quando comparada à escala de 12 meses, totalizando 74 bacias. Proporcionalmente, em 

relação ao total de bacias por bioma, a Caatinga foi a região a apresentar o menor número 

de bacias com tendências negativas de SPI24, presente em apenas 26% de suas bacias. 

Nos demais biomas, a detecção de tendências negativas passou de 50% das bacias em 

cada um deles. A bacia com decréscimo de SPI24 mais intenso, assim como em outras 

escalas de tempo, é a do rio Paraguai, no Pantanal, apresentando a tendência de  
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Figura 17. Tendência dos índices SPI, SPEI e SSI na escala de 24 meses. O Brasil 
está dividido por biomas. 

 

-0,0074/ano. Já as tendências positivas de SPI na escala de 24 meses se concentram na 

Mata Atlântica (28 bacias) e Amazônia (24 bacias), bioma no qual se localiza a bacia de 

maior tendência (0,0053/ano), na região hidrográfica do rio Amazonas. No que se refere 

à SPEI24, 533 bacias apresentaram tendências negativas, o que representa quase 3/4 do 

total de bacias do banco de dados e também um aumento de aproximadamente 15% do 

número de bacias com tendências negativas em relação à escala de 12 meses do mesmo 

índice. A bacia localizada no Pantanal apresentou a tendência mais intensa dentre os 

resultados de SPEI, com uma tendência detectada de -0,0082/ano. Já em relação às 

tendências de aumento, houve pouca variação quando comparado a SPEI12, resultando 

em 41 bacias com tendências positivas detectadas, de forma que a distribuição delas é: 17 

na Mata Atlântica, 16 na Amazônia e 8 na Caatinga. A maior tendência de aumento foi 

encontrada na mesma bacia que para SPEI, na Amazônia, no valor de 0,0052/ano. Quanto 

à seca hidrológica na escala de 24 meses, o número de bacias com tendências 

significativas totalizou 581, sendo 470 negativas e 111 positivas. Assim como para SSI12, 
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as menores tendências se localizam na bacia do rio São Francisco, porém ao invés de 19 

entre as 20 bacias de declínio mais intenso, são 18 na escala de 24 meses. Estas 20 

tendências negativas mais acentuadas variam entre -0,0078 e -0,0090 A bacia do rio Tietê 

apresenta também nesta escala tendência de SSI entre as 20 menores, porém a bacia 

localizada no Pantanal aparece dentre elas nesta escala. A bacia de menor tendência é a 

do rio Formoso, que em todas as escalas de SSI esteve entre as 2 menores tendências 

durante a série histórica. Para as tendências positivas de SSI24, a maior tendência 

manteve-se na mesma bacia que para a escala de 12 meses, no rio Mearim, na Amazônia. 

 

4.4. Análise de correlação cruzada entre os índices de seca 

A fim de avaliar a propagação da seca e possibilidade de previsão de eventos de 

seca hidrológica, foram escolhidas 3 bacias com base nos resultados obtidos através da 

análise de tendência dos índices de seca. As bacias escolhidas foram a bacia do rio 

Madeira, localizada na Amazônia, região hidrográfica do rio Amazonas (código ANA: 

15700000), a bacia do rio Formoso, localizada no Cerrado, na região hidrográfica do São 

Francisco (código ANA: 45880000), e a bacia do rio Paraguai, sendo a única bacia 

localizada no Pantanal dentro da base de dados utilizada (ANA: 67100000). Tal escolha 

foi feita baseada na observação de constância destas bacias entre as menores tendências 

detectadas para todas as escalas de tempo, de forma que a bacia do rio Paraguai 

apresentou decréscimos intensos nos 3 índices, a bacia da Amazônia apresentou 

decréscimo intenso de SPI e SPEI e a bacia localizada na região do rio São Francisco 

indicou um declínio agudo do índice de seca hidrológica. A Tabela 7 apresenta um resumo 

dos resultados obtidos pela análise de tendência nas 3 bacias. 
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Tabela 7. Tendências, em ano-1, para SPI, SPEI e SSI para as bacias hidrográficas 
selecionadas para avaliar propagação e previsão dos eventos de seca. 

  Bacia 

Índice 
Escala 

(meses) 

Rio Madeira 

(Amazônia) 

Rio Formoso 

(Cerrado) 

Rio Paraguai 

(Pantanal) 

SPI 

1 -0,0020 Sem tendência -0,0024 

3 -0,0035 -0,0014 -0,0039 

6 -0,0041 -0,0017 -0,0047 

12 -0,0048 -0,0024 -0,0057 

24 -0,0058 -0,0039 -0,0074 

SPEI 

1 -0,0025 -0,0019 -0,0030 

3 -0,0041 -0,0029 -0,0047 

6 -0,0048 -0,0029 -0,0056 

12 -0,0059 -0,0040 -0,0066 

24 -0,0068 -0,0057 -0,0082 

SSI 

1 -0,0033 -0,0069 -0,0050 

3 -0,0036 -0,0073 -0,0052 

6 -0,0037 -0,0076 -0,0057 

12 -0,0039 -0,0083 -0,0066 

24 -0,0056 -0,0090 -0,0081 

 

A Tabela 8 apresenta o maior coeficiente de correlação encontrado na análise 

correlação cruzada entre os índices para a bacia do rio Madeira, na Amazônia. Nota-se 

que há uma correlação próxima de 1,0 quando comparados SPI e SPEI de mesma escala 

de tempo e sem atraso entre eles, indicando que, mesmo utilizando uma variável a mais 

para estimar SPEI, é possível verificar comportamentos semelhantes entre os índices de 

mesma escala no mesmo período de análise. Todavia, se tratando da comparação entre 

SPI e SSI, observa-se que a maior correlação entre os índices em diferentes escalas de 

tempo foi com ambos no acumulado de 24 meses, apresentando um coeficiente de 

correlação de 0,687 para o atraso de 5 meses entre os índices. Tal comportamento entre 

as variáveis indicam comportamentos discrepantes entre elas, de forma que a reação de 

SSI não aparenta ter tanta influência apenas da variação da chuva. Para a análise entre 

SPEI e SSI na bacia, os resultados apresentaram maiores coeficientes de correlação 

quando comparados com as correlações entre SPI e o índice de seca hidrológica. O 

coeficiente de correlação entre SPEI24 e SSI24 foi o maior encontrado nas comparações 

com SSI, apontando um valor de 0,721 para o um atraso de 4 meses entre as variáveis. É 
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possível observar também as semelhanças entre as comparações SPIxSSI e SPEIxSSI se 

tratando do atraso com maior coeficiente para cada escala de tempo, apresentando atraso 

idênticos na maioria deles, exceto para SSI6, 12 e 24 com os índices de seca 

meteorológica na escala de 24 meses. 

 

Tabela 8. Coeficientes de correlação cruzada, com o atraso correspondente em 
parênteses entre os índices de seca, apresentando as comparações SPIxSPEI, 
SPIxSSI, SPEIxSSI em todas as escalas para a bacia do rio Madeira, na Amazônia. Os 
valores acima de 0,700 foram destacados em negrito. 

Índice SPI1 SPI3 SPI6 SPI12 SPI24 

SPEI1 0,988 (0) 0,674 (0) 0,480 (0) 0,333 (0) 0,307 (0) 

SPEI3 0,655 (2) 0,986 (0) 0,765 (0) 0,528 (0) 0,479 (0) 

SPEI6 0,535 (3) 0,794 (2) 0,987 (0) 0,733 (0) 0,614 (0) 

SPEI12 0,379 (6) 0,571 (4) 0,753 (3) 0,985 (0) 0,800 (0) 

SPEI24 0,281 (0) 0,425 (0) 0,539 (0) 0,754 (12) 0.941 (0) 

      

Índice SPI1 SPI3 SPI6 SPI12 SPI24 

SSI1 0,383 (1) 0,546 (1) 0,512 (1) 0,440 (0) 0,461 (1) 

SSI3 0,383 (3) 0,549 (3) 0,595 (2) 0,483 (1) 0,499 (1) 

SSI6 0,365 (6) 0,531 (5) 0,610 (3) 0,555 (1) 0,546 (2) 

SSI12 0,282 (10) 0,432 (9) 0,559 (7) 0,635 (4) 0,626 (5) 

SSI24 0,210 (8) 0,320 (7) 0,394 (5) 0,518 (12) 0,687 (5) 

      

Índice SPEI1 SPEI3 SPEI6 SPEI12 SPEI24 

SSI1 0,414 (1) 0,574 (1) 0,601 (1) 0,486 (0) 0,445 (1) 

SSI3 0,419 (3) 0,572 (3) 0,631 (2) 0,535 (1) 0,478 (1) 

SSI6 0,387 (6) 0,582 (5) 0,658 (3) 0,608 (1) 0,532 (1) 

SSI12 0,311 (10) 0,474 (9) 0,616 (7) 0,701 (4) 0,626 (4) 

SSI24 0,230 (8) 0,349 (7) 0,442 (5) 0,587 (12) 0,721 (4) 

 

Quanto à análise de correlação cruzada dentre os índices de seca na bacia do rio 

Formoso, na bacia do São Francisco, no Cerrado (Tabela 9), a principal diferença quando 

comparado aos resultados da bacia da Amazônia é a falta de correlação de SPI1 e SPI3 

com SPEI nas diferentes escalas de tempo. Enquanto a correlação de SPI nas escalas de 

6, 12 e 24 se assemelha ao que foi encontrado para a bacia do rio Madeira, a baixa 

correlação das escalas de tempo menores indica um impacto diferente quando 

considerada a evapotranspiração de referência na estimativa de eventos de seca nas 

escalas de 1, principalmente, e 3 meses para bacias com características semelhantes. 

Quando comparado SPI com o índice de seca hidrológica, notam-se baixas correlações  
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Tabela 9. Coeficientes de correlação cruzada, com o atraso correspondente em 
parênteses entre os índices de seca, apresentando as comparações SPIxSPEI, 
SPIxSSI, SPEIxSSI em todas as escalas para a bacia do rio Formoso, no Cerrado. Os 
valores acima de 0,700 foram destacados em negrito. 

Índice SPI1 SPI3 SPI6 SPI12 SPI24 

SPEI1 0,462 (0) 0,275 (0) 0,164 (0) 0,136 (0) 0,078 (0) 

SPEI3 0,329 (0) 0,469 (0) 0,300 (0) 0,251 (0) 0,185 (0) 

SPEI6 0,400 (5) 0,644 (3) 0,959 (0) 0,634 (0) 0,436 (0) 

SPEI12 0,264 (1) 0,436 (8) 0,618 (6) 0,962 (0) 0,657 (0) 

SPEI24 0,194 (11) 0,303 (11) 0,366 (11) 0,611 (12) 0,963 (0) 

      

Índice SPI1 SPI3 SPI6 SPI12 SPI24 

SSI1 0,409 (0) 0,478 (0) 0,483 (0) 0,567 (0) 0,608 (0) 

SSI3 0,307 (2) 0,461 (1) 0,501 (0) 0,595 (0) 0,658 (0) 

SSI6 0,268 (5) 0,380 (3) 0,501 (1) 0,597 (0) 0,670 (0) 

SSI12 0,169 (11) 0,280 (9) 0,386 (6) 0,553 (1) 0,670 (1) 

SSI24 0,113 (12) 0,155 (12) 0,193 (12) 0,377 (12) 0,618 (11) 

      

Índice SPEI1 SPEI3 SPEI6 SPEI12 SPEI24 

SSI1 0,262 (0) 0,346 (0) 0,560 (0) 0,665 (0) 0,689 (0) 

SSI3 0,195 (2) 0,332 (1) 0,586 (0) 0,697 (0) 0,748 (0) 

SSI6 0,169 (5) 0,290 (4) 0,586 (1) 0,701 (0) 0,769 (0) 

SSI12 0,131 (11) 0,246 (10) 0,486 (6) 0,669 (1) 0,784 (0) 

SSI24 0,093 (12) 0,206 (12) 0,310 (12) 0,527 (12) 0,750 (5) 

 

entre eles em todas as escalas de tempo, da mesma forma que para a bacia da Amazônia. 

A comparação de SPI24 com todas as escalas de SSI apresentaram correlações acima de 

0,6, sendo a escala de SPI que apresentou as maiores correlações em relação à SSI. A 

maior correlação considerando SPIxSSI foi 0,670, porém para 2 comparações distintas, 

sendo elas SPI24xSSI6, sem atraso, e SPI24XSSI12, com atraso de 1 mês. Comparando 

SPEI e SSI, as correlações com SPEI12 e SPEI24 apresentaram valores acima do que as 

comparações SPIxSSI, notando-se, assim como na bacia da Amazônia, uma influência 

maior das demais variáveis meteorológicas no comportamento da seca hidrológica. As 

maiores correlações quando comparando SPEI e SSI foram detectadas com o índice de 

seca meteorológica na escala de 24 meses, sendo a relação com SSI12 a de valor mais 

intenso, porém apenas na comparação SPEI24xSSI24 a maior correlação apresentou 

atraso, sendo este de 5 meses. 
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Tabela 10. Coeficientes de correlação cruzada, com o atraso correspondente em 
parênteses entre os índices de seca, apresentando as comparações SPIxSPEI, 
SPIxSSI, SPEIxSSI em todas as escalas para a bacia do rio Paraguai, no Pantanal. Os 
valores acima de 0,700 foram destacados em negrito. 

Índice SPI1 SPI3 SPI6 SPI12 SPI24 

SPEI1 0,959 (0) 0,631 (0) 0,497 (0) 0,368 (0) 0,360 (0) 

SPEI3 0,624 (1) 0,980 (0) 0,763 (0) 0,563 (0) 0,557 (0) 

SPEI6 0,468 (4) 0,751 (3) 0,984 (0) 0,767 (0) 0,699 (0) 

SPEI12 0,363 (7) 0,571 (5) 0,738 (2) 0,948 (0) 0,817 (0) 

SPEI24 0,317 (2) 0,499 (0) 0,642 (0) 0,817 (12) 0,986 (0) 

      

Índice SPI1 SPI3 SPI6 SPI12 SPI24 

SSI1 0,311 (3) 0,513 (3) 0,688 (1) 0,759 (0) 0,628 (0) 

SSI3 0,333 (5) 0,538 (4) 0,722 (3) 0,795 (1) 0,665 (1) 

SSI6 0,337 (6) 0,536 (6) 0,714 (5) 0,815 (3) 0,699 (2) 

SSI12 0,306 (11) 0,491 (10) 0,664 (9) 0,809 (6) 0,759 (3) 

SSI24 0,229 (10) 0,378 (9) 0,522 (10) 0,736 (12) 0,870 (6) 

      

Índice SPEI1 SPEI3 SPEI6 SPEI12 SPEI24 

SSI1 0,345 (3) 0,543 (3) 0,707 (1) 0,733 (0) 0,630 (0) 

SSI3 0,367 (4) 0,574 (3) 0,736 (3) 0,767 (1) 0,667 (1) 

SSI6 0,374 (6) 0,576 (5) 0,737 (5) 0,786 (3) 0,704 (2) 

SSI12 0,349 (11) 0,542 (9) 0,701 (9) 0,790 (6) 0,772 (2) 

SSI24 0,279 (10) 0,435 (9) 0,580 (8) 0,742 (12) 0,890 (5) 

 

As correlações cruzadas entre os índices de seca na bacia do Pantanal (Tabela 10) 

apresentaram, especialmente nas comparações com SSI, valores acima dos que foram 

encontrados nas outras bacias analisadas, demonstrando um efeito maior da seca 

meteorológica na seca hidrológica. Valores próximos a 1,0 foram encontrados nas 

comparações SPIxSPEI em todas as escalas de tempo, com os maiores valores sem atraso 

entre as variáveis, refletindo, assim como na bacia do rio Madeira, comportamentos 

semelhantes entre SPI e SPEI. Quando comparado SPI e SSI na bacia do rio Paraguai, 

nota-se os maiores valores de correlação para SPI6, SPI12 e SPI24, principalmente na 

escala de 12 meses da seca meteorológica, que apresentou correlação acima 0,73 com 

todas as escalas de SSI. Todavia, a maior correlação entre estes índices é com ambos na 

escala de 24 meses, que apresentou o valor de 0,870 para um atraso de 6 meses entre SPI 

e SSI. Para SPEI e SSI, a análise de correlação cruzada apresentou resultados semelhantes 

à comparação SPIxSSI, inclusive quando comparado ambos índices de seca 
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meteorológica na escala de 12 meses com SSI, de forma que as maiores correlações foram 

encontradas para o mesmo atraso em cada escala de tempo do índice de seca hidrológica. 

A bacia localizada no Pantanal também apresentou a maior correlação entre um índice de 

seca meteorológica com SSI dentre as 3 bacias analisadas, na comparação SPEI24 com 

SSI24, apresentando 0,890 para um atraso de 5 meses. 

 

4.5. Estimativas de SSI utilizando métodos de machine learning 

• Rio Madeira (Amazônia) 

Conforme o resultado obtido pela análise de correlação cruzada entre os índices de 

seca na bacia do rio Madeira, notou-se que os índices de seca meteorológica na escala de 

24 meses apresentaram maior correlação com SSI nas diferentes escalas de tempo, 

portanto decidiu-se utilizar a escala de 24 meses para o acumulado de chuva e 

evapotranspiração de referência usados como entrada para gerar os modelos utilizando 

machine learning. A Figura 18 apresenta o comparativo entre os índices de seca 

meteorológica na escala de 24 meses e os índices hidrológicos, tanto sem atraso quanto 

com o atraso ideal conforme a Tabela 8 considerando a maior correlação com SPEI24. 

É possível observar que para a escala de 1 mês (Figura 19) os modelos não 

apresentaram estimativas de SSI que indicassem valores que se aproximassem dos índices 

observados. Embora o atraso ideal seja de apenas 1 mês entre as variáveis P e ETo e o 

índice de seca hidrológica, os parâmetros estatísticos (Tabela 11) indicaram resultados 

mais favoráveis para os modelos calculados sem atraso. Dentre os métodos de machine 

learning utilizados, o SVM sem atraso foi o que apresentou os melhores resultados de 

forma geral, apresentando os menores valores de erro e maior correlação. 
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Figura 18. Comparativo entre SPI24 e SPEI24 com SSI em diversas escalas a) sem 
atraso e b) com atraso conforme a comparação SPEIxSSI da Tabela 8 para a bacia do 

rio Madeira, na Amazônia. 

 

 

Figura 19. Estimativas de SSI1 a) sem atraso e b) com atraso de 1 mês utilizando 
acumulado de 24 meses de P e ETo como entradas para a bacia do rio Madeira, na 

Amazônia, usando os métodos SVM, GEP e ANN respectivamente. 
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Tabela 11. Parâmetros estatísticos entre as estimativas de SSI1 obtidas utilizando, 
respectivamente, SVM, GEP e ANN e os valores observados para a bacia do rio 
Madeira, na Amazônia. 

Sem atraso 

 SVM GEP ANN 

r 0,578 0,526 0,522 

RMSE 0,758 0,796 0,795 

RAE 0,811 0,873 0,870 

MAE 0,604 0,650 0,648 

    

Com atraso (1 mês) 

 SVM GEP ANN 

r 0,444 0,376 0,859 

RMSE 0,798 0,901 0,918 

RAE 0,875 0,901 0,918 

MAE 0,608 0,626 0,638 

 

Para a escala de 3 meses (Figura 20 e Tabela 12), os resultados obtidos foram 

semelhantes ao de 1 mês para a bacia do rio Madeira, inclusive considerando a 

comparação dos modelos com ou sem atraso ideal. Os modelos não apresentaram 

resultados similares ao SSI3 observado. O modelo de melhores resultados, assim como 

para 1 mês, foi o SVM sem atraso, porém com valores menos favoráveis em relação à 

erros e r. 

 

Tabela 12. Parâmetros estatísticos entre as estimativas de SSI3 obtidas utilizando, 
respectivamente, SVM, GEP e ANN e os valores observados para a bacia do rio 
Madeira, na Amazônia. 

Sem atraso 

 SVM GEP ANN 

r 0,564 0,499 0,464 

RMSE 0,783 0,835 0,852 

RAE 0,865 0,934 0,952 

MAE 0,635 0,685 0,698 

    

Com atraso (1 mês) 

 SVM GEP ANN 

r 0,555 0,485 0,425 

RMSE 0,796 0,833 0,895 

RAE 0,861 0,904 0,937 

MAE 0,646 0,678 0,703 
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Figura 20. Estimativas de SSI3 a) sem atraso e b) com atraso de 1 mês utilizando 
acumulado de 24 meses de P e ETo como entradas para a bacia do rio Madeira, na 
Amazônia, usando os métodos SVM, GEP e ANN respectivamente. 

 

Assim como nas escalas de 1 e 3 meses, as estimativas de SSI6 utilizando machine 

learning (Figura 21) não apresentaram valores condizentes com os índices observados. O 

modelo que apresentou os melhores parâmetros estatísticos, expostos na Tabela 13, foi o 

SVM, assim como nas escalas de tempo menores, porém com o atraso de 1 mês entre as 

variáveis de entrada e SSI. Todavia, quando comparado com os resultados de escala 1 e 

3 meses, os resultados dos modelos para SSI6 apresentaram performances estatísticas 

piores, mesmo a comparação SPEI24xSSI6 apresentando resultados de correlação 

cruzada ligeiramente acima do que as comparações de SPEI24 com SSI1 e SSI3. 

Os resultados de estimativa de SSI12 com chuva e ETo acumulados em 24 meses 

(Figura 22) apresentaram parâmetros estatísticos (Tabela 14) com melhor performance do 

que quando comparado com os valores estimados de SSI em escalas menores, porém é 

possível observar que os erros calculados ainda indiquem que os valores estimados não 

se aproximam tanto dos observados. Embora o atraso de maior correlação na comparação 

SPEI24xSSI12 seja de 4 meses, o modelo utilizando machine learning com maior 
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Figura 21. Estimativas de SSI6 a) sem atraso e b) com atraso de 1 mês utilizando 
acumulado de 24 meses de P e ETo como entradas para a bacia do rio Madeira, na 
Amazônia, usando os métodos SVM, GEP e ANN respectivamente. 

 

Tabela 13. Parâmetros estatísticos entre as estimativas de SSI6 obtidas utilizando, 
respectivamente, SVM, GEP e ANN e os valores observados para a bacia do rio 
Madeira, na Amazônia. 

Sem atraso 

 SVM GEP ANN 

r 0,516 0,476 0,443 

RMSE 0,886 0,979 0,994 

RAE 0,948 0,979 1,062 

MAE 0,716 0,739 0,802 

    

Com atraso (1 mês) 

 SVM GEP ANN 

r 0,554 0,521 0,451 

RMSE 0,855 0,873 0,895 

RAE 0,920 0,948 0,948 

MAE 0,715 0,737 0,737 

 

correlação foi o SVM sem atraso. Entretanto, o modelo com os menores erros encontrados 

é o SVM com o atraso de 4 meses. 
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Figura 22. Estimativas de SSI12 a) sem atraso e b) com atraso de 4 meses utilizando 
acumulado de 24 meses de P e ETo como entradas para a bacia do rio Madeira, na 

Amazônia, usando os métodos SVM, GEP e ANN respectivamente. 

 

Tabela 14. Parâmetros estatísticos entre as estimativas de SSI12 obtidas utilizando, 
respectivamente, SVM, GEP e ANN e os valores observados para a bacia do rio 
Madeira, na Amazônia. 

Sem atraso 

 SVM GEP ANN 

r 0,633 0,565 0,553 

RMSE 0,755 0,789 0,817 

RAE 0,831 0,867 0,916 

MAE 0,618 0,645 0,681 

    

Com atraso (4 meses) 

 SVM GEP ANN 

r 0,618 0,577 0,552 

RMSE 0,733 0,754 0,811 

RAE 0,822 0,845 0,919 

MAE 0,614 0,632 0,687 

 

Os resultados obtidos para o SSI na escala de 24 meses, apresentados na Figura 23, 

foram os melhores apresentados para os dados da bacia do rio Madeira. A diferença entre 

as estimativas utilizando um atraso de 4 meses entre as variáveis de entrada e SSI24 e 

sem levar em consideração uma diferença de tempo é mais notável do que nas outras 

escalas de tempo. O modelo de melhor resultado (Tabela 15), de forma geral para estimar 
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SSI na bacia, foi o SVM com atraso de 4 meses, que apresentou tanto o maior coeficiente 

de correlação quanto os menores erros quando comparados os valores estimados e 

observados do índice. 

 

 

Figura 23. Estimativas de SSI24 a) sem atraso e b) com atraso de 4 meses utilizando 
acumulado de 24 meses de P e ETo como entradas para a bacia do rio Madeira, na 

Amazônia, usando os métodos SVM, GEP e ANN respectivamente. 

 

Tabela 15. Parâmetros estatísticos entre as estimativas de SSI24 obtidas utilizando, 
respectivamente, SVM, GEP e ANN e os valores observados para a bacia do rio 
Madeira, na Amazônia. 

Sem atraso 

 SVM GEP ANN 

r 0,722 0,636 0,631 

RMSE 0,633 0,729 0,722 

RAE 0,767 0,895 0,896 

MAE 0,511 0,596 0,596 

    

Com atraso (4 meses) 

 SVM GEP ANN 

r 0,759 0,692 0,669 

RMSE 0,605 0,698 0,834 

RAE 0,708 0,850 0,994 

MAE 0,477 0,572 0,669 
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• Rio Formoso (Cerrado) 

Para a bacia do rio Formoso, na região hidrográfica do São Francisco, no bioma 

Cerrado, os resultados obtidos com os valores de correlação cruzada indicaram maiores 

correlações de SSI em diversas escalas com os índices de seca meteorológica na escala 

de 24 meses. Portanto, assim como foi utilizado para treinar e validar os modelos da bacia 

do rio Madeira, utilizou-se como entradas P e ETo acumulados por um período de 2 anos. 

A figura abaixo (Figura 24) apresenta a distribuição de SPI e SPEI na escala de 24 meses 

e de SSI em todas as escalas de tempo analisadas, tanto com quanto sem o atraso de maior 

correlação encontrado com SPEI24 (Tabela 9). Por haver apenas uma escala de tempo do 

índice de seca hidrológica que apresentou o maior coeficiente de correlação com atraso, 

todos os índices SSI, exceto para 24 meses, foram testados sem atraso. 

 

 

Figura 24. Comparativo entre SPI24 e SPEI24 com SSI em diversas escalas a) sem 
atraso e b) com atraso conforme a comparação SPEIxSSI da Tabela 9 para a bacia do 

rio Formoso, no Cerrado. 
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Para SSI1 (Figura 25), nota-se graficamente a diferença entre os resultados obtidos 

na bacia do rio Madeira (Figura 19) e a bacia do Cerrado. Os parâmetros estatísticos 

encontrados, apresentados na Tabela 16, indicam que o método gene expression 

programming apresentou o maior coeficiente de correlação, porém os menores erros 

foram detectados com o método support vector machine. Os coeficientes de correlação 

em todos os modelos estão mais próximos de 0,5 do que 1,0, porém é possível observar 

os valores residuais mais próximos da linha 1:1 para esta bacia do que para a bacia da 

Amazônia na mesma escala de SSI. 

 

 

Figura 25. Estimativas de SSI1 sem atraso utilizando acumulado de 24 meses de P e 
ETo como entradas para a bacia do rio Formoso, no Cerrado, usando os métodos 

SVM, GEP e ANN respectivamente. 

 

Tabela 16. Parâmetros estatísticos entre as estimativas de SSI1 obtidas utilizando, 
respectivamente, SVM, GEP e ANN e os valores observados para a bacia do rio 
Formoso, no Cerrado. 

 SVM GEP ANN 

r 0,640 0,650 0,529 

RMSE 0,643 0,636 0,728 

RAE 0,491 0,773 0,879 

MAE 0,491 0,506 0,567 

 

Os modelos gerados utilizando SSI3 (Figura 26) apresentaram parâmetros 

estatísticos indicando melhor desempenho do que os resultados encontrados para SSI1 na 

bacia do rio Formoso. Os modelos treinados com SVM e GEP apresentaram os melhores 

resultados (Tabela 17) para esta escala de tempo, sendo que as estimativas geradas com 
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support vector machine apresentaram menores erros e maior correlação nas estimativas 

de SSI3 quando comparadas com os valores observados. É possível notar uma dispersão 

maior dos valores estimados no modelo gerado por ANN do que nos demais. 

 

 

Figura 26. Estimativas de SSI3 sem atraso utilizando acumulado de 24 meses de P e 
ETo como entradas para a bacia do rio Formoso, no Cerrado, usando os métodos SVM, 
GEP e ANN respectivamente. 

 

Tabela 17. Parâmetros estatísticos entre as estimativas de SSI3 obtidas utilizando, 
respectivamente, SVM, GEP e ANN e os valores observados para a bacia do rio 
Formoso, no Cerrado. 

 SVM GEP ANN 

r 0,744 0,713 0,644 

RMSE 0,555 0,582 0,649 

RAE 0,649 0,700 0,756 

MAE 0,439 0,474 0,516 

 

Para a escala de 6 meses, apresentados na Figura 27 e Tabela 18, os resultados 

obtidos por SVM superaram a performance do mesmo método na estimativa de SSI3, de 

forma que os erros foram menores e o coeficiente de correlação apresentou valor superior, 

mais próximo de 1,0 do que 0,5 nesta escala. É possível notar que o modelo treinado com 

GEP apresentou estimativas de SSI6 negativo próximas dos valores observados, porém, 

houve uma subestimativa dos índices mais elevados. Já o modelo gerado com artificial 

neural networks não apresentou resultados de mesmo desempenho que os demais 

modelos na bacia do Cerrado, assim como nas escalas de tempo menores. 
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Figura 27. Estimativas de SSI6 sem atraso utilizando acumulado de 24 meses de P e 
ETo como entradas para a bacia do rio Formoso, no Cerrado, usando os métodos 

SVM, GEP e ANN respectivamente. 

 

Tabela 18. Parâmetros estatísticos entre as estimativas de SSI6 obtidas utilizando, 
respectivamente, SVM, GEP e ANN e os valores observados para a bacia do rio 
Formoso, no Cerrado. 

 SVM GEP ANN 

r 0,780 0,738 0,692 

RMSE 0,525 0,594 0,637 

RAE 0,616 0,726 0,700 

MAE 0,417 0,491 0,518 

 

Considerando a escala do índice de seca hidrológica com 12 meses (Figura 28 e 

Tabela 19), os parâmetros estatísticos calculados indicaram um melhor desempenho do 

uso de SVM para estimar SSI. Observa-se graficamente que a comparação de valores 

observados e estimados com SVM apresentou uma menor dispersão do que nos resultados 

dos outros modelos, especialmente quando comparado com o que foi gerado com ANN. 

Levando em conta a correlação entre SPEI24 e SSI12 (Tabela 9), tais resultados 

corroboram com o impacto da precipitação e evapotranspiração de referência na seca 

hidrológica, especialmente para os valores mais baixos de SSI, visto que a dispersão 

aumenta conforme o acréscimo dos valores. 
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Figura 28. Estimativas de SSI12 sem atraso utilizando acumulado de 24 meses de P e 
ETo como entradas para a bacia do rio Formoso, no Cerrado, usando os métodos 

SVM, GEP e ANN respectivamente. 

 

Tabela 19. Parâmetros estatísticos entre as estimativas de SSI12 obtidas utilizando, 
respectivamente, SVM, GEP e ANN e os valores observados para a bacia do rio 
Formoso, no Cerrado. 

 SVM GEP ANN 

r 0,843 0,760 0,693 

RMSE 0,461 0,559 0,651 

RAE 0,537 0,638 0,654 

MAE 0,378 0,449 0,505 

 

Para as estimativas de SSI24, expressos na Figura 29 e na Tabela 20, um dos 

resultados obtidos apresentaram os melhores parâmetros estatísticos obtidos usando os 

dados da bacia do rio Formoso e também dentre todos os modelos testados nas bacias 

destacadas. Tal resultado foi obtido utilizando support vector machine para estimar SSI, 

porém sem o atraso de maior correlação cruzada. Embora a análise de correlação cruzada 

(Tabela 9Tabela 19) tenha indicado que a maior correlação na comparação SPEI24xSSI24 

tenha um atraso de 5 meses, a correlação sem atraso apresentou um valor próximo (0,732). 

Os resultados obtidos com SVM, especialmente sem atraso, apresentaram erros bem 

baixos, quando comparados com os demais modelos e até mesmo com os resultados em 

escalas de tempo menores. A correlação do modelo treinado com SVM sem atraso foi 

superior a 0,9, indicando um impacto considerável das variáveis de entrada nos eventos 

de seca na escala de 2 anos. 
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Figura 29. Estimativas de SSI24 a) sem atraso e b) com atraso de 5 meses utilizando 
acumulado de 24 meses de P e ETo como entradas para a bacia do rio Formoso, no 

Cerrado, usando os métodos SVM, GEP e ANN respectivamente. 

 

Tabela 20. Parâmetros estatísticos entre as estimativas de SSI24 obtidas utilizando, 
respectivamente, SVM, GEP e ANN e os valores observados para a bacia do rio 
Formoso, no Cerrado. 

Sem atraso 

 SVM GEP ANN 

r 0,906 0,747 0,632 

RMSE 0,436 0,662 0,758 

RAE 0,385 0,569 0,639 

MAE 0,336 0,498 0,559 

    

Com atraso (5 meses) 

 SVM GEP ANN 

r 0,875 0,715 0,607 

RMSE 0,481 0,661 0,809 

RAE 0,473 0,648 0,834 

MAE 0,384 0,527 0,678 

 

• Rio Paraguai (Pantanal) 

Diferente do que foi encontrado nas outras 2 bacias, a bacia do rio Paraguai, 

localizada no Pantanal, apresentou os melhores resultados de correlação cruzada (Tabela 

10) com os índices de seca na escala de 12 meses ao invés de 24, portanto, foi utilizado 

como entrada os valores de precipitação e evapotranspiração de referência acumulados 
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por um período de 12 meses. Exceto para SSI1, as demais escalas de tempo de SSI 

indicaram maior correlação com atrasos. A Figura 30 apresenta a distribuição dos índices 

ao longo do tempo, tanto com quanto sem o atraso de maior coeficiente de correlação. 

 

 

Figura 30. Comparativo entre SPI12 e SPEI12 com SSI em diversas escalas a) sem 
atraso e b) com atraso conforme a comparação SPEIxSSI da Tabela 10 para a bacia 

do rio Paraguai, no Pantanal. 

 

Na escala de 1 mês (Figura 31), já é possível observar maior correlação entre os 

valores estimados e observados quando comparado com os valores calculados de SSI1 

nas outras bacias analisadas. O modelo de melhor resultado (Tabela 21), tanto com maior 

coeficiente de correlação quanto menores erros, foi treinado utilizando gene expression 

programming, porém os demais modelos apresentaram resultados próximos. É possível 

notar que os valores acima de zero tendem a ser subestimados, porém já se observa o 

impacto de P e ETo na detecção de secas hidrológicas na escala mensal no Pantanal. 
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Figura 31. Estimativas de SSI1 sem atraso utilizando acumulado de 12 meses de P e 
ETo como entradas para a bacia do rio Paraguai, no Pantanal, usando os métodos 

SVM, GEP e ANN respectivamente. 

 

Tabela 21. Parâmetros estatísticos entre as estimativas de SSI1 obtidas utilizando, 
respectivamente, SVM, GEP e ANN e os valores observados para a bacia do rio 
Paraguai, no Pantanal. 

 SVM GEP ANN 

r 0,774 0,801 0,778 

RMSE 0,621 0,595 0,632 

RAE 0,610 0,600 0,628 

MAE 0,483 0,475 0,497 

 

Para estimativas de SSI3 (Figura 32 e Tabela 22), o atraso, mesmo que de 1 mês, 

apresentou diferença na performance dos modelos, sendo o de melhor desempenho, assim 

como para SSI1, o modelo treinado por GEP. Nota-se um aumento do coeficiente de 

correlação em todos os modelos quando se considera o atraso, porém não necessariamente 

uma diminuição nos erros, como observado no comparativo das estimativas obtidas com 

ANN. Todavia, é possível observar graficamente, especialmente com os modelos 

treinados por SVM e GEP, um achatamento dos resultados em torno da linha 1:1 quando 

comparados com as estimativas sem atraso. 
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Figura 32. Estimativas de SSI3 a) sem atraso e b) com atraso de 1 mês utilizando 
acumulado de 12 meses de P e ETo como entradas para a bacia do rio Paraguai, no 

Pantanal, usando os métodos SVM, GEP e ANN respectivamente. 

 

Tabela 22. Parâmetros estatísticos entre as estimativas de SSI3 obtidas utilizando, 
respectivamente, SVM, GEP e ANN e os valores observados para a bacia do rio 
Paraguai, no Pantanal. 

Sem atraso 

 SVM GEP ANN 

r 0.784 0.786 0.778 

RMSE 0.625 0.646 0.646 

RAE 0.587 0.620 0.632 

MAE 0.471 0.497 0.507 

    

Com atraso (1 mês) 

 SVM GEP ANN 

r 0,795 0,823 0,794 

RMSE 0,600 0,557 0,666 

RAE 0,594 0,551 0,652 

MAE 0,470 0,436 0,516 

 

Para a escala de 6 meses, com os resultados apresentados na Figura 33, os 

coeficientes de correlação encontrados nos modelos treinados sem atraso apresentaram 

valores levemente acima do que os computados com atraso, porém, nota-se a diferença 

na dispersão das estimativas de SSI6. A Tabela 23 apresenta os parâmetros estatísticos 

das comparações entre SSI6 observado e estimado. Os modelos sem atraso superestimam 
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os menores valores de SSI e acabam subestimando mais os valores positivos do que 

quando comparados aos modelos treinados com atraso. O modelo de melhor performance, 

considerando apenas coeficiente de correlação, foi utilizando SVM sem atraso, porém, 

considerando os menores erros e a proximidade com a linha 1:1, o modelo usando GEP 

com atraso de 3 meses apresentou parâmetros estatísticos de melhor desempenho. 

 

 

Figura 33. Estimativas de SSI6 a) sem atraso e b) com atraso de 3 meses utilizando 
acumulado de 12 meses de P e ETo como entradas para a bacia do rio Paraguai, no 

Pantanal, usando os métodos SVM, GEP e ANN respectivamente. 

 

Tabela 23. Parâmetros estatísticos entre as estimativas de SSI6 obtidas utilizando, 
respectivamente, SVM, GEP e ANN e os valores observados para a bacia do rio 
Paraguai, no Pantanal. 

Sem atraso 

 SVM GEP ANN 

r 0.842 0.836 0.812 

RMSE 0.585 0.602 0.598 

RAE 0.562 0.558 0.598 

MAE 0.469 0.466 0.499 

    

Com atraso (3 meses) 

 SVM GEP ANN 

r 0,813 0,836 0,811 

RMSE 0,573 0,539 0,580 

RAE 0,561 0,530 0,592 

MAE 0,453 0,428 0,478 
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No que se refere à escala de 12 meses, com os resultados expressos na Figura 34 e 

Tabela 24, é notável a diferença entre os modelos treinados com e sem atraso, 

especialmente no que se refere aos erros e valores mais extremos. Os modelos com atraso 

apresentaram maiores coeficientes de correlação do que as estimativas sem atraso. Os 

métodos support vector machine e gene expression programming com atraso de 6 meses 

apresentaram os parâmetros estatísticos de melhor desempenho, porém, é possível notar 

que o modelo treinado com GEP apresenta resultados com valores mais extremos de 

forma mais satisfatória, próximo da linha 1:1. 

 

 

Figura 34. Estimativas de SSI12 a) sem atraso e b) com atraso de 6 meses utilizando 
acumulado de 12 meses de P e ETo como entradas para a bacia do rio Paraguai, no 

Pantanal, usando os métodos SVM, GEP e ANN respectivamente. 

 

Para SSI24 (Figura 35), as estimativas, tanto para o modelo com atraso quanto sem, 

apresentaram uma dispersão maior do que para os valores computados de SSI6 e SSI12 

na bacia do rio Paraguai. O coeficiente de correlação (Tabela 25) de SPI12 com SSI24 sem 

atraso é de 0,593, e o de SPEI12 com SSI24 é no valor de 0,630, o que pode justificar a  
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Tabela 24. Parâmetros estatísticos entre as estimativas de SSI12 obtidas utilizando, 
respectivamente, SVM, GEP e ANN e os valores observados para a bacia do rio 
Paraguai, no Pantanal. 

Sem atraso 

 SVM GEP ANN 

r 0.785 0.727 0.725 

RMSE 0.664 0.788 0.760 

RAE 0.652 0.750 0.729 

MAE 0.553 0.637 0.619 

    

Com atraso (6 meses) 

 SVM GEP ANN 

r 0,847 0,851 0,822 

RMSE 0,521 0,517 0,574 

RAE 0,516 0,526 0,580 

MAE 0,427 0,435 0,479 

 

dispersão dos valores das estimativas de SSI24. O melhor resultado foi obtido com o 

modelo utilizando SVM com atraso de 12 mesmo, porém mesmo assim é notável que os 

valores residuais indiquem que há necessidade de correção do modelo para estimativa de 

seca hidrológica na escala de 24 meses utilizando as entradas na acumulação de 12 meses. 

Para SSI24 (Figura 35), as estimativas, tanto para o modelo com atraso quanto sem, 

apresentaram uma dispersão maior do que para os valores computados de SSI6 e SSI12 

na bacia do rio Paraguai. O coeficiente de correlação (Tabela 25) de SPI12 com SSI24 

sem atraso é de 0,593, e o de SPEI12 com SSI24 é no valor de 0,630, o que pode justificar 

a dispersão dos valores das estimativas de SSI24. O melhor resultado foi obtido com o 

modelo utilizando SVM com atraso de 12 mesmo, porém mesmo assim é notável que os 

valores residuais indiquem que há necessidade de correção do modelo para estimativa de 

seca hidrológica na escala de 24 meses utilizando as entradas na acumulação de 12 meses. 
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Figura 35. Estimativas de SSI24 a) sem atraso e b) com atraso de 12 meses utilizando 
acumulado de 12 meses de P e ETo como entradas para a bacia do rio Paraguai, no 

Pantanal, usando os métodos SVM, GEP e ANN respectivamente. 

 

Tabela 25. Parâmetros estatísticos entre as estimativas de SSI24 obtidas utilizando, 
respectivamente, SVM, GEP e ANN e os valores observados para a bacia do rio 
Paraguai, no Pantanal. 

Sem atraso 

 SVM GEP ANN 

r 0.747 0.684 0.670 

RMSE 0.626 0.698 0.708 

RAE 0.627 0.707 0.705 

MAE 0.498 0.562 0.560 

    

Com atraso (12 meses) 

 SVM GEP ANN 

r 0,815 0,788 0,765 

RMSE 0,563 0,605 0,686 

RAE 0,566 0,608 0,677 

MAE 0,457 0,492 0,547 
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5. DISCUSSÃO 

5.1. Variação espaço-temporal das variáveis hidrometeorológicas 

Dentre as variáveis hidrometeorológicas que menos variaram anualmente nas 

bacias analisadas, a precipitação (P) apresentou a menor quantidade de bacias com 

tendência significativa, em contraste com a temperatura máxima (Tmax), que apresentou 

variação no maior número de bacias com variações significantes (339 bacias). De forma 

semelhante aos resultados obtidos, Penereiro et al. (2018) avaliou 243 estações 

meteorológicas localizadas em municípios espalhados pelos biomas brasileiros e 

encontrou mais tendências significativas de temperatura média do que de precipitação. 

(PORTO DE CARVALHO et al., 2014) observou tendências positivas de precipitação 

máxima diária para as regiões Sul, Sudeste e Centro-Oeste do Brasil. 

Comparando as variáveis de temperatura máxima e mínima (Tmin), nota-se que 

comparado aos outros biomas, a Caatinga foi o que menos apresentou bacias com 

tendências significativas. Os resultados obtidos corroboram com o que foi encontrado em 

outros estudos na Caatinga (CAMPOS; DE ANDRADE, 2021; TORRES; LAPOLA; 

GAMARRA, 2018). No Cerrado e na Mata Atlântica, onde a maioria das bacias com 

tendência positiva de Tmin se encontram, têm a agricultura como o principal causador da 

mudança de uso e cobertura do solo ao longo das últimas décadas (ANACHE et al., 2018; 

CABALLERO et al., 2023). O aumento da temperatura mínima e da temperatura noturna 

afetam todos os estados de crescimento da plantação, diminuindo a produção e 

aumentando os custos de tratamento e irrigação (NOETZOLD et al., 2014; PENG et al., 

2004; SHI et al., 2017). 

A mudança de temperatura impacta diretamente na umidade relativa (UR), devido 

à alteração no déficit de vapor de pressão, portanto, o aumento da temperatura média ao 

longo tende a ocasionar a diminuição de UR (ALLEN et al., 1998; PEREIRA; 
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ANGELOCCI; SENTELHAS, 2002), o que corrobora com os resultados obtidos de 

tendências negativas de UR na Amazônia, Mata Atlântica e Cerrado. No Cerrado, onde 

se encontram a maior parte das bacias com tendência negativa de umidade relativa, 

também foi onde foram observadas as maiores tendências de temperatura. Segundo 

Hofmann et al. (2021), o aumento da temperatura no Cerrado que ocorre nas últimas 

décadas permite a atmosfera local reter mais vapor do que o que a evapotranspiração na 

região consegue ceder. A diminuição da umidade relativa média e aumento da 

temperatura no Cerrado e região central do Brasil nos leva a projetar um aumento da 

sequidão no ar. 

Os resultados de tendências de velocidade do vento indicam um aumento dos 

valores médios de u2 de forma mais presente no Pantanal e no Cerrado, e diminuição nas 

regiões mais próximas da costa brasileira. Estes resultados divergem dos encontrados por 

Gilliland e Keim (2018). Lima et al. (2024), entretanto, encontrou tendências de u2 nos 

biomas brasileiros que variaram entre positivas e negativas em períodos de 30 anos, 

mostrando uma alta variabilidade de comportamento da velocidade do vento no país. 

Todavia, as tendências positivas de u2, assim como de radiação solar incidente, 

apresentam um impacto direto nas tendências de ETo, visto que 75% das bacias com 

tendências positivas de velocidade do vento e 81% das estações com aumento de Rad 

apresentaram também tendências significativas de evapotranspiração de referência. O 

Pantanal, o Cerrado, sul da Amazônia e a região da bacia do rio São Francisco na Caatinga 

apresentaram as maiores tendências de ETo, indicando o aumento mais agudo da 

demanda atmosférica ao longo do tempo nestes locais. Estudos indicaram a radiação 

como um dos fatores mais importantes na estimativa de ETo em nestas regiões (DE 

OLIVEIRA et al., 2021; VALLE JÚNIOR et al., 2021), corroborando com os resultados 

encontrados neste estudo. A evapotranspiração real apresentou, em sua maioria, variações 
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negativas na Amazônia, especialmente na região que se aproxima à fronteira agrícola 

amazônica. Tais resultados são possivelmente causados pela diminuição de extração da 

água subsuperficial devido à mudança do uso do solo na região (SILVA; PEREIRA; DA 

ROCHA, 2016). Resultados semelhantes de ET foram obtidos por (BAKER et al., 2021). 

As tendências de vazão dos rios indicaram o Pantanal e a transição entre Cerrado e 

Caatinga, especialmente na bacia do rio São Francisco como pontos de maior atenção às 

condições hidrológicas futuras. Marengo, Tomasella e Uvo (1998) encontraram 

resultados que indicaram tendências negativas na vazão do rio São Francisco causados 

possivelmente por consequência do manejo inadequado dos recursos hídricos da região. 

Projeções futuras apontam que tanto a evapotranspiração quanto o escoamento superficial 

tendem a diminuir na Caatinga (TORRES; LAPOLA; GAMARRA, 2018). Para a bacia 

do rio Paraguai e sudoeste da Amazônia, além da detecção de tendências negativas de 

precipitação na série histórica do CABra, incêndios causados por atividades antrópicas a 

fim de alterar a cobertura do solo para agropecuária de forma mais célere (MARENGO 

et al., 2021). 

 

5.2. Distribuição e variação espaço-temporal dos eventos de seca 

Os resultados obtidos em relação ao número de eventos de seca detectados 

mostraram que, para SPI, o aumento da escala do tempo diminui de forma geral o total 

de eventos detectados, porém os eventos moderados do índice de chuva acabaram 

apresentando um aumento com a progressão do acúmulo de precipitação. Todavia, Da 

Silva et al. (2023) identificou que no Nordeste brasileiro, independentemente das 

condições climáticas, a intensidade de SPI aumentou conforme o tempo de acumulação 

analisado, porém SPI nas escalas de 1, 3 e 6 meses não apresentaram variação 

significativa na Caatinga. Tal resultado pode ser atribuído pela padronização dos dados 



99 
 

de chuva de forma que não é possível identificar chuvas rápidas ou esparsas ao longo da 

série. Para SPEI, os eventos moderados diminuíram em função da escala do tempo, 

enquanto os eventos severos e extremos se mantiveram na mesma faixa nas alterações de 

acúmulo da diferença entre P e ETo. Tal resultado indica que no país, como um todo, a 

demanda atmosférica é determinante na detecção de eventos de seca meteorológica mais 

intensos. Em relação à SSI, nota-se uma diferença entre o número de eventos detectados 

com os índices de seca meteorológica no total, em secas severas e, principalmente, 

eventos extremos.  

Comparando a quantidade de eventos de seca extrema quantificados entre SPI e 

SSI, o índice de seca hidrológica na escala de 24 meses ultrapassa o de seca 

meteorológica, porém, na comparação SPEIxSSI é possível observar que o total de 

eventos hidrológicos extremos é menor do que, pelo menos, 40% do total de eventos 

detectados com SPEI. Essa diferença de números na seca hidrológica extrema pode dever-

se à influência de outras variáveis não contabilizadas no estudo, como níveis de 

reservatório, volume de água subsuperficial ou subterrânea, mudança do uso do solo, 

dentre outros fatores que afetam direta e indiretamente a vazão dos rios, acarretando em 

efeitos que mitigam os eventos extremos. Em escalas sazonais, as atividades humanas 

exercem um impacto supressor nas secas severas e extremas, mitigando o impacto das 

mudanças climáticas (ZHAO et al., 2024). Em bacias da Irlanda, os resultados de Meresa, 

Murphy e Donegan (2023) apresentaram mais secas hidrológicas do que eventos 

detectados com SPI e SPEI, de forma inversa com os resultados obtidos no Brasil. Shiau 

(2023) avaliou não somente o impacto entre SPI e SSI, mas também do índice de seca de 

reservatório, porém a relação SPIxSSI tem maior influência do que SPI na detecção de 

seca hidrológica em uma bacia chinesa. Da Silva et al. (2024) apresentou resultados que 
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indicam que secas meteorológicas são mais comuns, porém menos severas do que as secas 

hidrológicas na região hidrográfica Atlântico Nordeste Oriental. 

Dentre as tendências dos índices de seca, notou-se em grande parte das bacias que 

a intensidade das variações, sejam elas positivas ou negativas, foram se intensificando 

com o aumento da escala de tempo utilizada nos índices. Além disso, é possível observar 

que as tendências negativas mais intensas de SPI e SPEI se concentram na Amazônia, 

Cerrado e Pantanal. O Pantanal e o Cerrado, especialmente na região do Alto São 

Francisco, também foram locais constantes declínio dos valores de SSI em todas as 

escalas de tempo, porém na Amazônia, diferente dos resultados de variação temporal dos 

índices de seca meteorológica, as tendências do índice hidrológico foram positivas em 

grande parte do bioma. 

Comparando o comportamento dos índices de seca com as tendências das variáveis 

hidrometeorológicas, embora a precipitação anual não apresentou muitas bacias com 

variações significativas, SPI apresentou tendências significativas em todas as escalas de 

tempo em todos os biomas, possivelmente pela consideração de sazonalidade que o índice 

utiliza. Diferentemente da variação temporal de SPEI, que considera de forma intrínseca 

diversas variáveis meteorológicas, como a temperatura e radiação solar. A diferença entre 

as tendências de SSI e dos índices de seca meteorológica instigam uma fraca relação entre 

o efeito de outras variáveis além das presentes no cálculo de SPI e SPEI e a seca 

hidrológica, de forma que seja necessário entender a dinâmica de cada localidade e os 

eventos anormais que podem ter ocorrido durante o período de análise. Wu et al. (2024) 

identificou que a resposta de SPI para SSI é mais sensível quando as variáveis 

micrometeorológicas estão diminuindo ao longo do tempo, porém de forma não-linear. 

Anomalías climáticas, como El Niño e La Ninã, precisam ser levadas em consideração 

para avaliar o impacto das variáveis meteorológicas nos eventos de seca (SUHANA et 
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al., 2023). Costa et al. (2021) identificou que os eventos de El Niño coincidem com 

eventos de seca mais prolongados em bacias do Nordeste Brasileiro. Segundo Zou et al. 

(2023), o aumento da temperatura e diminuição de precipitação, escoamento superficial 

e coeficiente de escoamento foram os principais motores para condições de estiagem em 

uma região semiárida na China. 

Os resultados obtidos neste estudo mostram que a seca meteorológica na bacia do 

rio Paraguai tem grande impacto da seca meteorológica na região. Assim como os 

resultados obtidos pelo CABra, Silva et al. (2024) identificou que precipitação 

insuficiente na escala de 12 meses é o principal fator a causar secas no Pantanal. Calim 

Costa et al. (2024) identificou que os efeitos de secas meteorológicas aparentam ser mais 

significantes em escalas maiores do que 3 meses no Pantanal. No caso de secas extremas, 

altas temperaturas também podem ser um dos motores de tais eventos no Pantanal (SILVA 

et al., 2024). A resposta de SPI e SPEI em SSI no Pantanal apresentou resultados 

promissores para corroborar com a relação direta entre vazão, precipitação e demanda 

atmosférica, com atrasos bem definidos entre seca meteorológica e hidrológica. Todavia, 

na região amazônica essa mesma relação não se refletiu, em que mesmo o declínio de 

SPEI ao longo do tempo não indicou o aumento de secas hidrológicas em grande parte da 

região. Li et al. (2024) observou que o tempo de propagação da seca meteorológica em 

seca hidrológica é mais curto em estações com taxas de evaporação maiores, o que condiz 

com as correlações mais altas entre os índices de seca meteorológica e SSI apresentarem 

atrasos menores do que quando comparado com o Pantanal. 

A sazonalidade menos destacada na Amazônia também pode ser um reflexo desta 

menor conversão de SPI e SPEI em seca hidrológica, visto que a propagação de seca 

meteorológica em hidrológica depende que a seca meteorológica passe um certo limite 

que sofre influência da mudança de estações ou períodos climáticos (WU et al., 2024; 
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ZHANG et al., 2023). Sattar e Kim (2018) identificou que a probabilidade de atrasos mais 

curtos entre a seca meteorológica e hidrológica aumenta conforme o aumento da 

intensidade dos índices meteorológicos. Já na região do São Francisco, a baixa correlação 

entre os índices de seca possivelmente se deve à atividade antrópica na região. Devido 

especialmente à agricultura local, o bombeamento de águas subterrâneas pode ser um dos 

principais fatores para diminuição da vazão na região do São Francisco (LUCAS et al., 

2021). Suhana et al. (2023) indicou que a resposta de SPI em SSI pode ser afetada em 

localidades onde as águas subterrâneas são a fonte de água potável, devido à recarga de 

aquíferos e lençóis freáticos com precipitação. O aumento da propagação da seca 

meteorológica em hidrológica ocorre quando a reservação de água subterrânea é limitada 

(MERESA; MURPHY; DONEGAN, 2023). Todavia, pela proximidade com a costa 

brasileira, a influência da temperatura do oceano pode causar impactos diferentes na bacia 

do rio São Francisco quando comparada com a região do Pantanal e Amazônia. Freitas et 

al. (2022) apontou que o aumento da temperatura da superfície do mar na região Nordeste 

possivelmente afeta a formação de nuvens e, consequentemente, diminui a precipitação 

na região do Alto São Francisco, causando impactos no volume de água escoado 

superficialmente na bacia. 

 

5.3. Avaliação dos métodos de machine learning na estimativa de SSI 

Dentre os resultados obtidos com machine learning, nota-se que as estimativas no 

rio Madeira apresentaram parâmetros estatísticos piores do que nas outras duas bacias. 

Na bacia da Amazônia, o atraso apresentou melhores resultados em algumas escalas, 

porém na escala de 12 meses as estimativas sem atraso indicaram maior correlação e 

menor erro em todos os métodos. Estes resultados possivelmente indicam que 

precipitação e ETo com atraso não são suficientes para estimar SSI na Amazônia. Outros 
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fatores, como água subterrânea e cobertura do solo podem ser necessários para previsão 

de seca hidrológica na região. Pelo menos 34% da bacia do rio Amazonas é sustentada 

pela água subterrânea durante o período de estiagem (BAGHERI et al., 2024). Além 

disso, o rio Madeira pode sofrer efeito de reservatórios de usinas hidrelétricas e regulação 

de vazão (MIGUEZ-MACHO; FAN, 2012), indicando a necessidade de avaliar o efeito 

da ação antrópica na região. So, Lee e Bae (2020) obteve resultados de previsão de seca 

hidrológica utilizando como entrada acumulados de 3 meses de precipitação, vazão e 

nível de reservatórios na Coreia do Sul, pontuando a importância de dados de 

reservatórios em locais com barragens. De forma geral, o SVM foi o método com 

melhores resultados na bacia da região amazônica. 

Da mesma forma, a bacia analisada localizada no Cerrado também teve SVM como 

o melhor método para estimativa de SSI, principalmente na escala de 24 meses, de forma 

que os valores positivos também apresentaram estimativas próximas dos valores 

observados. Todavia, assim como na bacia do rio Madeira, a bacia do rio São Francisco 

possui muita influência das águas subterrâneas. A região do Alto São Francisco tem 

crescido nas últimas décadas como uma fronteira agrícola, na região chamada de 

MATOPIBA, que é composto pela parcela do Cerrado nos estados do Maranhão, 

Tocantins, Piauí e Bahia (MARTINS et al., 2024), e consequentemente tendo seu balanço 

hídrico afetado pelo aumento de demanda de irrigação. Durante os períodos de seca mais 

intensa, há um acréscimo de abstração de água subterrâneas para irrigação na região do 

São Francisco (PAREDES-TREJO et al., 2021). Logo, é possível concluir que para 

escalas de tempo abaixo de 12 meses sejam necessárias mais entradas intrínsecas à 

reservação de água na bacia e produção agrícola, porém, para períodos de acumulação 

mais prolongados, os valores de precipitação e evaporação de referência podem ser 

considerados como principais variáveis na previsão de secas hidrológicas. 
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Para a bacia localizada no Pantanal, entretanto, os resultados apresentaram 

comportamento diferente das demais bacias analisadas. Por conta da análise de correlação 

cruzada, eram esperados desempenhos melhores dos modelos de machine learning para 

a bacia do rio Paraguai. Entretanto, as estimativas considerando o atraso de maior 

coeficiente de correlação apresentaram parâmetros estatísticos de melhor desempenho, 

porém, independentemente de atraso, os valores positivos de SSI, especialmente os mais 

elevados, indicaram estimativas que subestimam os valores observados. Possivelmente 

as condições de SSI positivo não apresentaram estimativas aceitáveis devido à dinâmica 

hidrológica do Pantanal, pois o rio Paraguai e seus afluentes são regulados por pulsos de 

inundação e drenagem lenta durante a época de cheia da região, devido à sua topografia 

plana e pouco acidentada (PAZ et al., 2010). Para as condições de seca, todavia, os 

modelos indicaram a influência de P e ETo como importantes motores da estiagem na 

região. Portanto, para as condições do Pantanal, é importante considerar não somente o 

atraso entre a seca meteorológica e seca hidrológica, mas também como o comportamento 

hidrológico da bacia do rio Paraguai se diferencia entre os períodos de cheia e estiagem. 

Conforme estudo apresentado por Wu et al. (2024), análises não-estacionárias 

apresentaram maior número de acertos de alertas de estiagem quando correlacionados 

índices de seca meteorológica com seca hidrológica. 

Um dos grandes desafios de utilizar machine learning na previsão de eventos de 

seca hidrológica é apresentar de forma otimizada as entradas necessárias para obtenção 

de melhores resultados. A própria natureza dos métodos, que são treinados com um grupo 

de dados específicos, pode também gerar incertezas quando necessário apresentar 

resultados fora que se localizam fora do espaço de treino. Modelos utilizando machine 

learning e métodos híbridos apresentaram maior desempenho na previsão de secas 

quando comparados com métodos probabilísticos, estatísticos e metodologias utilizando 
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séries temporais (PRODHAN et al., 2022). Diversos estudos apresentaram métodos de 

caracterização e previsão de eventos hidrológicos ao redor do mundo (AGANA; 

HOMAIFAR, 2017; ARABZADEH; KHOLOOSI; BAZRAFSHAN, 2016; CHIANG; 

TSAI, 2012; CUTORE; MAURO; CANCELLIERE, 2009; ESFAHANIAN et al., 2017; 

NABIPOUR et al., 2020; OCHOA-RIVERA, 2008; PRASAD et al., 2017; SEO; LEE, 

2019), porém as peculiaridades de cada localidade dificultam a padronização de 

metodologias e entradas utilizadas. Segundo Prodhan et al. (2022), ANN é um dos 

métodos mais utilizados na previsão de índices de seca por conta das propriedades não-

lineares que os modelos usam para identificar as possíveis interações. Parajuli et al. 

(2024) identificou alta precisão utilizando os modelos Random Forest e Support Vector 

Machine para estimar SSI1 e SSI3 utilizando como entradas as variáveis de precipitação, 

vazão, com atraso de até 5 meses e mudança de uso do solo, com os resultados na escala 

de 3 meses com maior precisão do que para 1 mês. Sundararajan et al. (2021) indicou que 

uma das desvantagens do uso de machine learning é o uso de uma grande quantidade de 

dados históricos, de forma que a precisão da modelagem é prejudicada devido à falta de 

disponibilidade de dados. Os resultados obtidos neste estudo apresentaram o desempenho 

de modelos com diferentes métodos usando entradas simplificadas e um atraso obtido 

através de correlação cruzada, porém é necessário entender a dinâmica hidrológica de 

cada bacia e os efeitos da ação antrópica para aplicar ferramentas que ajudam na previsão 

e prevenção de eventos extremos. 
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6. CONCLUSÃO 

O estudo apresentado nesta tese teve como objetivo diagnosticar os eventos de seca 

nos biomas brasileiros, avaliando comportamento dos eventos de seca e propondo 

métodos de previsão da seca hidrológica quando há falta de dados de vazão. Este trabalho 

apresentou um panorama espaço-temporal dos eventos de seca meteorológica e 

hidrológica, além das variações dos índices SPI, SPEI, SSI e variáveis 

hidrometeorológicas entre os anos 1980-2010 em bacias espalhadas em todos os biomas 

brasileiros. Com tais informações, foi possível avaliar a correlação de atraso entre a seca 

meteorológica e hidrológica em biomas com tendências negativas mais intensas 

detectadas na base de dados utilizada. Por fim, foram avaliadas estimativas de SSI 

utilizando três métodos de machine learning e precipitação e evapotranspiração de 

referência como variáveis de entrada, a fim de apresentar ferramentas mais simplificadas 

na previsão de eventos de seca hidrológica. 

Embora a precipitação e vazão não tenham apresentado tendências significativas 

em grande parte das bacias hidrográficas, é notável a diminuição dos índices de seca em 

parte considerável do Brasil. As demais variáveis micrometeorológicas corroboram com 

as tendências negativas de SPI, SPEI e SSI no território brasileiro, especialmente as que 

compõem a estimativa de ETo através do método de Penman-Monteith. A quantidade de 

eventos de seca hidrológica durante a série histórica é bem menor do que o total de secas 

quantificadas com SPI e SPEI, especialmente na Caatinga e no Pampa. Amazônia, 

Cerrado e, principalmente, Pantanal foram os biomas com tendências negativa mais 

intensas nos índices, indicando uma piora mais acentuada das secas meteorológica e 

hidrológica nestas regiões, além de uma diminuição do tempo de retorno de secas severas 

e extremas com o passar do tempo. 
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A análise de correlação cruzada dos índices de seca em bacias da Amazônia, 

Cerrado e Pantanal apresentaram comportamentos diferentes dos atrasos de maior 

correlação entre os biomas. Na Amazônia e no Cerrado notou-se uma conversão menor 

de eventos de seca meteorológica em hidrológica, possivelmente por conta da ação 

antrópica na região, como represamento de água com barragens para geração de energia 

elétrica, e também por conta do fluxo de água subterrânea nas bacias analisadas, que, 

diferentemente do Pantanal, indicam a necessidade de avaliação de outras variáveis além 

de precipitação e evapotranspiração de referência no impacto dos eventos detectados com 

SSI. Já no Pantanal, SPI e SPEI nas escalas de 12 e 24 meses apresentaram alta correlação 

com SSI, com atrasos bem definidos, expressando a possibilidade de P e ETo serem as 

principais variáveis a refletirem na diminuição da vazão e, consequentemente, na aparição 

de eventos de seca hidrológica no bioma. 

As estimativas de SSI através de métodos de machine learning usando P e ETo 

como entradas corroboram com os resultados obtidos pela análise de correlação cruzada 

de forma que é possível prever valores de SSI no Pantanal em escalas de tempo de 1 a 24 

meses, assim como na Amazônia, para SSI24, e no Cerrado para escalas de SSI acima de 

6 meses. Os métodos support vector machine e gene expression programming 

apresentaram resultados de melhor performance do que os obtidos com artificial neural 

networks, Todavia, é necessário entender a dinâmica de cada bacia para identificar o 

atraso ideal entre os índices de seca meteorológica e hidrológica, visto que em algumas 

bacias, como a do rio Paraguai, entender tal comportamento melhorou a performance dos 

modelos utilizados. Estas ferramentas podem permitir tomadas de decisão mais ágeis por 

parte dos gestores de recursos hídricos a fim de mitigar os impactos da seca meteorológica 

na seca hidrológica severas e extremas com tempo hábil para agir de forma preventiva 
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7. SUGESTÕES PARA TRABALHOS FUTUROS 

A primeira sugestão se refere ao estudo sobre os limites da propagação da seca 

meteorológica para hidrológica, considerando condições climáticas, hidrológicas e de uso 

do solo que permeiam as bacias hidrográficas, além de intensidade e duração das secas 

observadas. Assim como o estudo de demais fatores, como nível de reservatório, 

reservação de água subterrânea, extração para irrigação, mudança de uso e cobertura do 

solo, queimadas e outros aspectos intrínsecos à atividade humana na composição de 

indicadores que influenciam diretamente na seca hidrológica. A sazonalidade também é 

um dos fatores a serem considerados, principalmente em regiões áridas como a Caatinga, 

portanto recomenda-se estudos mais detalhados em considerando diferentes estações do 

ano. 

Outra sugestão é a avaliação de outros métodos de machine learning e aplicação 

em outras bacias hidrográficas, com entradas diferentes, conforme o que for avaliado para 

a localidade, para estimativa e previsão de seca hidrológica. Da mesma forma, aplicar os 

modelos com performances adequadas na previsão de condições futuras, usando 

diferentes cenários de mudanças climáticas. 
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