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Resumo

O objetivo deste trabalho é o desenvolvimento de uma nova técnica para
conversao simbdlica de sinais digitais, denominada Quantizacao Baseada em
Extremos Relativos (QBER). Esta técnica pode converter sinais digitais
unidimensionais em cadeias. A técnica QBER, formalizada nesta proposta,
utiliza-se da Teoria de Extremos Relativos (TER) e de fungdes de simi-
laridade para sinais, como a métrica Distancia de Edicao com Penalidade
Real (Edit Distance with Real Penalty) (ERP). Além disso, utiliza o algo-
ritmo de clusterizagao PAM-SLIM, que emprega a abordagem k-medianas,
amplamente discutida na literatura. A TER é também uma contribuicao
deste trabalho, extendendo a Teoria dos Extremos Importantes (TEI) com o
acréscimo dos conceitos prevaléncia, monte, Representacao Baseada em Ex-
tremos Relativos (RBER) e RBERQ. Para se avaliar a utilidade da QBER
desenvolveu-se um sistema de classificacao de padroes de referéncia, baseado
no classificador k-Vizinhos mais Proximos (k-Nearest Neighbor) (kNN). Esta
implementacao de referéncia possui as fases de pré-processamento e reconhe-
cimento. Na fase de pré-processamento, utiliza-se a QBER para converter os
objetos de treinamento do kNN em representacoes simbolicas. Como o clas-
sificador kNN utiliza o aprendizado baseado em instancias (instance-based
learning) a fase de treinamento é inexistente, sendo toda classificagdo base-
ada nos objetos de treinamento. Na fase de pré-processamento um objeto a
ser avaliado também é convertido para a representacao simbélica utilizada,
antes de ser utilizado como entrada para o classificador kNN, na fase de
reconhecimento. Com vistas a avaliar a utilidade da técnica desenvolvida
sao feitas comparacoes de seu emprego em um problema de classificacao, a
geracao de recomendagoes de compra de acoes. O classificador kNN imple-
mentado é entao avaliado com e sem o emprego da QBER, observando-se
utilidade no emprego da técnica desenvolvida, pela performance superior no
tempo de preparagao do classificador e na rentabilidade anual obtida.

Palavras-chave: Conversao Simbdlica de Sinais Sigitais, PAM-SLIM,
KNN, ERP;
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Abstract

The goal is to develop a new technique for symbolic conversion of digital sig-
nals, called Quantization based on Relative Extrema (QBER). This technique
can convert unidimensional digital signals into strings.

The technique QBER, formalized in this proposal, uses Relative Extrema
Theory (TER ) and signal’s similarity functions, as metric Edit Distance with
Real Penalty (ERP). In addition, also uses the clustering algorithm PAM-
SLIM, which employs k-medoid approach, widely discussed in the literature.
The TER is also other contribution of this work, as an extension of Important
Extrema Theory, increasing concepts of prevalence, mount, Relative Extrema
based Representation (RBER) and Quantized Relative Extrema based Repre-
sentation (RBERQ). To evaluate the usefulness of QBER, has developed a
classification system of reference patterns, based on the KNN classifier. This
reference implementation has the pre-processing and recognition phases. In
pre-processing, QBER s used to convert training objects of KNN in symbolic
representations. As the k-Nearest Neighbor (kNN) classifier uses instance
based learning, a training phase is inexistent, all classification is based on
the training objects. In pre-processing phase also an object in analysis is
converted to RBER() symbolic representation, before serving as input for the
classifier KNN. In order to evaluate the usefulness of the technique developed,
are made comparisons in a problem of classification - generation of recom-
mendations for the purchase of shares. The kNN classifier implemented is
evaluated with and without the use of QBER, being useful in the employment
by superior performance (of QBER) considering aspects of preparation time
and annual return obtained.

Keywords: Symbolic Conversion of Digital Signals, PAM-SLIM, KNN,
ERP;



Capitulo 1

Introducao

O cérebro é uma maquina bioldgica que realiza tarefas complexas. As técnicas
de Inteligéncia Artificial (TA) tentam reproduzir nas méquinas digitais a ca-
pacidade de inferir relacoes, desconsiderar ruidos na representacao de obje-
tos, analisar fatos, criar regras, comparar elementos e, finalmente, elaborar
teorias sobre tudo isso. Um dos objetivos da IA é entender ou construir
entidades inteligentes, que poderiam imitar ou ainda superar determinadas
capacidades humanas [RN95].

O foco deste trabalho é o estudo e desenvolvimento de tecnologias da
IA voltadas para o reconhecimento de padroes em sinais digitais. Padroes,
de maneira geral, sao regularidades notaveis, que podem ser usadas para
classificar objetos ou outros itens de interesse. O termo “reconhecimento de
padroes”refere-se ao trabalho de agrupamento ou classificacao, identificacao,
descrigao e andlise de objetos ou outras regularidades significativas através
de meios autométicos ou semi-automéaticos [IEE90].

Sinais sao funcoes de uma ou mais varidveis independentes' que contém
informagao acerca do comportamento e caracteristicas de determinados
fenomenos fisicos. Sao representados matematicamente como funcoes de uma
ou mais varidveis independentes[Lou02]. Um sinal continuo pode ser trans-

1S50 varidveis que podem ser manipuladas. Ex: Pode ser definido o intervalo de amos-
tragem.
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formado através do processo de quantizacao 2 e amostragem® em sinais de
tempo discreto ou ainda em sinais digitais.

Sinais de tempo discreto sao sinais onde a varidvel independente (geral-
mente o tempo) é quantizada, isto é, tais sinais somente sao definidos para
valores discretos da varidvel independente. Matematicamente, os sinais de
tempo discreto sao representados como uma seqiiéncia de nimeros [RCH*72].
Um sinal digital implica em quantizacao de todas as variaveis envolvidas, isto
é, quando o tempo é a varidvel independente e a amplitude* é a varidvel de-
pendente®, tem-se a amostragem da amplitude, com valores discretos, em
intervalos regulares de tempo.

Os sistemas de reconhecimento de padroes, em geral, apresentam as fa-
ses de Aquisicao de Dados, Pré-Processamento, Extracao de Caracteristicas,
Escolha de Caracteristicas, Escolha e Treinamento de Modelo e Avaliacao.
Notoriamente, a fase de Pré-Processamento inclui as tarefas de remocao de
rufdos, filtragem, normalizagao e remogao de outliers®[Pol06].

Este trabalho propde uma nova técnica para conversao simbélica’, deno-
minada Quantizagdo Baseada em Extremos Relativos (QBER) (Capitulo 3),
durante a fase de Pré-Processamento, em sistemas de classificacao que lidam
com sinais digitais unidimensionais®, com certa tolerancia a ruidos®.

Na area A de, sao usados diversos algoritmos para realizar a tarefa de
classificar'® ou reconhecer padroes. Entre os modelos amplamente utilizados,
encontram-se as redes neurais, supervisionadas ou nao, e as redes Bayesia-

2Quantizacao é o processo de representar um valor analégico (em escala continua) em
um valor digital (em escala dicreta) [App07].

3 Amostragem é o processo de se coletar amostras em intervalos regulares de tempo
[App07].

4 Amplitude é um nome genérico que se dé & varidvel dependente quando nao se conhece
a grandeza representada[Smi02] .

5 Ao contrario da varidvel independente, esta somente poder ser medida e registrada

6 Qutliers sao elementos que nido obedecem a um padrio do conjunto de dados ao qual
eles pertencem [Sil04].

"Um processo de mudanca na representacio de um dominio qualquer - em nosso caso
sinais digitais unidimensionais - para o dominio das cadeias.

8Um sinal unidimensional é um sinal de uma sé varidvel independente. Um exemplo de
sinal unidimensional é a voz, onde se tem uma funcao de uma variavel simples, o tempo.

9Ruidos sdo componentes indesejaveis dentro de um sinal [RCH*72].

10 a tarefa de atribuir padroes a classes de padroes[IEE90]. Este processo muitas vezes
é feito por um especialista humano. Uma boa classificagao, com amostras representativas
vai favorecer a identificacdo de objetos da populagao toda.
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nas, sendo que estas também se valem de técnicas de Processamento Digital
de Sinais (Digital Signal Processing) (DSP) para isolar ruidos, conforme
descritas por [Pol06].

Entretanto, neste trabalho apresenta-se para avaliar a utilidade da QBER,
a implementagao de um sistema de classificacdo de padroes (Capitulo 4),
baseada no classificador k-Vizinhos mais Préximos (k-Nearest Neighbor)
(kNN), o qual utiliza uma variante do aprendizado supervisionado, o Apren-
dizado Baseado em Instancias (Instance Based Learning) (IBL)[AKA91,
Fuc97].

No IBL nao existe treinamento explicito. Nao se induz uma funcao apos
varios ciclos de treinamento. Simplesmente armazena-se todas os objetos de
treinamento, os quais servirao de base para a tomada de decisao. O objeto
a ser avaliado!'! é classificado com base nos objetos de treinamento mais si-
milares. Assim, o IBL possui apenas duas fases distintas: pré-processamento
(Segao 4.3.1) e reconhecimento (Segao 4.3.2).

O classificador kNN utiliza um conjunto de objetos de treinamento (os
objetos pertencem a um determinado dominio) e uma fungao de similaridade
entre os objetos. Cada classe de padroes é representada por um subconjunto
dos objetos de treinamento!?. Para classificar um novo objeto, o kNN sim-
plesmente avalia a similaridade entre o objeto a ser avaliado e os objetos
de treinamento, através da funcao de similaridade fornecida. Em seguida,
sao identificados os k objetos de treinamento mais proximos ao novo objeto
fornecido. O novo objeto é entao reconhecido como membro da classe de
padroes mais freqiiente nos k£ objetos mais similares encontrados[Pol06].

A utilizacao do classificador kNN pressupoe o uso de uma funcao de si-
milaridade. Uma fungao de similaridade compara elementos de um mesmo
universo ou dominio. Neste trabalho, inicialmente, o dominio é o conjunto
de sinais digitais unidimensionais.

Apés a aplicacao da técnica QBER, concebida neste trabalho, para a
fase de pré-processamento, tém-se a mudanca do dominio de andlise, do con-
junto de sinais digitais unidimensionais para o conjunto das cadeias (Secao
2.1.1). Este processo de mudanga na representacao é denominado conversao

UE um objeto a ser classificado, em um sistema de classificacio de padrdes.
120s objetos de treinamento sdo fornecidos previamente rotulados, isto é, com a identi-
ficagao de suas classes. Quem faz esta rotulagem geralmente é o Supervisor do treinamento.
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simbdlica. As vantagens de se utilizar cadeias ao invés de sinais digitais sao
a possibilidade de utilizar fun¢oes de similaridade para cadeias (Sec¢ao 2.1.2),
como a distancia de Levenshtein, juntamente com um classificador do tipo
kNN (Capitulo 4) e, a possibidade de utilizacao de estruturas de indexagao
especificas, para o dominio das cadeias.

Inicialmente, tém-se o processo de conversao simbélica através da técnica
QBER e a Teoria de Extremos Relativos, ambos focos e contribuicoes deste
trabalho. A Teoria de Extremos Relativos (TER) é uma extensao da Teoria
dos Extremos Importantes (TEI)[Gan03] (Secao 3.1), que é usada para de-
compor os sinais analisados em componentes que passarao pelo processo de
clusterizacao, durante o processo de conversao simbdlica.

A etapa de conversao simbdlica (fase de pré-processamento) desempe-
nha um importante papel, uma vez que nesta etapa empregam-se algorit-
mos de TA no procedimento de quantizacao vetorial, como o k-médias ou
k-medianas, juntamente com funcoes de similaridade para sinais, como a
métrica Distancia de Edi¢cao com Penalidade Real (Edit Distance with Real
Penalty) [CNO04]. Nessa etapa, os sinais envolvidos sao transformados em
cadeias ou, em outras palavras, seqiiéncias de simbolos.

O procedimento de quantizagao vetorial, ou clusterizacao, gera centréides;
tais elementos sao uteis tanto na etapa de conversao simbélica como na etapa
de traducao simbdlica, que ocorre antes da fase de reconhecimento. A etapa
de traducao simbdlica realiza o pré-processamento do objeto a ser avaliado,
em outras palavras, a conversao do objeto a ser avaliado, um sinal digital,
em cadeias. A diferenca é que nao ha procedimento de clusterizacao, porém,
sao utilizados os centréides obtidos na etapa de conversao simbdélica.

A fase de reconhecimento realiza a busca por similaridade'® (Segao 2.2)
entre o objeto de entrada e os objetos de treinamento, representados com
cadeias. Determina-se os k-vizinhos mais proximos. O objetivo desta fase é
encontrar os k objetos de treinamento mais similares ao objeto a ser avaliado.

Outro aspecto interessante desta pesquisa é a otimizacao dos procedi-
mentos de quantizacao vetorial, através do uso do algoritmo PAM-SLIM
[BRTJO06] e, ainda, a utilizagdo da estrutura de indexac¢ao métrica Slim-Tree
[TTSF00] para otimizar o reconhecimento do classificador kNN, o qual tra-

BE a execucdo de consulta por similaridade, como a consulta por abrangéncia e a
consulta k-vizinhos mais préximos (Se¢ao 2.2).
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balha com cadeias e com a distancia de Levenshtein (Sec¢ao 2.1.2).

1.1 Justificativa e Objetivos

A técnica QBER, proposta neste trabalho, justifica-se por ser uma forma
alternativa de realizar conversao simbodlica de sinais digitais, isto é, trans-
forma-los em cadeias. A utilizacao desta técnica permite a utilizacao de
modelos computacionais que lidam somente com cadeias.

Para definir a técnica QBER, ocorreram diversas inovagoes, entre elas a
definigao do conceito de Monte (Segao 3.4), o qual permitiu a integracao de
varias técnicas para viabilizar a comparacao de partes dos sinais analisados,
via clusterizagao através do algoritmo PAM-SLIM [BRTJ06] ( Segao 2.3.2).
Outra inovagao relaciona-se a definicao do parametro prevaléncia, o que per-
mite aumentar ou diminuir o nivel de sensibilidade, para a identificacao dos
sub-componentes dos sinais, os Montes.

Os conceitos de monte e prevaléncia aperfeicoaram a TEI, no sentido que
permitiram a definicao da Representacao Baseada em Extremos Relativos
(RBER) (Secao 3.3) e da Representacdo Baseada em Extremos Relativos
Quantizada (RBERQ) (Sec@o 3.6), resultando por fim no processo QBER
(Segao 3.7), para transformagao de sinais digitais em cadeias.

Finalmente, para comprovar a utilidade da técnica QBER, desenvolveu-
se uma implementacao de referéncia, um classificador de padroes, no estilo
kNN, que usa a técnica idealizada, em sua fase de pré-processamento. Assim,
tem-se o emprego do classificador kNN (Capitulo 4), para classificacao de
padroes através da execucao da consulta aos k-vizinhos mais préximos (Segao
2.2), usando a distancia de Levenshtein (Segao 2.1.2), tendo como objetos de
treinamento um conjunto de cadeias e como objeto a ser avaliado, uma cadeia
também.

A andlise do classificador implementado é realizada através da defini¢ao
de um exemplo de aplicacao real - recomendacgoes de compra de agoes - com
validacao de sua classificacao, através de simulacao do uso, em varias datas,
considerando os dados anteriores a data.
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1.2 Metodologia

Objetos
de Treinamento
(Sinais)

Objeto a ser
Avaliado
(Sinal)

Simbélica)

K objetos mais
Similares e suas Classes

Interpretacdo
conforme aplicacao

Resultado

é Possibilidade de otimizagao via indexagao métrica

Figura 1.1: Esquematizacao da implementacao de referéncia

Nesta secao serao descritos todos os passos realizados para que o objetivo
deste trabalho fosse atingido. Na Figura 1.1 se observam as duas fases da
implementagao de referéncia: Fase de pré-processamento e fase de reconhe-
cimento.

Os processos de Conversao Simbdlica e Traducao Simbdlica encontram-se
melhor detalhados na Figura 1.2. Estas etapas utilizam a técnica QBER
(Secao 3.7) para converter os sinais digitais em cadeias. Os dois processos
sao muito parecidos; a diferenca esta na sub-etapa de Clusterizacao, presente
na conversao e ausente na traducao.
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Objetos
de Treinamento
sem Rotulo
(Sinais Digitais)

CONVERSAO 1 TRADUCAO

SIMBOLICA SIMBOLICA
Objetos

de Treinamento |
Rotu!ad_os c_lC?Ia_sse |
(Sinais Digitais)
|
| Objeto
] a ser avali_ad_o
Sinais Digitais)

|
|
|
|
|
|
|
|
|
|
: do
|
|
|
|
|
- -
|
|
|
|
|
|
-

Figura 1.2: Etapas da Quantizagao Baseada em Extremos Relativos (QBER)
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Inicialmente, os objetos de treinamento sao coletados e rotulados em uma
classe especifica. Este processo pode variar conforme a aplicagao, portanto
o classificador em si nao precisa efetuar esta designacao(rétulo de classe). O
que ocorre ¢ a importacao dos objetos de treinamento via um arquivo XML
padronizado'?, assim, o mesmo classificador pode ser usado para diferentes
aplicagoes. Um programa externo pode gerar, se necessario, o arquivo XML
para importacdo pelo classificador. Além disso, um indicador’® pode ser
utilizado (Segao 4.3.1).

Os objetos de treinamento, apds a importagao, sao armazenados em um
banco de dados do classificador, para posterior utilizagao. No exemplo apre-
sentado neste trabalho - recomendacgoes de compra de agoes - um modulo
especifico da aplicagao gera o arquivo XML dos objetos de treinamento. Ou-
tro detalhe importante é que podem ser escolhidos subconjuntos dos sinais
cadastrados no banco de dados, como objetos de treinamento.

Outro processo é a Coleta do Objeto a ser Avaliado. Pode ser simples-
mente fornecido um arquivo contendo o objeto a ser classificado, em deter-
minado formato, ou pode ser solicitado do classificador o reconhecimento de
um objeto ja cadastrado no banco de dados. Isto é 1til para o processo de
validacao do classificador. E claro que em nosso exemplo de aplicacao, como
recomenda a literatura, o objeto a ser classificado nao esta entre os objetos
de treinamento.

A Conversao Simbdlica se sub-divide nas seguintes etapas:

1. Conversao do Sinal para RBER: Os sinais envolvidos tém seus extremos
relativos (Sec@o 3.1) identificados. O parametro desta etapa é o valor
da prevaléncia (Definigao 11);

2. Marcacao de Montes: Nesta fase sao identificados sub-componentes dos
sinais envolvidos, os montes (Segao 3.4);

3. Normalizacao: Cada Monte gerado, para cada objeto de referéncia é
normalizado. O procedimento de normalizacao varia conforme o pro-
blema atacado;

140 XML é um formato padrao para representacio de informacoes, facilmente codificado
e utilizado em intimeros sistemas e aplicagoes.

15Uma transformacdo matemdtica aplicada em sinais. No jargao da andlise técnica de
acoes, é a aplicacao de uma filtro ou transformacao nas cotagoes de uma determinada
acao.
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4. Quantizacao de Montes (Clusterizagao) : Nesta etapa os Montes da
etapa anterior sao quantizados. Para se realizar esta quantizagao pode
ser utilizado o algoritmo PAM-SLIM, com a funcao de distancia ERP
(Segbes 2.1.3 e 2.3.2). Os centréides, produtos da clusterizacao, sao
armazenados;

5. Conversao: Cada monte, em cada sinal, é comparado com uma lista
de centrdides gerada no passo anterior. Associando-se cada centrdide a
um simbolo, cada sinal pode ter seus montes traduzidos para o simbolo
associado a centréide mais similar. Assim, cada sinal é traduzido para
uma cadeia, composta do simbolo associado ao centréide.

A Traducao Simbdlica é a mesma coisa que a Conversao Simbdlica. A
diferenca é que nao existe a sub-etapa Quantizacao de Montes. Também a
etapa Conversao é denominada Traducao a qual utiliza as centréides previ-
amente armazenadas na etapa de Conversao Simbélica.

A Figura 1.3 apresenta com mais detalhes a fase de reconhecimento,
visualizando-se os processos de preparagao e otimizacao do classificador kNN,
a saida da classificacao e a interpretacao desta saida para geracao do resul-
tado.

A fase de Reconhecimento tem como entrada os objetos de treinamento
- convertidos em cadeias - e o objeto a ser avaliado - também convertido em
cadeia. Inicialmente tem-se o processo de preparacao e otimizagao do clas-
sificador kNN tal etapa poderia ser desprezada, no entanto é muito valiosa
em virtude de melhorar muito a performance do classificador. Nesta etapa,
é gerada a drvore de indexacao métrica (Secao 2.2.2) SlimTree dos objetos
de treinamento, utilizando a distancia de Levenshtein, uma métrica para ca-
deias (Segao 2.1.2). Isto otimiza a busca dos objetos de treinamento mais
similares ao objeto a ser avaliado. O produto desta etapa é o classificador
kNN otimizado.

A partir do instante que o classificador kNN esta devidamente preparado
e otimizado, podem ser fornecidos objetos para classificacao. Um objeto a
ser avaliado, fornecido ao classificador kNN tem como resposta os k obje-
tos de treinamento mais similares (pela distancia de Levenshtein), com seus
respectivos rétulos de classe.

O ultimo passo interpreta a saida do classificador para gerar um resultado
que possa ser utilizado. Em geral, o objeto a ser avaliado é reconhecido como
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Objetos
de
Treinamento
(Representacdo
Simbalica)

Uso de métrica
p/Cadeias.
Ex: Levenshtein

Objeto
a ser Avaliado
(Representagao
Simbélica)

K objetos mais
Similares e suas Classes:

O - C
o,- C
o,- C
ok

o

Interpretacao
Resultado conforme aplicacao.
Ex: Classe mais Frequénte

Figura 1.3: Fase de reconhecimento
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1.3. Organizagao do Texto DCT-UFMS

pertencente a classe mais freqiiente nos k£ objetos de treinamento mais simila-
res. Porém, em nosso exemplo real, a interpretacao da saida do classificador
é outra. O alvo é gerar recomendagoes de compra de agoes que tenham lucro
> 2% nos 3 dias que sucedem ao dia analisado.

Um dia a ser analisado é composto de suas cotagoes de abertura, fecha-
mento, maxima e minima e de n dias anteriores. Em nosso caso, fizemos o
teste com 14 e 20 dias anteriores respectivamente. Os objetos de treinamento
tém o mesmo formato, porém ja se sabe de antemao qual foi a rentabilidade
maxima, nos 3 dias posteriores. As classes dos objetos de treinamento sao
L_,L0,L1,L2,1.3,L4,L5,L6,L8,L9,L10, sendo usadas para lucros inexistentes,
lucro maximo de 1% nos trés dias posteriores e assim sucessivamente até
lucro maximo acima de 10%, em trés dias posteriores. Estes cédlculos serdo
explicitados na Secao 4.4.

A saida do classificador sao os codigos dos objetos de treinamento, com
o respectivo rotulo de classe. Tem-se um parametro denominado confianca,
que serve para interpretar a saida do classificador. Se a confianca é 80%,
por exemplo, tem-se que é recomendado compra se 80% dos k objetos de
treinamento mais similares tiveram lucro méximo > 2%, em outras palavras,
80% dos k objetos de treinamento mais similares tém como rétulo uma das
classes L2,L3,L4,15,1.6,L.8,1.9,L.10. Analogamente a preparacao dos objetos
de treinamento, a interpretacao dos dados é feita por mdédulos especializados
e poderia ser feita externamente, por outra aplicacao.

1.3 Organizacao do Texto

Este Capitulo apresentou uma introducao ao tema da dissertacao, juntamente
com os objetivos e a metodologia para atingi-los.

O Capitulo 2 apresenta uma Revisao Tedrica dos conceitos e métodos
utilizados na concepcao da TER e QBER. A Secao 2.1 apresenta o con-
ceito de similaridade, com a definicao de fungoes de similaridade, tanto no
dominio dos sinais, quanto no dominio das cadeias. A utilizacdo de funcoes
de similaridade é fundamental para etapa de Clusterizacao, na fase de pré-
processamento e ainda para a fase de reconhecimento, através do classificador
kNN. A Secao 2.2 expoe a técnica de Indexacao Métrica, muito utilizada na
implementacao e otimizacao do método proposto. A otimizacao é realizada

11
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na etapa de Clusterizagao e na fase de reconhecimento, nesta tultima, oti-
mizando a busca de objetos de treinamento mais similares. Ja a Secao 2.3
apresenta o processo de clusterizacao via indexacao métrica e k-medianas,
utilizados na etapa de Clusterizagao de Montes, nos procedimentos de Con-
versao Simbolica e Traducao Simbdlica.

O Capitulo 3 apresenta a Teoria de Extremos Relativos, juntamente com
a QBER, ambos foco e contribuicao deste trabalho.

O Capitulo 4 expoe o desenvolvimento da implementacao de referéncia,
ferramenta utilizada na avaliacao do método QBER, como representacao ttil.
Além disso, expoe os resultados obtidos na avaliacao da implementacao de
referéncia, através de uma aplicacao exemplo, um sistema de recomendacao
de compra de acoes. Também neste capitulo é feita a comparagao do classifi-
cador desenvolvido, com outro classificador que nao utiliza o método QBER.

Finalmente, o Capitulo 5 apresenta as conclusoes deste projeto, os obje-
tivos alcancados, bem como as sugestoes de futuras linhas de pesquisa.

12



Capitulo 2

Revisao Teorica

Este trabalho se apoia em diversas teorias e conceitos ja definidos, testados
e implementados em outras pesquisas. Sao conceitos provenientes de areas
como a Biologia Computacional, a Teoria da Computacao, o Processamento
Digital de Sinais e, finalmente a Inteligéncia Artificial.

Os conceitos de similaridade em cadeias sao muitos utilizados e pesqui-
sados na area de Biologia Computacional e Teoria da Computagao. Os con-
ceitos de similaridade em sinais sao provenientes da area de Processamento
Digital de Sinais. J& os conceitos de clusterizacao e o classificador kNN sao
foco de muitas pesquisas na area de Inteligéncia Artificial. Por ltimo, as
estruturas e algoritmos de indexacao métrica sao provenientes da sub-area
de Banco de Dados - Indexacao e Recuperacao de Dados Complexos.

Dessa forma, nas secoes subseqiientes, serao expostos os conceitos de simi-
laridade em sinais e em cadeias, a técnica e estruturas de Indexacao Métrica, a
Clusterizacao do tipo k-medianas, através do algoritmo PAM-SLIM, e, final-
mente o classificador de padroes kNN, todos fundamentais para a aplicagao
da técnica QBER, bem como para o desenvolvimento da implementacao de
referéncia.

13



2.1. Similaridade em Cadeias e Sinais DCT-UFMS

2.1 Similaridade em Cadeilas e Sinais

O conceito de similaridade é amplo. Depende essencialmente da fungao de
similaridade, ou funcao de distancia, utilizada. Relacionado ao conceito de
funcao de distancia estao os conceitos de métrica, pseudo-métrica, semi-
métrica e quasi-métrica, detalhados na secao 2.1.1. Toda métrica é uma
funcao de distancia mas, nem toda funcao de distancia é uma métrica.
O mesmo vale para os conceitos de pseudo-métrica, semi-métrica e quasi-
métrica. Existem diversos tipos de funcoes de distancia; no campo dos sinais
temos as fungdes Alinhamento Temporal Dinamico (Dynamic Time War-
ping) (DTW), Distancia de Edi¢do com Penalidade Real (Edit Distance
with Real Penalty) (ERP), Maior Subseqiiéncia Comum para Sinais (Lon-
gest Common Subsequence) (LCSS), Distancia de Edicdo em Seqiiéncias
Reais (Edit Distance on Real Sequence) (EDR) [MP07], apresentadas na
secao 2.1.3; ja no dominio das cadeias, existem a distancia Levenshtein ou
unitaria, a distancia de Hamming e a distancia LCS, abordadas na secao
2.1.2.

O conceito de similaridade também depende do tipo de informacao a ser
analisado. Dessa forma, faz-se necessario definir a nocao de similaridade
entre sinais digitais unidimensionais, e ainda a similaridade entre cadeias de
caracteres.

2.1.1 Nomenclatura e Definicoes

A nocao de similaridade é oposta ao conceito de dissimilaridade; quanto
maior a similaridade menor a dissimilaridade. Uma func¢ao de distancia,
ou distancia, é uma medida de dissimilaridade entre dois elementos de um
determinado conjunto, ou dominio D. Assim, uma funcao de distancia d
para o dominio D é do tipo d : D x D — R. Em termos formais uma funcao
de distancia pode ser expressa conforme a defini¢ao 1 [vLO04]:

Definicao 1 Seja D um conjunto ed : DxD — R, uma funcdao de distancia.
A funcao d satisfaz as sequintes propriedades:

dz,z) =0 (1a)
d(z,y) >0 (ndo negatividade) (1b)

14
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Uma funcao de distancia pode se encaixar no formalismo mateméatico
de métrica, podendo ser denominada métrica. A Definicdo 2 enumera as
propriedades necessérias a uma métrica [Ska08].

Definicao 2 Seja D um conjunto ed : Dx D — R, uma funcdao de distancia.
Dados x,y,z € D, a fungao d é denominada métrica se satisfaz as sequintes
propriedades:

) >0 (nao negatividade) (2a)
) =0 (reflexividade) (2b)
y) £0,sex £y (20)
z,y) =d(y,z) (simetria) (2d)
) <d(z,y) +d(y, z) (desigualdade triangular) . (2e)

K
8

Se uma funcao de distancia satisfaz todas propriedades da definicao 2,
ela é denominada métrica; além disso, o par ordenado < D, d > é um espaco
métrico. Se todas as propriedades sao validas exceto a propriedade 2¢, entao
tem-se uma pseudo-métrica; Caso somente a propriedade 2d seja invalida,
tem-se uma quasi-métrica; Se somente a propriedade 2e é invalida, tem-se
uma semi-métrica[Pek05, v1.04, Sko07, Ska08].

Mais a frente, nesta Secao, serao estudadas fungoes de distancia, métricas
ou nao, para o dominio das cadeias e para o dominio dos sinais digitais
unidimensionais.

Cadeias

O conceito de cadeia é relacionado aos conceitos de simbolo e alfabeto. Um
simbolo é uma entidade abstrata tal como o conceito de “ponto”e “linha”nao
definidos em geometria. Letras e digitos sao exemplos de simbolos freqliente-
mente usados[HU90]. Um alfabeto é um conjunto de simbolos. Neste trabalho
denotamos um alfabeto por ¥ = {ay,as, ..., a,}, onde a; é um simbolo para
1=1,2,...,n.

15
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Uma palavra, ou cadeia, é formada usando os simbolos de ¥. Mais pre-
cisamente, uma palavra é uma seqiiéncia finita de simbolos justapostos. Um
exemplo de palavra é “banana” composta dos simbolos b,a,n. Uma palavra
w tem tamanho |w|, isto é, w é a justaposicao de |w| simbolos; em nosso
exemplo |banana| = 6. Um caso particular de palavra, representada pelo
simbolo €, é a palavra vazia, que nao contém nenhum simbolo, assim |e| = 0.

O conjunto de todas as palavras possiveis em um alfabeto ¥ é dado por :

Y ={aay...ap|ar € X,k <m,m € N;m # 0} U {e} (3)

Os subconjuntos de ¥* que contém palavras de mesmo comprimento m
sao denotados por ¥™, Vm € Z*. Em particular, quando m = 0, temos
0 = {¢}, representando todas as palavras de tamanho zero. Neste texto,
ai, as, ..., a, representam simbolos; ja w, u, v representam palavras.

Definicao 3 (Concatenacdo) Sejam as cadeias u = a1G2...01y € W =
biby...bp|. A operagcao de concatenagao u.w ou simplesmente uw, resulta
na cadeia uw = ayay...ajybibeby,|. A concatenagao de duas cadeias u e w €
a cadeia formada primeiramente pelos simbolos de u, sequidos pelos simbolos
de w. A justaposicao € o operador da operacdao de concatenac¢dao. Assim, uw
€ a concatenacao das cadeias u e w. Fsta operacao também pode ser escrita
como u.w . Além disso, |u.w| = |u| + |w|.

Como exemplo para concatenacao se u = banana e w = madura, entao
uw = bananamadura.

Uma subseqiiéncia de v é uma palavra que pode ser obtida através da
remogao de simbolos de u. J& um fator de u é uma subseqiiéncia de u obtida
através da remocao de simbolos sucessivos no final ou no comeco da palavra w.
Por exemplo, dado u = {ay, as, ..., ap }, € w fator de u, w = {a;, ait1, ..., a;}
para 1 < i < j < |u|. Outra forma de representar w é u; ;, 1 <1i < j <|ul.

Um prefizo w de uma palavra u é uma subseqiiéncia de u obtida através
da remocao de simbolos sucessivos do final de u, isto é, se u = {ay, az, ..., aju },
w = {a1,ag, ..., ap }, com |w| < |u|. J& um sufizo w, de uma palavra u é tal
que se u = {ai,as,...,ap}, w = {aj, aji1,...,an}, com j > 1. Em outras
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palavras, um prefixo w de u é um fator v, ;, com j < |uf; j& um sufixo w de
v é um fator w;,, com 1 < j < |ul.

Uma funcgao de distancia entre cadeias é uma fungao d : ¥* x ¥* — R
para a qual podem valer as propriedades da definicao 2, podendo ela ser
denominada métrica[Nav01], semi-métrica ou pseudo-métrica, entre cadeias,
conforme o caso.

Sinais Digitais Unidimensionais

Sinais sao funcgoes de uma ou mais varidveis independentes que contém
informacao acerca do comportamento e caracteristicas de determinados
fenomenos fisicos. Sao representados matematicamente como funcoes de uma
ou mais variaveis independentes[Lou02].

Este texto trabalha com sinais digitais unidimensionais, que sao sinais
em que todas variaveis envolvidas sao quantizadas e, além disso s6 possuem
uma variavel independente. Assim, neste texto, os sinais digitais unidimen-
sionais sao representados por letras maitsculas tais como X,Y,Z que contém
seqiiencias de valores reais. E importante ressaltar que os valores, como sao
quantizados, possuem uma representacao discreta, contavel. Assim, um sinal
X com n amostras igualmente espagadas no tempo(n medigoes) é represen-
tado como X = {x, z9,...,x, }; onde x; € R, i < n, representa um valor real,
na amostragem ¢. Também, neste texto, | X| = n.

E importante ressaltar que como os sinais estudados neste texto sao si-
nais digitais unidimensionais, podemos, sem perda de generalidade, utilizar
o nome série temporal. Uma série temporal S, segundo [CNO4], é definida
como uma seqiiéncia de valores reais. Dessa forma, S = [s1, S, ..., S,], com
s; real para 1 < ¢ < n, é uma representacao da série temporal S. Mais
especificamente, a sua representacao natural.

Uma funcao de distancia entre sinais digitais unidimensionais é uma
funcao d : S x S — R, onde S é o dominio dos sinais digitais unidimen-
sionais, e para a qual podem valer as propriedades da definicao 2, podendo
a mesma ser denominada métrica, semi-métrica, pseudo-métrica entre sinais
digitais unidimensionais, conforme o caso.

Neste trabalho, os conceitos de cadeias e sinais sao relacionados, uma vez
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que, através da técnica QBER, sinais digitais unidimensionais sao transfor-
mados em cadeias. A vantagem de utilizar cadeias, ao invés de sinais digitais,
para manipulacao, é o emprego de fungoes de distancia para cadeias, ampla-
mente estudadas na literatura, na classificacao de padroes.

2.1.2 Similaridade entre Cadeias

Existem diversas funcoes de distancia para medir a dissimilaridade entre
cadeias. Um modelo amplamente empregado para definicao de funcoes de
similaridade para cadeias ¢ o modelo da distancia de edicao. Tal modelo
emprega a nocao de quantidade minima de operacoes para transformar uma
cadeia em outra. As operacoes possiveis sao, em geral, a insercao, a remogao
e a alteracao. A cada operacao ¢é atribuido um peso. Assim, uma funcao de
distancia baseada no modelo de distancia de edicao define pesos especificos
para cada operacgao; para seu calculo basta achar o valor minimo que pode
ser atingido em sequéncias de operagoes que transformar uma cadeia em
outra.Uma forma de fazer isto é utilizar técnicas de programagao dinamica.

Operacgoes, alinhamentos e fungao ¢

Uma operacio de edigio é um par ordenado (o, ) € (X' U {e}) x (Xt U
{ePHh\{(e,€)}. A operagao («,3) é usualmente escrita como o« — . Isto
reflete a visao operacional que considera as operacoes de edicao como regras
para transformagao de uma cadeia u em uma cadeia v. Existem varios tipos
de operagao de edigao [Kur01]:

e Insercao: € — a, isto é, insercao da letra a.
e Remocao: a — ¢, isto é, remocao da letra a.

e Substituicao: a — b, isto é, substituicao da letra a por b.

Um alinhamento A de u e v é uma seqiiéncia
(051 — 617 ey Oy — 5}1)

de operacoes de edicao tal que u = aq, ...,y € v = By, ..., Bp.
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E interessante ressaltar que sao validas operagoes de remocao e insercao.
Assim, por exemplo, considerando-se as cadeias u = bcacd e v = dbadad,
um alinhamento A de u em v poderia ser A = (¢ — d,b — b,c — a,e —
d,a — a,c — €,d — d). Existem alinhamentos étimos, isto é, existem
alinhamentos que representam menor custo. A nocao de alinhamento 6timo
depende, portanto, da nocao de custo.

Uma func¢do de custo 0 atribui a cada operacao de edigao a — 3, um
custo real positivo. Tem-se que d(av — «) = 0. Se é(aw — ) = 6(8 — «)
para todas as operacoes de edicao o — [ e f — «, entao d é simétrico. Se
d(a — () = 1, para todas operagoes de edigao, com a # 3, entdao 0 é uma
funcao de custo unitaria.

A fungao ¢ é extendida para alinhamentos de uma maneira direta: O

custo de um alinhamento A = (a; — B, ...,a5, — (1) é a soma dos custos
de todas as operagoes de edicao. Em outras palavras:

h

5(A) = 6(a; — B).

=1

Funcoes de distancia unitaria, de Hamming e LCS

Agora ja podem ser definidas as funcoes de custo utilizadas em diferen-
tes funcoes de distancia para cadeias. Tais fungoes utilizam o modelo da
distancia de edicao, isto é, uma funcao de custo, operacoes de edicao e ali-
nhamentos.

A distancia de edi¢ao entre u e v, denotada por edists(u,v), é o custo

minimo possivel de um alinhamento entre u e v. Isto é,

edists(u,v) = min{J(A)|A é um alinhamento de u ev}.

Um alinhamento A de u e v é 6timo se 0(A) = edists(u,v). O problema
da distancia de edigao é calcular a distancia entre u e v.

A distancia de Levenshtein, ou distancia de edicao unitaria, tem sua
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funcao de custo definida pela funcao 6 de custo unitario:

0 Sea,feXea=p

1 caso contrario

S — §) = { (4)

A distancia de hamming tem sua fungao de custo definida por épamming,
a qual nao considera insercoes e remocoes:

6hamming(@ — ﬁ) - 1 SGHELO, se &, 5 c Yea 7é ﬁ (5)
oo caso contrario(a = € ou 3 =€)

A distancia LCS tem sua funcao de custo definida por drcg:

0 Sea,feXea=p
drcs(a— ) =14 2 Sendo, se o, € Xea#[ (6)
1 caso contrario(a = € ou f = €)

Calculo do valor da funcao de distancia unitaria, usando pro-
gramacao dinadmica

Um algoritmo para resolver o problema, baseando-se na programagcao
dinamica pode ser visto em [Sel80]. Apesar de existirem alternativas mais
eficientes, ele tem sua utilidade na possibilidade de utilizagao de diferentes
funcoes de distancia.

Para calcular a distancia de edigdo unitaria, por exemplo, edists(u,v),
basta preencher uma matriz Cy_jy|0..|s|- A posicao Cj, s ¢ preenchida como
o ntimero minimo de operagoes necessdrios para transformar u;us..up,| em
V102..V)|. Assim tem-se que:
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Figura 2.1: Célculo do valor da funcao distancia unitaria para as palavras
banana, badana e madeira, madeirite

Coj=1J (8)

Ciz1j-1 se u; = v,
=4 G- = 9
7 { 14+ Min(Ci—1,Ci j—1,Ci—1,j-1) (9)

A Figura 2.1 demonstra o preenchimento da matriz C. A execucao do
algoritmo em questao é da complexidade de O(|u||v|) no pior caso. O espago
utilizado é O(min(|ul,|v|)) no pior caso, pois sé a coluna anterior precisa ser
armazenada.

2.1.3 Similaridade entre Sinais

Analogamente a similaridade de cadeias, a similaridade de sinais esta estrita-
mente relacionada as fungoes de distancia para sinais. Existem basicamente
duas classes de funcgoes de distancia. A primeira classe inclui funcoes ba-
seadas nas normas L1 e L2 como as funcoes de distancia DTW e ERP. A
segunda classe é composta de fungoes de distancia que calculam um indice de
similaridade baseando-se em um limiar de encaixe £ [MPO7]; exemplos desta
segunda classe de funcoes de distancia sao LCSS e EDR.

O célculo das fungoes de distancia apresentadas podem ser realizados

através de técnicas de programacao dinamica, conforme demonstrado na
secao anterior.
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Funcoes de distancia L, e Ly, matriz de custo, fungao Rest e caminho
de alinhamento

Para efeito do calculo de fungoes de distancia para sinais, existem alguns
conceitos basicos, utilizados amplamente. Estes conceitos sao as fungoes de
distancia L, e Lo, a matriz de custo, a funcao Rest e o conceito de caminho
de alinhamento.

A distancia Ly, ou distancia de Manhanttan, entre duas séries temporais
X =A{zy,x9,...;x,} e Y ={y1,y2, ..., yn} € expressa por:

Distr(z,y) = Z |z — yil (10)
i=1

A distancia Lo, ou distancia euclidiana, entre duas séries temporais X =
{z1,29,...;2,} €Y ={y1, 92, ..., yn} é expressa por:

Dz’stm(as,y) = (11)

A funcdo Rest de uma série temporal X é definida por:

Rest(X) =, ..., x| (12)

Ja a matriz de custo D, entre duas séries temporais X e Y, é uma matriz
de tamanho |X| x |Y| tal que D(i,j) = Dist(z;,y;), onde Dist é qualquer
funcao de distancia que se tenha interesse utilizar, definida no dominio das
séries temporais.

O conceito de caminho de alinhamento W ¢é definido considerando-se
uma matriz de custo M, para duas séries temporais X e Y. Assim,
W = wy, Wy, ..., wyw| (warping path ) é tal que wy, = (4,7) para 1 <i < |X]|
el < j < |[|Y|]. Além disso maz(|X|,|Y]) < [W| < |X|+ |Y], onde |W|
é o tamanho do caminho de alinhamento. Também dados wy = (i,5) e
wpr1 = (7,7 ) entao, i < <i+lej<j<j+1
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Os conceitos de matriz de custo e caminho de alinhamento sao relaciona-
dos ao conceito de alinhamento do dominio das cadeias e a forma de calculo
vistos na secao 2.1.2.

Alinhamento Temporal Dindmico (Dynamic Time Warping)

O Alinhamento Temporal Dinamico - DTW - é uma técnica que encontra um
alinhamento 6timo entre duas séries temporais, esticando-se ou encolhendo-
se uma das séries. Este alinhamento entre duas séries temporais pode ser
usado para encontrar regioes correspondentes entre duas séries temporais ou
ainda para determinar a similaridade entre elas. [SP04].

Para se calcular a DTW é necessério o cdlculo da matriz de custo. Apds
se realizar o calculo da matriz de custo, deve-se achar o menor caminho de
alinhamento. Dadas duas séries temporais X e Y, e uma matriz de custo M,
entenda-se por menor caminho de alinhamento o caminho de menor custo,
ou caminho de alinhamento 6timo. Portanto deve-se achar um caminho do
ponto M(1,1) até o ponto M (|X|,|Y]|) que tenha custo minimo. O indice de
similaridade seria entao o custo total do caminho de alinhamento. Assim, o
calculo da DTW ¢é expresso por:

0, se |X] = [v] =0

0 , se | X|=0o0ulY|=0

DTW(X,Y) = DTW (Rest(X), Rest(Y))
DTW (Rest(X),Y

Dist(z1,y1)+ min DTW (X, Rest(Y)

)
)

(13)

Distancia de Edi¢cao em Seqiiéncias Reais (Edit Distance on Real
Sequence)

A funcao de distancia EDR[COO05] se baseia no modelo de distancia de
edicao do dominio das cadeias. A funcao de distancia entre dois simbolos
r;,s; das cadeias R e S, respectivamente, pode ser representada por:
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dist(r;, s;) =

{0 Ser; =s; (14)

1 Caso contrdrio

Na EDR, a equacgao 14 ¢é alterada para se adequar ao conceito de séries
temporais. Assim, no caso de cadeias, r; e s; sao simbolos; no dominio de
séries temporais r; e s; sao nimeros reais ou ainda vetores n-dimensionais.
A equacao 14 é reescrita para o dominio de séries temporais, onde se faz
um relaxamento do conceito de igualdade, introduzindo um limiar €. Esta
funcao, Dist.q,, considera os elementos x; e y; como i-ésimos elementos das
séries temporais X e Y, respectivamente, e é expressa por:

0, Selr;—y| <e
1, Caso contrario

Distegr (74, y;) = { (15)

A partir da definicao da funcao de distancia para séries, na equacao 15,
uma generalizacao da distancia Levenshtein - Equacao 4, para séries tempo-
rais, é possivel definir com clareza a funcao de distancia EDR.

A fungao de distancia EDR(X,Y), para duas séries temporais X =
{21, 29, --->I|X\} e Y ={y1, v, ~'-7y|Y\} ¢ dada por :

(1x], se [Y] =0
Y], se |X] =0
caso contrario,

EDR(X,Y) = EDR(Rest(X), Rest(Y)) + Distegr (71, 1)

Re
min ¢ EDR(Rest(X),Y)+1
EDR(X, Rest(Y)) + 1

(16)

As vantagens da EDR em relacao as outras medidas sao intimeras. Basi-
camente:

e Reducao dos efeitos de ruidos através da quantizacao da distancia entre
um par de elementos para {0, 1};

e Os efeitos de outliers sao menores que na distancia euclidiana, DTW e
métrica ERP.
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e Trata a translacao temporal através das “operacoes de edi¢ao”;

e Ao contrario da fungao de distancia LCSS (Secao 2.1.3), atribui pena-
lidades para extensoes entre subseqiiéncias que se equivalem, portanto
neste quesito tendo mais acuracia que a LCSS.

Distancia de Edi¢ao com Penalidade Real (Edit Distance with Real
Penalty)

A métrica de similaridade ERP é levemente diferente das fungoes de distancia
DTW e EDR. A principal diferenca é que a ERP é uma métrica no sentido
formal, conforme definicao 2. Esta propriedade possibilita a implementacao
de diversas estruturas de indexagao [CNO4].

Como a EDR, a ERP se baseia no modelo de distancia de edicao, ge-
neralizando a funcao de distancia de Levenshtein da equacao 4. A funcao
de distancia ERP ¢é concebida para possuir a caracteristica da desigualdade
triangular. A principal diferenca da funcao de distancia ERP em relacao a
EDR ¢ que esta utiliza o limiar € para calcular o custo como 0 ou 1; ja a
ERP utiliza um valor constante g para o calculo do custo de extensoes.

O conceito de extensao é relacionado ao conceitos de alinhamento e
operagao de edicao (Segao 2.1.2). Ao se comparar duas séries temporais
X e Y, por exemplo, pode ocorrer de |X| # |Y|. Portanto, é necessario
incluir ou excluir elementos em uma das séries, de forma que estas possam
ser comparadas, elemento a elemento. Assim, o caractere “g” é o simbolo
abstrato para extensdo. Na equagao 19 que segue, quando | X| = 0 entao a

distancia entre | X| e |Y| equivale a soma das distancias entre os simbolos de
Y| - {y1, ..., yv|} - e extensoes, Z‘ly‘ Disterp(Yis ).

A funcao Dist,,, ¢ definida para o calculo do custo dos elementos que
nao se casam, dados z; e y;, elementos das séries X e Y, respectivamente.
Esta funcao pode assim ser expressa:

|z; —yi| , Se x;,y; ndo sdo extensodes
Disterp(xiyyi) = |z —g|, Sey; é uma extensao (17)
ly; —g| , Se x; é uma extensao
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O lema 1 foi formulado por [CNO04]. Ele diz respeito a validade da desi-
gualdade triangular para a funcao Dist.,,:

Lema 1 Para 3 elementos quaisquer q;,r;, s;, onde quaisquer um deles pode
ser uma extensao, tem-se que:

disterp(Qis si) < disterp(qis i) + distery (1, 5;) (18)

A partir da definicao da funcao de distancia na equacao 17, e de um
valor constante g € R, a métrica ERP, pode ser expressa para o calculo da
distancia entre duas séries temporais X e Y

leX‘ Disterp(zi,g9) , se|Y]=0
S Distery(yirg) . se |X| =0
ERP(X,Y) = ERP(Rest(X), Rest(Y)) + Disterp(x1,11)
Caso contrario, min{ ERP(Rest(X),Y) + Dister,(x1,9)
ERP(X, Rest(Y)) + Dister,(y1,9)
(19)

A principal diferenca da métrica ERP em relagdo as outras métricas,
¢ a validade da desigualdade triangular. Com respeito a recuperacao de
informacgoes e a execucao de consultas, algumas estruturas interessantes de
indexagao poderiam ser utilizadas como a Slim-Tree[TTSF00]. O teorema 1
que se segue, expressa esta caracteristica importante:

Teorema 1 (Desigualdade Triangular) Sejam Q, R, S trés séries temporais
de tamanhos arbitrdarios. Entao tem-se que : ERP(Q,S) < ERP(Q,R) +
ERP(R,S).

Maior Subseqiiéncia Comum para Sinais (Longest Common Sub-
sequence)

A funcao de distancia LCSS é definida para o dominio de séries temporais
seguindo o modelo da distancia de edicao. Na sua concepcao considera-
se que uma funcao de distancia pratica deve tratar seqiiéncias com ruidos,
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tamanhos diferentes, outliers, diferentes velocidades ou taxas de amostra-
gem, translagoes no tempo (no caso de séries temporais), tudo isso de uma
forma eficiente. A LCSS atende estes requisitos, considerando alguns ajustes
[Gun02].

A funcao LCSS utiliza um limiar ¢ que define se dois elementos da série
temporal se equivalem ou nao. Se os elementos se equivalem eles somam
1 na medida LCSS. Caso contrario, o restante da série, sem os elementos,
¢é analisada. Para comparar elementos das duas séries temporais X e Y, a
funcao de distancia LCSS é expressa| CN04] através da recorréncia:

(0 ,se |Y|=0ou|X|=0

LOSS(Xy) = { 1+ LOSS(Rest(X), Rest(Y)) -, se Dist(n1,11) <

, caso contrario

i { LCSS(Rest(X),Y)
\ LCSS(X, Rest(Y))
(20)

A medida LCSS é bem robusta, no entanto, a LCSS nao obedece a desi-
gualdade triangular como a métrica ERP.

Sumario para calculo das Fungoes de distancia

A tabela 2.1 apresenta um resumo das férmulas de calculo das fungoes de
distancia, em sinais digitais.

2.2 Indexacao Métrica

A técnica de indexacao métrica foi utilizada em dois momentos nesta pes-
quisa. O primeiro uso foi na etapa de conversao simbdlica, mais precisamente
no algoritmo de clusterizagago PAM-SLIM[BRTJ06]. O segundo uso foi na
etapa de reconhecimento, acelerando a execucao do classificador kNN.

A indexacao métrica tem o propdsito de recuperar eficientemente objetos
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Sumaério para calculo de funcoes, em sinais digitais

Disty, (z,y) = 3212y |=[i] — yli]], DistL, (z,y) = i (xld] = yli)?
Dist(x,y) = Distr, (x,y) ou Distp,(x,y)

Rest(X) = z2, ..., 7| x|

. 0 Selz;—vyi|<e
Distear (i, i) :{ 1 Cas‘ozcontiirio

0 ,se [ X|=1Y]=0

(9] ,se | X|=0o0ulY|=0
DTW (Rest(X), Rest(Y))

Dist(z1,y1) + min{ DTW (Rest(X),Y) , caso contrério
DTW (X, Rest(Y))

DTW(X,Y) =

| X| se |[Y]=0
Y] se | X|=0
EDR(Rest(X), Rest(Y)) + Distear(z1,y1)
caso contrario, min< FEDR(Rest(X),Y)+1
EDR(X,Rest(Y))+1

EDR(X,Y) =

Z‘lxl Disterp(zi,9) se|Y| =0
S Disterp(yig) se |X| =0
ERP(Rest(X), Rest(Y)) + Disterp(z1,y1)
Caso contrério, min{ ERP(Rest(X),Y) + Disterp(x1,9)
ERP(X, Rest(Y)) + Disterp(y1,9)

ERP(X,Y) =

0 se|Y|=0o0ul|X|=0
1+ LCSS(Rest(X), Rest(Y)) se Dist(z1,y1) <€
LCSS(Rest(X),Y)

LCSS(X, Rest(Y))

LCSS(X,Y) =
Caso contrario, max {

Tabela 2.1: Sumério para cdlculo de funcoes, em sinais digitais

similares a outro objeto de consulta fornecido. Para a definicao de um espaco
métrico é necessério a definicdo de um dominio e uma métrica[Ron97].

Esta técnica lida com consulta em espacos métricos. As consultas mais
comumente usadas sao a consulta por abrangéncia - Range Query - e a con-
sulta por vizinhos mais préximos - k-Nearest Neighbor Query - [KSFT96],
formalizadas nas definicoes 4 e 5.
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Definicao 4 Consulta por Abrangéncia (Range Query) : Dado um objeto de
consulta Q@ € D e uma distancia mdzima r(Q), a consulta por abrangéncia
(Q,7(Q)) seleciona todos os objetos indexados O; tal que d(O;, Q) < r(Q).

Definicao 5 Consulta por vizinhos mais prozimos (k nearest neighbors
(kNN) query) : Dado um objeto de consulta Q € D e um inteiro k > 1,
a consulta kNN (Q,k) seleciona os k objetos inderados que tém a menor
distancia de QQ, de acordo com uma func¢ao de distancia d.

Dessa forma, uma estrutura de indexacao métrica, ou ainda Método de
Acesso Métrico (MAM), otimiza a execugao de consultas por similaridade. A
MAM utilizada neste trabalho foi a Slim-Tree[TTSF00] que é uma melhoria
da M-Tree [CPRZ97]

2.2.1 M-Tree

A estrutura M-Tree [CPRZ97] organiza objetos O; € D em nés fixos, que
correspondem as regioes de um espaco métrico < D,d >, onde d é uma
métrica e D um dominio de dados. Os nds de uma M-Tree podem armazenar
até M entradas - esta é a capacidade dos nds. Os nés podem ser nés folha
ou nos internos. Cada uma das M entradas em um né folha é do tipo:

entry(0;) = [0, 0id(0;), d(0;, P(0;))] (21)

A entrada da equacao 21 é armazenada em um no folha. O identificador
0id(O;) é uma referéncia ao objeto indexado, que reside em um arquivo
separado; O; é um vetor de parametros do objeto, em outras palavras, O; €
D; também d(O;, P(O;)) é a distancia entre O; e um objeto pai, P(O;).

Uma entrada em um né interno (ndo folha) armazena um vetor de
parametros - O, - também chamado objeto de roteamento, e um raio de
cobertura, r(0,) > 0. Uma entrada para um objeto de roteamento O, inclui
um ponteiro - ptr(7T(0;)) - para a raiz da sub-arvore T(0,) - a arvore de
cobertura de O; - e d(O;, P(0O,)), a distancia de O, para seu pai:
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entry(O) = [Or, ptr(T(0;)), d(O;, P(O,))] (22)

A semantica do raio de cobertura é estruturada a partir da propriedade
seguinte:

Propriedade 1 O raio de cobertura de um objeto de roteamento, O, satis-
faz a desigualdade d(O;,0.) < r(O;), para cada objeto O; armazenado na
arvore de cobertura de O;.

A propriedade 1 significa que um objeto de roteamento define uma regiao
no espago métrico M, centralizado em O, e com raio 7(O,), como na Fi-
gura 2.2. Além disso O, ¢ pai de cada objeto O; armazenado na &rvore
referenciada por ptr(7T(0,)). A implicacdo dessa organizagao é que uma M-
Tree organiza um espago métrico em um conjunto de regioes que podem se
sobrepor, nas quais recursivamente podem ser definidas outras regioes que
indexam o espaco métrico.

Como a M-Tree cresce

Como qualquer outra arvore balanceada dinamica, a M-Tree cresce de uma
maneira bottom-up. O overflow de um né6 N é gerenciado alocando-se um
novo né, N, de mesmo nivel de N, particionando as M + 1 entradas entre
dois nds, e entao postando informagoes relevantes para o né pai N,. Quando
uma raiz é particionada, uma nova raiz € criada e a M-Tree cresce um nivel,
veja a Figura 2.3. Este método é denominado particionamento (Split) - veja
o algoritmo 1.

No algoritmo Split existem dois métodos importantes, denominados Par-
tition e Promote. O método Partition particiona as (M + 1) entradas de um
no cheio em dois subconjuntos disjuntos, Ny e Ny, que sao entao armazenados
em nés N e N’, respectivamente. Uma implementacao especifica do método
Promote e Partition define o que se chama de split policy. A estrutura M-
Tree oferece a possibilidade de implementacao de diferentes split policies, que
podem ser otimizadas de acordo com as necessidades da aplicagao. Cada split
policy tem que respeitar a seméantica de cobertura do raio, conforme definido
na propriedade 1. Se um né cheio N é uma folha, isto é garantido fazendo-se:
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DCT-UFMS

Algorithm 1 Split

Entrada: Um n6 N de arvore métrica 1', uma entrada FE.
Saida: O n6 N é particionado em dois nés Ny e Ny
Método: O algoritmo funciona assim:

Seja n = entradas do n6 N U {E};
if N nao é a raiz then
Seja O, o pai de N, armazenado em N;
end if
Crie umn novo né N’;
Promote (17,0,1,0,2);
Partition (7,01,0,2,01,12);
Armazene as entradas de 1; em N e as entradas de 7, em N';
if N é a raiz atual then
Crie um novo né, Np;
Armazene entry(Op1) e entry(Ops) em Ny;
else
Substitua entry(O,) com entry(Op) em Np;
if O né N, esta cheio then
Split (Ny,entry(Op2))
else
Armazene entry(Ops) em Np;
end if
end if
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(‘oM

Figura 2.2: Representagao de uma regiao do espago métrico, a partir de um
objeto de roteamento

r(Op) = maz{d(0;,0;1)|0; € N1} (23)

De uma forma geral, o raio de cobertura de um objeto de roteamento
apontando para uma folha é igual a distancia maxima entre o objeto de
roteamento e os objetos na folha. Quando o split envolve nés internos, N,
cada entrada O; em N; tem um raio nao nulo de cobertura, 7(0;). Assim
tem-se:
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Figura 2.3: Particionamento de uma M-Tree

7(Op1) = max{d(O;, 0,1 ) + r(0,)|0; € N1} (24)

Logo, a equacao 24 é garantida pela propriedade de desigualdade trian-
gular, isto ¢, nenhum objeto em 7'(O,;) pode se distanciar de O, mais que
7(Op1). Um exemplo é a Figura 2.3. O procedimento de inser¢ao é apresen-
tado no algoritmo 6.

Processando consultas de similaridade

A estrutura M-Tree tem como objetivo reduzir o tempo processamento
nas consultas por similaridade. Para tal, os algoritmos desenvolvidos
em [CPRZ97] diminuem sensivelmente o nimero de calculos de distancia,
utilizando-se de distancias pré-calculadas armazenadas.

Consultas de Abrangéncia

Uma consulta por abrangéncia seleciona todos os objetos armazenados no
banco de dados tal que d(0O;, Q) < r(Q). Em outras palavras, o interesse é
selecionar todos os objetos que se distanciam de () por uma distancia de até
r(Q). Para executar eficientemente esta consulta, uma condigao importante
¢é aplicada, conforme segue.

Lema 2 Se d(O.,Q) > r(Q) +r(O;), entao para cada objeto O; em T(O,)
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tem-se que d(O;, Q) > r(Q). Portanto, T(O) pode ser sequramente ignorado
na busca.

De fato, uma vez que d(O;, Q) > d(O,, Q) —d(0;,O.) (pela desigualdade
triangular) e d(O;,0,) < r(O;) (pela definigdo de raio de cobertura), daf
tem-se que d(0;,Q) > d(O-,Q) — r(Q). Em outras palavras d(O,, Q) —

(@) > r(Q).

Lema 3 Se |d(O,, Q) —d(O;,0,)| > r(Q)+1r(0,), entao d(O.,Q) > r(Q)+
r(O;).

A consulta por abrangeéncia foi pode ser realizada através do Algoritmo
2 (RS).

Consulta de vizinhos mais proximos

A consulta kNN recupera os k vizinhos mais préximos de um objeto de
consulta (). Assume-se que pelo menos k objetos sao indexados por uma M-
Tree. Utiliza-se uma técnica branch-and-bound a qual utiliza duas estruturas
globais: uma fila de prioridades PR e um um vetor de k elementos, NN que
ird conter o resultado no final de execucao.

PR é uma fila de ponteiros para ativar sub-arvores, isto é, sub-arvores
onde os objetos qualificados podem ser encontrados. Com o ponteiro para
raiz da sub-arvore T(0,), um limite inferior d,,;,(7(0,)) na distancia de
qualquer objeto em T(0;,) a @ é tomado. O limite inferior é:

dmz’n(T(OT)) = max{d(OT, Q) - T(OT)’ O} (25)

Pela equagao 25, nenhuma T'(O,) pode ter uma distancia até () menor
que d(O;,Q) — r(0;). Estes limites sdo usados pela fun¢ao ChooseNode -
algoritmo 3 - para extrair de PR o préximo né a ser examinado.

O critério de otimizacao é dinamico, uma vez que o raio de busca é a
distancia entre Q os k-vizinhos mais proximos correntes. Também a ordem
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Algorithm 2 RS

Entrada: Um n6 N de arvore métrica T', um objeto de consulta (), e um
raio de busca r(Q).
Saida: Sao retornados em result uma lista de objetos O; tal que d(O;, Q) <
r(Q)
Método: O algoritmo funciona assim:
Seja O, o pai do né N;
if N é um né interno then
for YO, € N faca: do
if |d(O,, Q) — d(O;,0,)| <1(Q) +r(0;) then
Calcule d(O., Q);
if d(O,,Q) <r(Q)+r(O;) then
RS (xptr(T(0;)),Q,r(Q));
end if
end if
end for
else
for YO, € N faca: do
if [d(0,, Q) — d(0;. 0,)| < 1(Q) then
Calcule d(0Oj, Q);
if d(0;,Q) <r(Q) then
Adicione 0id(O;) em result;
end if
end if
end for
end if
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em que os nos sao visitados pode afetar a performance. Um critério heuristico
ja implementado em [CPRZ97] é selecionar o né em que o limite d,;, é
minimo.

Algorithm 3 ChooseNode
Entrada: Uma fila de prioridades PR
Saida: E retornado o préximo noé a ser examinado
Método: O algoritmo funciona assim:
Seja dpmin(T(0%)) — min{dmm(T(0T))}, considerando todas as entradas
em PR,
Remova a entrada [ptr(T(0%)),dmin(T(0%))] de PR;
Retorne sptr(T(O%));

Algorithm 4 kNN _Search

Entrada: Um no raiz T', um objeto de consulta (), e um inteiro k.
Saida: Os k objetos mais proximos sao retornados através do vetor NN
Método: O algoritmo funciona assim:

PR =T, -]

for : =1 até k faca: do
NNi] = [~ o0

end for

while PR # () faca: do
NextNode = ChooseNode(PR);
kNN _NodeSearh(NextNode, Q, k);
end while

No final da execugao, a i-ésima entrada do array NN terd o valor NN[i] =
[0id(0;),d(0;,Q)], com O; sendo o i-ésimo vizinho mais préximo de Q. O
valor da distancia da i-ésima entrada é denotado d; de forma que di é o a
distancia mais larga em NN. Claramente, d; faz o papel de raio dinamico
de busca, desde que qualquer sub-arvore em que dy,i, (7(0;)) > dj pode ser
ignorada com seguranca.

As entradas do array NN sao inicialmente configuradas para NNJ[i] =
[—,00](i =1,..., k), isto é, os oids sdo indefinidos e d; = co. Quando a busca
¢ iniciada e os nds inteiros sao acessados, a idéia é entao calcular, para cada
sub-drvore T'(0O,), um limite superior, d,,...(7(0;)), na distancia de qualquer
objeto em T'(O,) para Q. O limite superior é configurado para

naa(T(0r)) = d(O-, Q) +7(O-) (26)
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Algorithm 5 kNN _NodeSearch

Entrada: Um n6 N , um objeto de consulta ), e um inteiro k.
Saida: E retornado um conjunto melhor no array NN
Método: O algoritmo funciona assim:
Seja O, o pai do né N;
if N é um né interno then
for YO, € N faca: do
if |d(O,, Q) — d(O-,0,)| < di +r(O;) then
Calcule d(O., Q);
if dpin(T(0;)) < di, then
Adicione [ptr(T(0;)), dpmin(T(0,))] em PR;
if dnae(T(O;)) < dy then
dy «— NN _Update(|—, dmax(T(0,))]);
Remova de PR todas as entradas onde d;,,(T(O;)) > dg;
end if
end if
end if
end for
else
for VO; € N faca: do
if |d(O,, Q) — d(0;,0,)| < di, then
Calcule d(0j, Q);
if d(0;, Q) < dj then
di < NN _Update([oid(O;),d(O;, Q)]);
Remova de PR todas as entradas onde d,;,, (T(0;)) > d;
end if
end if
end for
end if
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Considere o caso mais simples onde k& = 1, duas sub-arvores, T(O,) e
T(O,2), e assuma que dmaz(T(Oy1)) =5 € dpmin(T(Oy2)) = 7. Uma vez que
Aimax(T(0,1) garante que um objeto cuja distancia de @) é de pelo menos 5
existe em 7'(0,1),T(0,2), entdo as mesmas podem ser ignoradas na busca.
O método kNN _Search é definido pelo algoritmo 4. Outro método utilizado
¢ o método kNN_NodeSearch - algoritmo 5.

Inserindo objetos

Para inserir um novo né O,, em uma estrutura M-Tree tenta-se achar um
n6 O; cujo raio de cobertura seja maior que d(O;, O,,); se somente um né é
encontrado entao o novo né é inserido neste né interno, caso hajam varios nés
internos candidatos, o novo né € inserido naquele que tém a menor distancia.

No caso de nao existirem nés cujo raio de cobertura seja compativel com
o novo no, seleciona-se o nd interno com menor distancia e entao se aumenta
o raio de cobertura deste n6 apds a insercao. Se o né esta cheio - atingiu
M filhos - entao realiza-se o procedimento split ja descrito anteriormente. O
algoritmo 6 define formalmente um método de inser¢cao na M-Tree.

2.2.2 Slim-Tree

A SlimTree é igual a M-Tree [Sko04], do ponto de vista estrutural. Do ponto
de vista da analise de algoritmos, a inovacao sao as otimizagoes na estrutura
hierarquica, o que promove um grande aumento na performance. O algo-
ritmo slim-down 7 otimiza a estrutura hierarquica ja estabelecida através de
insercoes de objetos.

A idéia basica é diminuir a sobreposicao de areas de cobertura em nés
nao folha. Dado uma entrada em um né folha, assume-se que existe uma
folha mais adequada para esta entrada. Seja uma entrada entry(O;), arma-
zenada em uma folha N (tendo como pai o objeto de roteamento O,), tal
que d(0;,0;) < r(O;). Se tal folha N’ existe (mais adequada que N), a
entrada entry(0;) é entdo inserida nela (sem a necessidade de alargar N’),
e removida de N com a diminui¢do do raio de cobertura r(O,) (Se O; era o
objeto mais distante de O; em N). O procedimento é repetido para todas as
entradas em todas as folhas a medida que o movimento de entradas ocorre.
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Algorithm 6 Insert
Entrada: Um n6 N de drvore métrica T, uma entrada entry(O,,).
Saida: Insere o objeto O,, na folha mais apropriada.
Método: O algoritmo funciona assim:
if N é um né interno then
Seja N;, = entradas onde d(O,,0,) < r(0,);
if N;, # O then
Seja entry(OZ) € Ny, = d(OX, O,,) é minima;
else
Seja entry(O%) € Ny, : d(O%, 0,,) — r(O%) é minima;
Seja r(0OF) = d(Oz%, O,,);
end if
Insert (xptr(T(O%)), entry(O,));
else
if N nao esta cheia then
Armazene entry(O,,) em N
else
Split (N,entry(O,,));
end if
end if

A aplicacao da versao original do algoritmo slim-down otimiza a performance
das buscas em 35% (em média)[TTSF00].

Quantificacao da sobreposicao entre areas de cobertura

A nogao de volume nao esta disponivel em um espaco métrico; Ja a nogao
de sobreposicao entre areas de cobertura em uma estrutura Slim-Tree pode
ser medida através de uma abordagem diferente: A contagem de objetos
que estao em ambas areas, onde se deseja calcular a intensidade da sobre-
posicao[TTSFO00]- veja a defini¢ao 6.

Definicao 6 Sejam I, e I, duas entradas indexadas. A sobreposi¢ao entre
I eI, € definida como o numero de objetos nas sub-drvores correspondentes
que sao cobertos por ambas as regioes, dividido pelo niumero de objetos em
ambas as drvores.
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A definicao 6 apresenta uma maneira genérica de medir a interseccao entre
regioes de uma arvore métrica, habilitando o uso de técnicas de otimizacao,
desenvolvidas para espacos vetoriais, em arvores métricas.

Fat Factor

O fat factor mede o quao adequado estd uma arvore métrica quanto a sobre-
posicao entre suas areas de cobertura. Uma arvore ideal nao possui sobre-
posigao de areas; assim o fat factor tem valor 0. A arvore mais indesejavel
quanto a sobreposicao possui fat factor no valor de 1 - veja a definicao 7.

Definicao 7 Seja T' uma drvore métrica com altura H e M nds, M > 1.
Seja N o nimero de objetos. Entdo o fat factor de uma drvore métrica T é:

I.— HxN 1
X
N (M —H)

fat(T) = (27)
Onde 1. denota o niumero total de nos acessados para responder a consulta a
cada um dos N objetos armazenados em uma drvore métrica.

Bloat Factor

O bloat factor, apresentado na definicao 8, possibilita a comparacao de duas
arvores, considerando a quantidade de sobreposicao e ainda a ocupacao efici-
ente dos nds. A idéia é “penalizar” arvores que usam mais nos que o nimero
minimo requerido para indexar uma colecao de objetos. FEntre todas as
possiveis arvores, a arvore minima é aquela com altura minima H,,;, e o
numero minimo de nés M, ;.

Definicao 8 O bloat factor de uma drvore métrica T com mais que um no
€ eTPresso como:
¢ — hminx N " 1

bI(T) (28)
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O bloat factor da definicao 8 varia entre 0 e um ntimero positivo que pode
ser maior que 1. Este fator possibilita a comparacao direta entre arvores;
Arvores com menor bloat factor sempre terao um menor nimero de acessos
a disco, na execucao de consultas.

O algoritmo Slim-down

O algoritmo 7, denominado Slim-down, produz uma &arvore métrica mais
compacta, com redugao das medidas bloat-factor e fat-factor[TTSF00]. A
Figura 2.4 exemplifica o funcionamento do algoritmo Slim-down, onde um
objeto ¢ muda de um no ¢ para um no j, ocorrendo, portanto uma reducao
no raio de cobertura de ¢. O ntmero de iteragoes do laco mais externo do
algoritmo ¢é limitado a 3; isto ocorre porque existem casos em que podem
ocorrer movimentos ciclicos entre nés, a medida que as iteragoes ocorrem.

Before Correction After Correction

Figura 2.4: Funcionamento do algoritmo Slim-Down

Politica de particionamento na Slim-Tree

Em [TTSF00] sdo definidos vérias politicas de particionamento dessa arvore
métrica. As estratégias adotadas sao:

e Randomica: Dois noés centrais sao randomicamente selecionados e os
objetos existentes sao distribuidos entre eles. Cada objeto é armaze-
nado em um novo né que tem seu centro mais proximo deste objeto.
Esta estratégia é bem rapida.

e MinMax: Todos os possiveis pares de objetos sao considerados com
representantes potenciais. Para cada par, um algoritmo linear atribui os
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Algorithm 7 Slim down
Entrada: Uma arvore métrica T
Saida: A arvore T pode as medidas bloat-factor e fat-factor reduzidas;
Método: O algoritmo funciona assim:
passos «— 1
mudancas < 1
while mudancas = 1 E passos < 3 do
mudancas <« 0
for cadané ¢ € T do
Encontre o objeto ¢ mais distante do representante b de ¢
if 37 (ndo vazio que também cobre ¢) then
Remova c de i e insira ele em j.
Corrija o raio do né ¢
mudancas « 1
end if
end for
Passos «— passos + 1
end while

objetos para um representante. O par que minimiza o raio de cobertura
é escolhido. A complexidade do algoritmo é ©(C?), usando ©(C?) para
calculos de distancia.

e MST: A arvore de caminho minimo dos objetos é gerada, e aresta mais
longa ¢é removida.

A estratégia de particionamento baseada na arvore de caminho minimo
- algoritmo 8 - tem se mostrado muito robusta; portanto, a mesma politica
padrao de particionamento é utilizada na estrutura Slim-Tree.

2.3 Clusterizacao via Indexacao métrica e k-
medianas

Clusterizacao é o processo de dividir dados ou objetos em grupos, de forma
que os componentes de um determinado grupo, ou cluster, sejam mais simi-
lares aos objetos dentro do grupo que com os objetos fora do grupo [Yu05].
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Algorithm 8 Estratégia de particionamento baseada na arvore de caminho
minimo
Entrada: Um né N de arvore métrica 7.
Saida: Dois nés Ny, Ny sao obtidos a partir de NV
Método: O algoritmo funciona assim:
Construa a M ST dos C objetos em N
Remova a aresta mais longa
Transforme os dois grupos resultantes nos nés N; e Ny
Escolha o representante de cada grupo minimizando-se a distancia maxima
entre o representante e os outros elementos do grupo.

No contexto deste trabalho, a técnica de clusterizacao é de fundamental
importancia, uma vez que a QBER tem como pré-requisito a utilizacao de
algum algoritmo de clusterizagao.

Existem varios tipos de clusterizacao, baseando-se em diversas visoes e
teorias sobre o mesmo problema. Em geral, tais solugoes podem ser agru-
padas em dois grandes grupos: algoritmos de particionamento e algoritmos
hierarquicos. Os algoritmos hierarquicos produzem uma hierarquia de clus-
ters e niveis; ja os algoritmos de particionamento dividem os dados em k
grupos, onde k é fornecido previamente. Os algoritmos k-médias (k-means)
e k-medianas (k-medoids) sao exemplos de algoritmos de particionamento.

Este trabalho utiliza o algoritmo k-medianas. A despeito de todas as
vantagens do k-médias, como desempenho e simplicidade, existem alguns
problemas identificados. O k-médias supoe a utilizagao da operagao de média
de objetos, possivel em espacos vetoriais. A operacao de média pode provocar
algumas distorcoes indesejaveis. Os objetos que se tém interesse clusterizar,
sao objetos de um espaco métrico, considerando a medida de similaridade
ERP, onde nao ha a operacao de média definida. O algoritmo k-medianas
poderia evitar distorcoes indesejaveis, em espagos métricos onde a operacao
de média nao é desejavel ou viavel.

O grande problema do algoritmo k-medianas, em sua versao exata é o
grande esfor¢o computacional necessario para geragao dos clusters. Muitos
pesquisadores propuseram solucoes aproximadas, considerando-se os paradig-
mas da amostragem estatistica e peculiaridades das funcoes de similaridade
utilizadas.
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2.3.1 Algoritmos que Implementam o K-medianas

A abordagem k-medianas ¢ simples. Dado um conjunto de n objetos O =
{01, 09, ...,0,}, 0 objetivo é encontrar k clusters, representados cada um por
sua centréide (elemento mais representativo do cluster). A abordagem em
questdo produz um conjunto C' = {¢y, ¢, ..., ¢}, onde ¢; é a centrdide do
cluster i. Cada objeto do conjunto O esta no cluster cuja centrdide é mais
similar ao objeto. De um modo geral, os algoritmos que implementam a
abordagem k-medianas tem os seguintes passos genéricos:

e Inicializagao: Dado um conjunto de objetos, selecione, de alguma
forma, k objetos como centrodides;

e Avaliacao: O objetivo é encontrar uma solu¢ao C' que minimize a fungao
objetiva:

Z d(0;, ¢;), (29)

onde ¢; ¢ a centrdide do cluster atribuido a o,.

Existem 3 algoritmos bem conhecidos baseados na abordagem k-medianas:

Partitioning Around Medoids (PAM)

O algoritmo PAM comeca selecionando arbitrariamente k centréides. O passo
seguinte é encontrar um objeto associado a um cluster, que pode substituir
sua respectiva centréide, isto é, minimizar a funcao objetiva da equacao 29.
Se tal objeto é encontrado, os objetos tém suas centréides reatribuidas e, em
seguida realiza-se o procedimento novamente; Se nao é encontrado um objeto
que diminui o valor da funcao objetiva o algoritmo para.

Clustering LARge Applications (CLARA)

O algoritmo CLARA aprimora o PAM para o uso em grande quantidade
de dados. Utiliza-se amostragem para diminuir a complexidade computaci-
onal do k-medianas. O algoritmo trabalha da seguinte forma: seleciona-se g
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amostras aleatérias de um conjunto de dados. Em seguida, executa-se o PAM
para cada uma das ¢ amostras, calculando-se um conjunto de centroides para
cada amostra. O ultimo passo é verificar qual conjunto de centréides miniza
a funcao objetiva da equagao 29, considerando todo conjunto de dados. Ex-
perimentos dos autores mostram que 5 amostras contendo 40 + 2k objetos
sao suficientes para obtencao de resultados satisfatorios.

CLARANS

O desenvolvimento do algoritmo CLARANS[NH94] teve como objetivo a me-
lhora de performance do algoritmo CLARA, juntamente com a melhoria na
qualidade dos cluster produzidos. A técnica utilizada é a busca aleatéria no
espaco de solucoes possiveis. Ao invés de amostrar o espaco de objetos e,
em seguida, rodar o PAM nestas amostras de objetos, o CLARANS trabalha
sob amostras das solugoes possiveis.

O algoritmo em questao utiliza-se do conceito de nés vizinhos. Cada
solucao possivel é um né em um grafo imaginario. Dois nés sao vizinhos
se as solugbes que os mesmos representam (conjuntos de centréides) diferem
somente por um elemento. Sao amostradas as solugoes possiveis e os vizinhos
dessas solugoes. Os parametros do algoritmo seriam o nimero maximo de
vizinhos verificados e o niimero maximo de solugoes arbitrarias verificadas.

Em relacao aos algoritmos anteriores PAM e CLARA, o CLARANS apre-
senta a melhor relacao custo beneficio entre tempo de processamento e qua-
lidade dos clusters gerados.

2.3.2 Otimizacao do K-medianas via Estruturas de In-
dexacao Métrica

Os algoritmos apresentados nas segoes anteriores sao algoritmos gerais para
a clusterizacao via k-medianas. De acordo com o tipo de funcao de similari-
dade empregado, podem ser feitas outras otimizacoes. A funcao de distancia
empregada na QBER, em nossa implementacao de referéncia, é a métrica
ERP. A caracteristica métrica da ERP propicia inimeras otimizacoes, entre
elas a possibilidade de utilizagao de estruturas de indexagao métrica.
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A partir do emprego de estruturas de indexagao métrica, os algoritmos
da abordagem k-medianas podem ser otimizados, considerando o emprego
de métricas. Dessa forma surgiu o algoritmo PAM-SLIM [BRTJ06], que
emprega a estrutura de indexagao métrica Slim-Tree [TTSF00].

O algoritmo PAM-SLIM

O algoritmo PAM-SLIM utiliza propriedades da estrutura de indexacao
métrica Slim-Tree[TTSF00] para otimizar a execugao da clusterizagao k-
medianas. Experimentalmente, o algoritmo em questao apresenta perfor-
mance comparavel ao algoritmo CLARA, com qualidade de clusters gerados
superior a este.

A indexacao de espacos métricos tem o proposito de recuperar eficiente-
mente objetos similares a um determinado objeto de consulta fornecido. J&
a estrutura Slim-Tree é uma drvore n-dria (um pai tem n-filhos) que divide o
espaco métrico em regides. Analogamente a arvore binaria, a Slim-Tree tém
varios niveis; o nivel central da arvore, pelas propriedades da estrutura, é
uma boa amostra de toda a populagao que se deseja clusterizar. O assunto
indexagao métrica e a estrutura Slim-Tree sao apresentados detalhadamente
na secao 2.2.

O PAM-SLIM supoe que a execucao do algoritmo PAM, no nivel médio
da Slim-Tree gerada, a partir dos objetos que se deseja clusterizar, seria
satisfatéria para encontrar k clusters de boa qualidade. Definem-se clusters
de boa qualidade como clusters cuja centréides se desviam minimamente do
conjunto encontrado, na execucao do algoritmo PAM original. O PAM-SLIM
pode ser resumido nos seguintes passos [BRTJ06]:

1. Construa a Slim-Tree para os dados a serem clusterizados;

2. Encontre o nivel correspondente a metade da altura da arvore Slim-
Tree. Se a quantidade de elementos neste nivel for inferior ao valor de
k, selecione o nivel seguinte e assim por diante;

3. Clusterize os elementos do nivel selecionado, utilizando o algoritmo

PAM;

Y

4. Associe cada objeto, em todo o conjunto de dados, a uma centréide
retornada pelo passo anterior;
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5. Retorne as centréides obtidas e também os objetos associados a cada
centroéide.

A eficiéncia do algoritmo PAM-SLIM estd estritamente ligada a eficiéncia
da estrutura de indexacao métrica Slim-Tree, e a sua capacidade de dividir o
espacgo métrico em regioes relevantes. Tal eficacia pode ser comprovada pelo
autor, em seus experimentos, e ainda por extensivos testes realizados pela

criadora do PAM-SLIM[BRTJ06].
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Capitulo 3

Quantizacao Baseada em
Extremos Relativos (QBER) e
a Teoria dos Extremos
Relativos

Neste capitulo apresentar-se-4 uma evolugao da TEI[Gan03], a Teoria de Ex-
tremos Relativos (TER). Tal teoria é altamente relevante para o modelo
desenvolvido nesta pesquisa. Os conceitos acrescentados sao o conceitos pre-
valéncia, montes, representacao RBER, representacao RBERQ e finalmente
a técnica QBER.

Basicamente, as teorias desenvolvidas sobre o assunto levam em consi-
deracao um simples fato originario da matematica basica: uma fungao ma-
tematica pode ser esbocada através do conhecimento de seus pontos criticos,
intersecoes com os eixos coordenados, suas regioes de crescimento, suas
regioes de decrescimento, seus maximos e minimos (inclusive os locais) e
seu comportamento em valores altos [Lan68].

Assim, ao se obter os valores dos extremos globais e locais para uma
funcao e suas derivadas, € facil esbocar seu grafico, ou ainda, aproximar seus
valores. Uma forma de simplificar a analise de uma funcao portanto é fazer
esta andlise através de seus extremos globais e locais.

48



3.1. Extremos Relativos DCT-UFMS

3.1 Extremos Relativos

Uma série temporal pode ser analisada a partir de alguns pontos notaveis que
“resumem”o seu contetdo, assim como podemos esbocar qualquer funcao a
partir da andlise dos seus maximos e minimos globais e locais, além dos
maximos e minimos de suas derivadas.

Os pontos notaveis mencionados podem ser denominados extremos, se-
guindo a terminologia de [Gan03], e sdo definidos como segue:

Definicao 9 Seja X = xq,x9,...,x, uma série temporal. Seja também x;
um elemento desta série temporal, com 1 <1 < n. Entao:

e x; € um minimo estrito se x;_1 < x; e x; < Tir1;

e x; € um minimo esquerdo se x; < x;_1 e ainda Ik > i tal que x; =
Tiy1l = oo = Ty

o 1; é um minimo direito se x; < x;11 e ainda Ik < i tal que T = Ty =
- = Ty

e x; é um minimo plano se Ik > 1,1 <1 tal que x;_1 > x; =241 = ... =
T = ... =T < Thy1-

Definicao 10 Seja X = x1, 2o, ..., x, uma série temporal. Seja também x;
um elemento desta série temporal, com 1 <1 < n. Entao:

e x; € um maximo estrito se x;_1 < T; € x; > Tii1;

e x; ¢ um mdximo esquerdo se x; > x;_1 e ainda Ik > i tal que x; =
Tiy1l = oo = Ty

e x; ¢ um mdzimo direito se x; > ;v e awinda 3k < i tal que xp =

Lpt1 = .. = Ty

e

e 1; é um mdximo plano se 3k > 1,1 <i tal que v < ¥; =X = ... =
T; = ...=Tp > Tho1-
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Na Figura 3.1 sd@o mostrados varios extremos (circulos). Os pontos F, H,
J, M e O sao minimos estritos. O ponto B é um minimo esquerdo. O ponto
C é um minimo direito. O ponto P é um minimo plano. Os pontos A, G, I,
L e N sao maximos estritos. O ponto D é um méximo esquerdo. O ponto E
¢ um maximo direito. O ponto Q é um maximo plano.

Amplitude
F Y

Tempo

Figura 3.1: Alguns exemplos de extremos relativos

A partir do conceito de extremo, podem ser definidos os conceitos de
importancia de extremos [Gan03]. Além disso este trabalho define o conceito
de prevaléncia de extremos e ainda o de extremo relativo.

Definicao 11 Seja X = x1, 2o, ..., 1, uma série temporal. Seja também x;
um elemento desta série temporal, com 1 < i < n. Entao x; € um extremo
com importincia K e prevaléncia P se existe um intervalo [il,ir], no qual x;
€ extremo, tal que il < i <ir e ainda:

o |i—ill,Ji—ir| > P ;

o dist(x;,xy) > K e ainda dist(z;, x;) > K.

Definicao 12 Um extremo com importancia K e prevaléncia P é denomi-
nado extremo relativo.
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3.2. Extremos Relativos com Importancia e Prevaléncia DCT-UFMS

A definicao 12 pode ser entendida como uma forma de flexibilizar o con-
ceito de extremos. No mundo real, qualquer sinal ou amostra é obviamente
contaminada por ruidos. Assim, uma forma de lidar com estes ruidos na
analise de uma série temporal é estabelecer métricas para considera-los ou
nao; a prevaléncia P e a importancia K de um extremo relativo é uma forma
de lidar com ruidos ou ainda, estabelecer niveis para analise de uma série tem-
poral. A Figura 3.2 mostra maximos e minimos relativos, com prevaléncia
5. Além disso, os conceitos de importancia e prevaléncia sao exemplificados
de forma grafica. Na figura em questao, sao selecionados todos os extremos
que tenham pelo menos prevaléncia 5, isto é sao extremos de todos os pontos
anteriores e posteriores em uma distancia de 5. J& o conceito de importancia
visa selecionar extremos que atingem uma amplitude minima na regiao onde
sao considerados extremos.

P - Prevaléncia
I

K - Imperténcia

1 1 I 1 L 1 I | I 1 | | 1 1
0 o5 1o Ts 20 P5 30 35 40 45 50 55 B0 b5 w0 75 BO B> 90 95 100 105 T10 115 T

Figura 3.2: Méximos e minimos relativos com prevaléncia 5

3.2 Extremos Relativos com Importancia e
Prevaléncia

Para facilitar o entendimento das defini¢oes seguintes, esta secao introdu-
zird alguma terminologia basica. A primeira terminologia é a representagao
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3.3. Representacao Baseada em Extremos Relativos DCT-UFMS

baseada em extremos relativos, que terda como parametros uma importancia
minima K e uma prevaléncia minima P; em seguida, outros conceitos sao
delineados, como o conceito de monte.

Definicao 13 Seja X = x1, x2, ..., x, uma série temporal. Sejam também as
restricoes de prevaléncia P e importancia K ; entdo :

o Maxpy(X)={z; € X|z;é mdzimo estrito, com prevaléncia P e importincia K }.

o EMazrpy(X) = {x; € X|x;é mdzimo esquerdo, com prevaléncia P e importincia K}.
o DMaxpk(X) = {z; € X|x;é mdzimo direito, com prevaléncia P e importancia K}.

o PMaxpk(X) = {z; € X|z;é mdzimo plano, com prevaléncia P e importancia K }.

o Minpk(X)={z; € X|x;é minimo estrito, com prevaléncia P e importincia K}.

o EMinpg(X)={z; € X|x;€é minimo esquerdo, com prevaléncia P e importancia K}.
o DMinpr(X) = {x; € X|z;é minimo direito, com prevaléncia P e importancia K}.

o PMinpg(X) = {z; € X|z;é minimo plano, com prevaléncia P e importincia K}.

3.3 Representacao Baseada em Extremos Re-
lativos

A partir dos conceitos de Maxpr, EMaxpr, DMarpk, PMarpk, Minpg,
EMinpy, DMinpk, PMinp i, um sinal pode ser representado, com perdas,
de uma forma alternativa, tendo a prevaléncia P e a importancia K fixadas.
Assim tem-se que a RBER, de um sinal X, pode ser assim definida:

Definicao 14 Seja X = xq,x9,...,x, uma série temporal. Sejam também
as restricoes de prevaléncia P e tmportancia K; entao a representacao ba-
seada em extremos relativos - RBERp - pode ser definida como a uniao
de MCLJZRK(X), EMGZEPVK(X), DMCLI’RK<X), MZ.TLRK<X), EMi?’LRK(X),
DMZ?’LRK(X)
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3.4. Montes DCT-UFMS

E interessante observar que PMazp (X) e PMinp x(X) foram excluidos
da definicao 14 propositadamente, uma vez que os mesmos representam uma
redundancia desnecessaria na representacao. Pode-se ainda escrever, sem

perda de generalidade:

Definicao 15 Dado um sinal X, RBERpx = {%e¢,, Teyy ..y Te, } € 0 cON-
Junto de extremos relativos do sinal X, com prevaléncia P e importancia
K, excluindo-se os mdzrimos planos e os minimos planos. Além disso,

1<e <e, <|X]|.

Para efeito comparativo a Figura 3.3 mostra como seriam as diversas
representacoes nas prevaléncias 20,10,5 e 2.

e Py —_
: P=20 :

A '| 'Jl !

s ‘”:“ ”‘I”‘\" I‘|‘Iill “\II\‘I "I‘“ulw‘l"'
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Figura 3.3: Comparacao de representagoes em diversas prevaléncias

Os algoritmos 9, 10, 11,12 convertem um sinal discreto para a RBER,
sem considerar a importancia K, de forma a simplicar a analise através da
diminuicao de parametros.
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3.4. Montes DCT-UFMS

Algorithm 9 Inicializa_Estruturas: Inicializacao de variaveis para conversao

RBER
Entrada: Prevaléncia : P

Saida: As variaveis maximos,minimos,ppicos,pbordas,n fila, Aux npicos
sao corretamente inicializadas.

Método: As variaveis sao inicializadas da seguinte maneira:
maximo «— 1

mainimo <« 1

Appico < P + 1{limite dos extremos}

Apborda < 2P + 1{limite para se desconsiderar um extremo}
nfila < 2P{Tamanho méximo do vetor auxiliar}

Auzx — {0,0,0,...,0,0} {vetor circular de n fila posigoes}
npicos «— 0

Algorithm 10 Acha Minimo (v,n,i,j) : Acha o minimo de um vetor circular
v, entre os indices 7 e
Entrada: Um vetor circular v de tamanho n, e os indices i e j
Saida: Um indice = é encontrado tal que v[i], v[j] > v[z]
Método: O algoritmo funciona assim:
T 1
for k=i+1,...,5do
if v[k mod n] < v[z mod n| then
r—k
end if
end for
return z

Algorithm 11 Acha Méximo (v,n,i,j) : Acha o maximo de um vetor circular
v, entre os indices i e j
Entrada: Um vetor circular v de tamanho n, e os indices i e j
Saida: Um indice x é encontrado tal que v[i], v[j] < v[z]
Método: O algoritmo funciona assim:
T 1
for k=i+1,...,5 do
if v[k mod n] > v[z mod n| then
r<—k
end if
end for
return z
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Algorithm 12 Conversao de um sinal z[n] = {x;, 29, ...,z,} para a repre-
sentacao RBERpy
Entrada: Sinal: X = zq, 29, ..., ,; Prevaléncia: P
Saida: Representagoes: RRBERp.
Método: As representacoes sao preenchidas da seguinte maneira:
Inicializa_Estruturas ()
fori=1,...,n do
ppico «— 1 — Appico
pborda «+— i — Apborda
y — X[i]
Auz[i mod nfila] — y
if y > Auz[mazimo mod nfila] then
maximo < i
end if
if y < Auz[minimo mod nfila] then
MINIMO +— 1
end if
if maximo = ppico then
Adicionar ponto (i, X[i]) a R
else
if maximo = pborda then
mazimo < Acha_Maximo(Auz, nfila, pborda + 1,7)
end if
end if
if minimo = ppico then
Adicionar ponto (i, X[i]) a R
else
if minimo = pborda then
minimo «— Acha_Minimo(Auz, nfila, pborda + 1,1)
end if
end if
end for
Retorne R
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min-maz-min Emin-max-Dmin

min-emax-dmax-min

Emin-Emax-Dmin

Emin-emax-dmax-Emin

Emin-Dmin

Figura 3.4: Seqiiéncias de extremos relativos representando montes

3.4 Montes

A representacao RBER ¢é util para analisar uma série temporal. Um con-
ceito importante neste trabalho, que pode ser utilizado para aprimorar a
representacao RBER é o conceito de montes. A definicao 16 apresentada o
conceito de monte.

Definicao 16 Seja um sinal X, e sua representacao RBERpk = {Te,, Tey, -
com prevaléncia P e importancia K. Um monte M é uma sequéncia de ex-
tremos relativos em RBERpk que comega e termina em minimos relativos,
sem minimos relativos intermedidrios.

A partir da definicao 16, pode-se dizer que as seguintes seqiiéncias
enquadram-se no conceito de monte:

o Min,Max,Min;

o EMin,Max,DMin;

o EMin,EMax,DMin;
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3.5. Quantizacao Vetorial de Montes DCT-UFMS

o Min,EMax,DMazx,Min;
o EMwn,EMax,DMax,DMin;
o EMin,DMin;

As seqiiéncias em questao podem ser representadas graficamente através
da Figura 3.4.

3.5 Quantizacao Vetorial de Montes

Amplitude
4

Figura 3.5: Marcagao de Montes em um sinal

Na analise de problemas diversos, é 1til eliminar a redundancia e diminuir
a complexidade da analise. No contexto deste trabalho, tal complexidade é
diminuida através da quantizagao ou clusterizacao de montes similares. A
idéia é analisar os montes similares de um determinado sinal X de maneira
unificada. Isto reduz a complexidade da etapa de treinamento e reconheci-
mento.

Para que a quantizagao de montes possa ser empregada em um sinal X
é necessario, que antes de mais nada, os montes possam ser identificados
no sinal, conforme a regra da definicao 16. A Figura 3.5 ilustra os montes
marcados sob a Figura 3.1.
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3.6. Representacao Baseada em Extremos Relativos
Quantizada (RBERQ) DCT-UFMS

Apds a marcacao de montes, em um sinal digital, algoritmos de quan-
tizacao vetorial podem ser empregados. Existem diversas formas de re-
alizar a quantizacao vetorial. Os algoritmos possiveis sao o k-médias, k-
médias++[AV07], c-médias, k-medianas. A variedade é imensa. Neste tra-
balho, utilizou-se o k-medianas, por suas caracteristicas tnicas, entre elas a
de nao utilizar a operagao de média para encontrar o centroide que representa
o cluster.

Um aspecto importante relacionado a quantizagao vetorial é a escolha
da funcao de similaridade para comparacao de montes. Tal escolha pode
influenciar no desempenho do classificador que usa a TER.

3.6 Representacao Baseada em Extremos Re-
lativos Quantizada (RBERQ)

Apos a quantizacao vetorial de montes, uma outra representacao do sinal
estudado pode ser gerada. Para cada monte marcado no sinal é relacionado
o indice do cluster, onde o monte foi quantizado. Em outras palavras, o
processo de quantizacao vetorial gera um codebook que pode ser utilizado
para representar o sinal de outra maneira. Ao invés de uma lista de niimeros,
o sinal pode ser representado como uma lista de simbolos, uma codeword para
cada monte.

A representacao de um sinal na forma de simbolos provenientes do pro-
cedimento de quantizacao de montes é denominada Representacao Baseada
em Extremos Relativos Quantizada (RBERQ).

Definigao 17 Seja S um conjunto de sinais { X1, Xo, ..., X|g}, com suas res-
pectivas representacoes RBER(X;)p k. Apos um procedimento de marcagdo
de montes, seja M = {mq,...,mpn} a lista de montes de todos os sinais em
S. Seja também M; o conjunto de montes de X;, com 1 < i < |S|. Apds
a erecucao de qualquer algoritmo de quantizacao vetorial, sobre o conjunto
M, considerando uma func¢ao de distancia qualquer, é produzido um conjunto
de clusters C' = {c1,ca,...,cic|}. Os sinais de S podem ser representados de
maneira alternativa, tendo como alfabeto o conjunto de clusters C'. Define-se
como RBERQ(X;)m,. = {51, S2,...5|m,|} @ representacdo produzida a partir
de RBER(X;)px € M, sendo que z = |C|. Além disso, s; € C para qualquer
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elemento de RBERQ(X;) ., obtido verificando-se qual € o cluster adequado
para cada elemento de M;.

A partir do momento que sinais estudados sao codificados como uma
sequencia de simbolos, os mesmos sinais podem ser comparados através
de fungoes de distancia para cadeias. Assim, Classificadores, Algoritmos
e Técnicas desenvolvidos para trabalhar com cadeias podem ser utilizados.

3.7 Quantizacao Baseada em Extremos Relativos
(QBER)

A técnica QBER é uma metodologia para conversao de sinais digitais em
simbolos, aqui denominada conversao simbolica de sinais digitais. Esta me-
todologia tem diversas etapas, conforme demonstra a Figura 3.6.

e Conversao dos Sinais Digitais para RBER: Os sinais sao convertidos
para RBER através do algoritmo 12, onde nao se considera a im-
portancia K;

e Marcacao de Montes: Todos os montes que comegam e terminam em
minimos relativos, sem minimos intermediarios, viram montes, con-
forme defini¢ao 16, em todos os sinais representados via RBER.

e Normalizagao: Varia conforme o problema e a aplicagao. Na im-
plementagao de referéncia, removeu-se o efeito da posicao do monte
(translacao) e escala na amplitude, através da equagao 1b:

ey, M(3)
MinM = Mmi:[l (W -1} (1a)
MN(i) = (A]Z((S)) — 1) — MinM (1b)

e Clusterizacao de Montes: Cada monte normalizado compde uma lista
de montes que sera clusterizada via qualquer algoritmo de clusterizagao.
Neste texto utilizou-se a clusterizacao via k-medianas com o algoritmo
PAM-SLIM [BRTJ06]. Este passo gera uma lista de centréides de ta-
manho k, onde k é um parametro para o algoritmo k-medianas. Um
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requisito essencial deste passo é a escolha da funcao de distancia para
sinais utilizada;

e Traducao: Cada monte, em cada sinal, é comparado com a lista de
centréides gerada no passo anterior. Associando-se cada centrdide a
um simbolo, cada sinal pode ter seus montes traduzidos para o simbolo
associado a centroide mais similar. Em outras palavras, os sinais digi-
tais sao convertidos em cadeias ou, para RBERQ.

Apo6s todo processo, o sinal é transformado em uma seqiiéncia de simbolos,
que pode ser utilizada por classificadores que lidam com simbolos.
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inais Digitais

Conversao do Sinal
para RBER

¥

Marcacédo
dos Montes

{

Normalizagao

!

Clusterizacédo
de Montes

L]

Tradugao

Sinais convertidos
em Simbolos

Figura 3.6: Etapas da Quantizagao Baseada em Extremos Relativos (QBER)

61



Capitulo 4

Implementacao e Resultados

O principal objetivo desta pesquisa foi a formalizacao da técnica QBER.
Para que se pudesse avaliar a utilidade de tal ténica, foi necessario o de-
senvolvimento de uma aplicacdo que a utilizasse. A aplicacao efetua duas
tarefas basicas: A conversao de sinais digitais em simbolos, através da TER
e RBERQ e, a classificagao destes sinais através de um classificador kNN
simples.

A conversao simbdlica utiliza a métrica ERP (Segao 2.1.3), ja definida an-
teriormente. Ja o classificador KNN compara simbolos dos objetos de treina-
mento com os simbolos dos objetos avaliados através da funcao de distancia
de Levenshtein, uma outra métrica, definida a partir da equagao 4 (Segao
2.1.2).

4.1 Ferramentas Utilizadas

Diversas ferramentas e tecnologias foram utilizadas no desenvolvimento da
implementagao de referéncia:

1. Computador: Celeron M, 1.6 Ghz - com 1.2 Gb de memoéria RAM;
2. Sistema Operacional: Debian Linux;

3. Banco de Dados: Utilizou-se o banco de dados mysql;
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4. Framework de persisténcia objeto-relacional : Hibernate;
5. Linguagens de programacao: java e C++;

6. Bibliotecas: GBDI arboretum (ICMC/USP) (C++),boost (C++)

A idéia inicial era a codificacao total em java. Porém, percebeu-se um
grande ganho de performance ao utilizar a biblioteca GBDI arboretum, que
implementa o MAM Slim-Tree. Dai optou-se por fazer um executavel mo-
nolitico em C++ responsavel pelo gerenciamento da Indexagao métrica, e
pela clusterizacao via PAM-Slim. O programa codificado em C++ possui
uma interface simples, totalmente compativel com outros Sistemas Operaci-
onais, bastando somente a recompilacao.

As outras fungoes do programa, como armazenamento de informacoes e
graficos foram codificados em java, com vistas a incrementar a portabilidade.
E interessante ressaltar que as otimizagoes e as tecnologias utilizadas foram
partes relevante deste trabalho. Uma vez que sem elas nao seria possivel
rodar uma quantidade tao grande de testes em tao pouco tempo. Os testes
executados foram 280 variagoes de parametros. Sem otimizacao, cada va-
riacdo demorava em média 65 minutos para executar (total de = 12 dias),
isto j& com a SlimTree sendo utilizada. Com as otimizacoes, cada variagao
passou a rodar em 2 minutos (total de = 9.3 horas).

4.2 Componentes do Classificador
O classificador proposto tem os seguintes componentes:

1. Uma lista de sinais discretos A = {ay,as, ..., a4} - objetos de treina-
mento - representando classes de padroes. Assim, os objetos de treina-
mento apresentam rétulos especificando a qual classe pertencem.

2. Uma prevaléncia P a ser utilizada na representacao RBERQ dos objetos
de treinamento;

3. Uma representacao simbélica associada a cada objeto de treinamento.
Assim, cada amostra possui uma representacao simbdlica;
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Os objetos de treinamento e a prevaléncia P sao fornecidos como en-
trada. As representagoes simbdlicas das amostras sao obtidas na fase de con-
versao simbolica. Para cada objeto de treinamento existe uma representacao
simbdlica, oriunda da QBER.

De posse de todos os componentes ja descritos, é possivel realizar o reco-
nhecimento através do classificador KNN. Assim, tem-se como entrada a lista
de objetos de treinamento juntamente com o objeto a ser avaliado, ambos
em suas representacoes simbélicas. A saida é o percentual de reconhecimento
de cada classe.

4.3 Fases do Modelo

O classificador proposto possui as fases de pré-processamento e reconheci-
mento. A Figura 1.1 mostra as fases de forma esquematica.

4.3.1 Fase de pré-processamento

Na fase de pré-processamento - detalhada na Figura 1.2 aplica-se a técnica
QBER, com a finalidade de converter os sinais envolvidos em cadeias. Nesta
fase sao aplicados os procedimentos: Preparagao dos Dados Iniciais; Coleta
do Objeto a ser Avaliado; Conversao simbélica; Traducao simbdlica.

Preparacao dos Dados Iniciais

Inicialmente os objetos de treinamento - sinais digitais - sao coletados e
rotulados em uma classe especifica. Este processo pode variar conforme a
aplicagao, portanto o classificador em si nao precisa efetuar esta designacao.
O que ocorre é a importacao dos objetos de treinamento via um arquivo
XML padronizado’. Assim, o mesmo classificador pode ser usado para dife-
rentes aplicagoes. Um programa externo pode gerar, se necessario, o arquivo
XML para importacao pelo classificador. Os objetos de treinamento, apds a

1O XML é um formato padrao para representacao de informacoes, facilmente codificado
e utilizado em intimeros sistemas e aplicagoes.
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importacao, sao armazenados em um banco de dados do classificador, para
posterior utilizagao. No exemplo apresentado neste trabalho - recomendacoes
de compra de acoes - um mddulo especifico da aplicacao gera o arquivo XML
dos objetos de treinamento. Outro detalhe importante é que podem ser esco-
lhidos subconjuntos dos sinais cadastrados no banco de dados como objetos
de treinamento.

Esta etapa ainda é ttil para se aplicar algum filtro ou transformagao sobre
os objetos de treinamento. Tal transformacao ou filtro nao é obrigatéria. Em
nosso exemplo de aplicagao - sugestoes de compra para agoes - inicialmente
nao se considerou a aplicacao de filtros, também denominados indicadores
na linguagem da andlise técnica de agoes. Porém, apds concluidos os tes-
tes foram feitas simulagoes considerando a aplicacao do indicador Indice de
Forga Relativa (Relative strength index) (RSI) [Jr.78], muito utilizado por
especialistas em analise técnica de acoes. A aplicacao de uma transformacgao,
filtro ou indicador sobre os objetos de treinamento pode fazer com que os
padroes de reconhecimento fiquem mais evidentes e faceis de se identificar.

Coleta do Objeto a ser Avaliado

Outro processo é a Coleta do Objeto a ser Avaliado. Pode ser simplesmente
fornecido um arquivo contendo o objeto a ser classificado, em determinado
formato, ou pode ser solicitado do classificador o reconhecimento de um ob-
jeto ja cadastrado no banco de dados. Isto é 1til para o processo de validagao
do classificador. E claro que em nosso exemplo de aplicagao, como recomenda
a literatura, o objeto a ser classificado nao esta entre os objetos de treina-
mento. Também quando se utiliza um filtro ou indicador sob os objetos de
treinamento, a mesma transformagao deve ser aplicada no objeto a ser ava-
liado - também um sinal de digital - de forma a uniformizar o dominio da
analise.

Conversao simbdlica

No procedimento de conversao simbdlica, detalhado na Figura 1.2, todos os
objetos de treinamento sao convertidos em cadeias cujos simbolos pertencem
a um alfabeto reduzido. Assim, a entrada ¢ uma lista de sinais digitais
unidimensionais A = {a1, as, ..., a4 }. Para transformar os sinais digitais em
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cadeias utiliza-se a técnica QBER (Segao 3.7). As etapas do processo s@o as
seguintes:

1. Conversao do sinal para RBER: Conversao dos sinais A = {a1, as, ..., a4}
para a representagao baseada em extremos relativos, com prevaléncia
P

2. Marcacao dos montes: As combinacoes aceitaveis de montes como
minimo-maximo-minimo, minimo-Emaximo-Dmaéaximo-minimo, minimo-
Eméximo-Dmaximo, Emaximo-Dmaximo-minimo sao marcadas, for-
mando os “montes”dos objetos de treinamento.

3. Normalizagao: Cada “monte” gerado, em cada objeto de treinamento é
normalizado. O procedimento de normalizacao varia conforme o pro-
blema atacado.

4. Clusterizacao de montes: Nesta etapa os “montes”da etapa anterior
sao quantizados. Para se realizar esta quantizacao pode ser utiliza-se
o algoritmo PAM-SLIM, com a funcao de distancia ERP.

5. Conversao: Cada monte, em cada sinal, é comparado com uma lista
de centréides gerada no passo anterior. Associando-se cada centréide a
um simbolo, cada sinal pode ter seus montes traduzidos para o simbolo
associado a centrdoide mais similar.

O procedimento de conversao simbdlica usa diversas estruturas e algo-
ritmos para atender aos objetivos da quantizacao. Apds a quantizacao dos
“montes” cada cluster tera um representante tinico. Estes representantes sao
organizados em uma lista apds a quantizacao. Isto é util para a fase de
traducao simbdlica executada mais a frente.

Tradugao simbdlica

Ja no procedimento traducao simbdlica, os objetos de treinamento ja estao
convertidos para a representacao simbodlica. Agora, para que o reconheci-
mento possa ser executado é necessario a traducao do objeto a ser avaliado,
onde serao reconhecidos padroes semelhantes aos objetos de treinamento.
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Este processo é quase igual ao procedimento de conversao simbodlica; As-
sim tem-se as etapas de conversao de representacao e separacao de “montes”.
A tnica etapa diferente é a etapa de “Quantizacao de montes”, a qual é ine-
xistente. A traducao de “montes”utiliza das estruturas criadas durante o
processo de conversao simbdlica, basicamente a Slim-Tree de centréides.

A tradugao monte-a-monte do objeto a ser avaliado funciona assim: Lé-se
cada monte um a um e realiza-se a consulta k-nearest neighbors com k =1
para cada monte lido. O monte é “traduzido” para o simbolo que representa
o cluster cujo representante é o mais semelhante ao monte lido.

4.3.2 Fase de reconhecimento

A fase de reconhecimento é a tltima fase - veja a Figura 1.3. Neste ponto ja se
téem os objetos de treinamento e o sinal alvo convertidos para a representacao
simbodlica. Diante disto, basta utilizar as representacoes simbdlicas como
entrada para o classificador KNN, conforme descrito anteriormente.

Para otimizar a fase de reconhecimento, é gerada uma estrutura de in-
dexacao métrica dos objetos de treinamento ja convertidos em simbolos.
A diferenca aqui é a métrica empregada e o tipo de objeto utilizado - ca-
deias. Assim, utiliza-se a distancia de Levenshtein para comparar cadeias,
construindo-se entao uma Slim-Tree de cadeias. A otimizagao fica por conta
da execucgao da consulta de vizinhos mais proximos, que agora é executa di-
retamente na Slim-Tree. Assim tem-se um ganho nitido de performance na
execucao do classificador kNN, uma vez que nao se utiliza busca seqiiencial.

A partir do instante que o classificador kNN esta devidamente preparado
e otimizado, podem ser fornecidos objetos para classificacao. Um objeto a
ser avaliado, fornecido ao classificador kNN tém como resposta os k obje-
tos de treinamento mais similares (pela distancia de Levenshtein), com seus
respectivos rétulos de classe.

O 1ltimo passo ¢é interpretar a saida do classificador para gerar um resul-
tado que possa ser utilizado. Em geral, o objeto a ser avaliado é reconhecido
como pertencente a classe mais freqliente nos k objetos de treinamento mais
similares. Porém, em nosso exemplo real, a interpretacao da saida do classi-
ficado é outra. A forma de intepretar a saida do classificador kNN é exposta
na secao 4.4.
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4.4 Resultados

O objetivo deste capitulo é avaliar a utilidade da representacao RBERQ
através de um problema real. O sinal analisado foi uma série composta das
cotagoes diarias, desde o ano de 1991, do ativo PETR4, uma acao negociada
na Bolsa de Valores de Sao Paulo. O objetivo consistiu na obtencao de
recomendacoes confidveis de compra do ativo, de forma que o especulador
pudesse obter um lucro minimo de 2% por transacao realizada na Bolsa de
Valores.

O interesse ¢é a confiabilidade do classificador em relacao as recomendacoes
de compra; tais recomendacoes devem ter uma boa confiabilidade, de forma
que ao final tenha-se uma esperanca matematica positiva no investimento.
Tal problema contém uma componente aleatoria grande, portanto o interesse
nao é prever todo comportamento do mercado e sim obter padroes seguros
de compra.

O objetivo é tao somente avaliar a “sanidade”de todas as teorias pro-
postas. Até porque o que foi proposto é uma representacao, e a distancia
empregada nas representagoes simbolicas, neste trabalho, é a distancia de
Levenshtein. Muitas distancias diferentes podem ser empregadas para des-
cobrir diferentes tipos de padroes, porém ja existe satisfacao no emprego da
distancia de Levenshtein, uma vez que o objetivo da classificagao foi atin-
gido - indicagoes confidveis de compra, com vistas a obter uma esperanca
matematica positiva para a simulacao do investimento.

Outras questoes economicas estao envolvidas, como a Teoria da eficiéncia
do mercado, porém nao pretendemos adentrar nestas questoes por se trata-
rem de discussoes do campo da Ciéncia Economica.

4.4.1 Preparacao dos Dados

Os dados foram preparados baseando-se nas cotagoes didrias das acoes pre-
feréncias da empresa Petrobras, de cédigo PETR4. Foram extraidos sinais
diarios de informagao, considerando a quantidade de dias anteriores, a qual
designamos “barras anteriores”e, ainda, para efeito de designar o rétulo da
classe, consideramos o lucro maximo e o prejuizo maximo em uma quantidade
de dias posteriores, denominados “barras posteriores”.
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Assim, cada sinal na base de dados, contém um cédigo relativo ao ativo
(PETR4), a data, as barras posteriores e anteriores e ao cddigo da im-
portacao. Este sinal contém as amplitudes (abertura, méxima, minima e
fechamento) dos dias anteriores, aqui denominadas barras anteriores.

As classes consideradas estao na tabela 4.1. Cada sinal é portanto asso-
ciado a duas classes: a classe de prejuizo maximo; a classe de lucro maximo.
O objetivo é encontrar padroes onde o lucro méaximo é acima de 2%. Em
outras palavras, queremos padroes que tém baixa probabilidade de estar nas
classes L_,L0 e L1.

Cédigo da Classe Descrigao

L_ Lucro Méaximo Inexistente
LO Lucro Maximo entre 0% e 1%
L1 Lucro Méximo entre 1% e 2%
L2 Lucro Méaximo entre 2% e 3%
L3 Lucro Méaximo entre 3% e 4%
L4 Lucro Méximo entre 4% e 5%
L5 Lucro Méximo entre 5% e 6%
L6 Lucro Méximo entre 6% e 7%
L7 Lucro Méximo entre 7% e 8%
L8 Lucro Méximo entre 8% e 9%
L9 Lucro Méaximo entre 9% e 10%
L10 Lucro Maximo acima de 10%
P_ Prejuizo Méximo Inexistente
PO Prejuizo Méximo entre 0% e 1%
P1 Prejuizo Méximo entre 1% e 2%
P2 Prejuizo Maximo entre 2% e 3%
P3 Prejuizo Maximo entre 3% e 4%
P4 Prejuizo Maximo entre 4% e 5%
P5 Prejuizo Méaximo entre 5% e 6%
P6 Prejuizo Méximo entre 6% e 7%
P7 Prejuizo Méximo entre 7% e 8%
P8 Prejuizo Maximo entre 8% e 9%
P9 Prejuizo Méximo entre 9% e 10%
P10 Prejuizo Maximo acima de 10%

Tabela 4.1: Coédigo das Classes

Considerando os parametros envolvidos, a preparacao de dados pode ter
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dois parametros de variacao, o nimero de barras posteriores e o numero
de barras anteriores. Em nossa andlise os dados foram preparados de duas
maneiras distintas, conforme a tabela 4.2.

Cédigo da Importacao | Barras Posteriores | Barras Anteriores
314 3 14
320 3 20

Tabela 4.2: Preparacao dos Dados

4.4.2 Preparacao do Classificador

A preparacao do classificador consiste em gerar os simbolos dos objetos de
treinamento considerados, via RBERQ. Para tal, deve-se considerar como
parametros os objetos de treinamento e a quantidade de centréides para
clusterizacao.

Para facilitar a analise dos dados e classificador, foi ainda definido o con-
ceito de Grupo de Treinamento, que é simplesmente uma lista previamente
definida de objetos de treinamento. Assim, o classificador real tém como
parametros de preparagao o codigo do Grupo de Treinamento, a quantidade
de centrdides para quantizagao e, ainda, a prevaléncia P.

Os dados utilizados tém histoéricos de cotagao desde 1991. Como os anos
que foram simulados na classificacao foram os anos 2002, 2003, 2004, 2005,
2006, 2007, 2008, se considerou grupos de treinamento que continham todas
informagoes anteriores ao ano avaliado, por exemplo, o ano 2002 considerou
dados de 1991 a 2001. O fato do grupo de treinamento nao conter o ano
que sera avaliado é um principio de validacao de classificadores na disciplina
Reconhecimento de Padroes.

4.4.3 Reconhecimento dos Dados

O reconhecimento de dados, através do classificador preparado, foi realizado
dia a dia, considerando o classificador preparado com o grupo de treinamento
dos anos anteriores. Um parametro importante para o reconhecimento é o
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valor de k (vizinhos mais préximos no classificador kNN), para fins de nossa
avaliacao, consideramos o k como 5, 10, 15.

Em cada dia avaliado o classificador simplesmente informa quais os per-
centuais das classes reconhecidas. Para converter a resposta do classificador
em uma sugestao de compra, considerou-se como uma sugestao de compra
do classificador aquela onde o somatério percentual das classes L2 — L10 foi
superior a um parametro que denominados confianca. Foram feitos testes
com confianca 80% e 60%.

Em cada sugestao de compra, o procedimento de validacao do classifi-
cador verificou a realidade, isto é, se a sugestao de compra foi efetiva. Os
casos em que nao foram sugeridos compra, nao foram considerados. Se uma
sugestao de compra foi correta ela foi contabilizada na variavel “Compras
Corretas”. Caso uma sugestao de compra resultou em lucro maximo inferior
a 2%, contabilizou-se a sugestdo na variavel “Falsas Compras”. Assim, a
performance do classificador é avaliada pelo percentual de compras corretas,
dentre as sugestoes de compra geradas, considerando-se o ano em analise.

4.4.4 Resultados Obtidos

Apo6s variarmos os parametros de preparagao de dados, preparacao do Classi-
ficador, e reconhecimento de Dados, foram encontrados os seguintes percen-
tuais de compras corretas, conforme demonstram os graficos. Nas Figuras
4.1 e 4.2 foram testados classificadores com diversas prevaléncias, centréides
e barras_anteriores, mas com confianca 80% e 60% respectivamente; Além
disso, tais classificadores consideraram todos os dados anteriores ao ano de
analise.

As Figuras 4.3 e 4.4 apresentam a analise do desempenho médio de clas-
sificacdo para as confiangas de 80% e 60% respectivamente. Para o primeiro
caso, foi obtido um classificador com 73% médio de acerto, nas sugestoes de
compra, com parametros (10;1;5;20) para K, prevaléncia, barras anteriores
e centroides, considerando um Grupo de Treinamento igual a todos os anos
anteriores. J& para a confianga de 60% foram obtidos diversos classificado-
res cujos parametros resultam em uma taxa de 67% de desempenho médio:
(5;2;14;20), (15;3;14;20), (15;3;14;10), (5;2;14;50), (5;2;14;10), (15;3;10;20),
(10;2;14;50), (10;3;14;10), (15;2;14;50).
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Percetual de Compras Corretas por Ano
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Figura 4.1: Percentual de compras corretas para confianca = 80%, e pre-
paracao com todos os anos anteriores
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Figura 4.2: Percentual de compras corretas para confianca = 60%, e pre-
paragao com todos os anos anteriores
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Figura 4.3: Média de compras corretas - confianca = 80%, e preparacao

com todos os anos anteriores
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Figura 4.4: Média de compras corretas - confianca = 60%, e prepara

com todos os anos anteriores
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4.4.5 Avaliacao da Rentabilidade Anual

O que vimos até agora, resultante da simulacao, foi a apresentagao dos resul-
tados do classificador, considerando o percentual de compras corretas, dentre
as recomendacgoes de compra geradas pelo classificador. A simulacao da ren-
tabilidade do investimento a partir dos indicativos do classificador é outra
questao. Isto porque devem ser considerados outras variaveis; uma delas é a
quantidade de recomendagoes gerada; a outra ¢é a estratégia de investimento
utilizada.

A estratégia de investimento visa uma rentabilidade média positiva, con-
siderando a esperanca matematica das operacoes. Um exemplo de estratégia
é utilizacao de ordens de stop? no valor de 2% abaixo do capital investido por
operagao (stop de perda) e, ainda no valor de 2% acima do capital investido
(stop de ganho), sem considerar as taxas de corretagem. Assim, em nosso
caso, em uma analise simplista, ter-se-ia a seguinte esperanca matematica
por operacao:

Eoper - 07 02 X (Percentualc‘omprascorretas) —O, 02 X (1 - (PerCentualc’amprascorretas))

(1)

Exemplificando, ao usar a formula da equagao 1, teriamos, a grosso modo,
ou lucro de 2% ou prejuizo de 2%. Por exemplo, considerando um per-
centual de compras corretas de 71%, terfamos uma rentabilidade média por
operacao de 0,84%. Agora o lucro anual depende da quantidade de operagoes
realizadas, ou ainda a quantidade de sugestoes de compras realizadas pelo
classificador.

Portanto, o classificador mais rentavel seria aquele que ao final do ano
apresentasse um valor maior para :

Rentabilidade = E,per X Quantidadeope, (2)

Analisando sob o prisma de maximizar a rentabilidade anual, os classi-
ficadores (10;1;20;10;60%) e (5;1;20;10;80%) sao mais adequados, conforme

2530 ordens de venda ativadas automaticamente quando o ativo chega a um determi-
nado valor
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demonstram as Figuras 4.5 e 4.6.
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Figura 4.5: Rentabilidade anual média - con fianga = 80%
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Figura 4.6: Rentabilidade anual média - con fianga = 60%

Outra questao a se considerar é a variabilidade no percentual de ren-
dimento anual. Assim, sob esta Otica, nao é adequado um classificador
que possui um desvio padrao muito grande, em suas rentabilidades anu-
ais. Assim, considerando-se um desvio padrao inferior a 35%, os classifi-
dores (15;1;14;50;80%), (10;1;14;50;80%), (5;1;10;50;80%), (15;2;5;10;60%),
(15;2:5;20;60%), (10;2;5;20;60%) sao destacados na Figura 4.7.
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Figura 4.7: Rentabilidade anual - melhores classificadores

4.5 Avaliacao da utilidade do método QBER,
através da comparacao de classificadores

Um aspecto importante que deve ser avaliado em qualquer método novo
é quais sao os ganhos obtidos pela utilizacao desse método. Aqui isto é
obtido através da codificagdo de outro classificador kNN - aqui denomi-
nado kNN/ERP simples - que nao usa o método QBER na fase de pré-
processamento, mantendo-se todas as outras etapas semelhantes.

Como pode ser observado na Figura 4.8, os sinais sao extraidos da mesma
maneira, porém a fase de pré-processamento simplesmente indexa os sinais
extraidos via SlimTree, usando a métrica para sinais ERP (Segoes 2.1.3 e
2.2.2). Na fase de reconhecimento, utiliza-se a estrutura gerada para executar
a busca por similaridade - kNN - mais eficientemente.

Os dois classificadores, kNN/ERP simples e o classificador original que
usa QBER (kNN/QBER/Levenshtein), foram entdo comparados, conside-
rando o parametro nimero de dias de informacao, para cada sinal digital.
Os parametros resultantes foram o tempo de preparacao do classificador, o
percentual de compras corretas e a rentabilidade total. O tempo de pre-
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Figura 4.8: Arquitetura de um classificador Knn Simples, sem QBER
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paragao de um classificador e a performance do mesmo sao variaveis sao
muitos relevantes para o reconhecimento de padroes em sinais digitais, pois
conforme o tipo de problema atacado, pode nao ser viavel, por exemplo, es-
perar muito tempo para preparacao do classificador e, além disso, os sinais
podem ter comprimento razoavel.

Assim, para comparacao dos dois classificadores, um usando a QBER
e outro sem usar a QBER, foram feitas diversas simulacoes, variando-se o
parametro ja citado. Foram testados sinais com 5,10,14 e 20 dias de in-
formagao; também foram considerados os parametros percentual de compras
corretas, tempo de preparacao e ainda a rentabilidade total das sugestoes de
compras, calculadas por classificador.

4.5.1 Tamanho do sinal versus Tempo de preparacao
do classificador

A primeira analise efetuada foi a avaliacao do tempo de preparacgao do clas-
sificador em relagao ao tamanho do sinal. A Figura 4.9 mostra o tempo de
preparacao de trés classificadores - QBER1,QBER2 e ERP1 - em relacao
ao tamanho do sinal, em dias. Os classificadores apresentados sao os que
apresentaram os melhores desempenhos de classificagao, considerando-se so-
mente a utilizagao da métrica ERP (ERP1) e, considerando-se a utilizagao
do método QBER (QBERI1 e QBER2). Os parametros entre parénteses sig-
nificam:

e ERP1 (N;3;15;Linear) : N - nao utilizagao do método QBER, 3 - bar-
ras posteriores, 15 - sinais semelhantes considerados no kNN, Linear -
Normalizador do tipo Linear;

e QBERI (S;3;10;1;15;Null;14-rsi) : S - utilizagdo do método QBER, 3 -
barras posteriores, 10 - nimero de centréides, Null - Sem normalizacao,
14-rsi - Filtro RSI de 14 periodos;

e QBER2 (S;3;20;3;5;Linear) : S - utilizagdo do método QBER, 3 - barras
posteriores, 20 - niimero de centrdides, Linear - Normalizador do tipo
Linear.

Como pode ser observado na Figura 4.9, o classificador que nao utiliza
QBER apresentou um tempo maior em relagao ao Tamanho do Sinal. J& os

78



4.5. Avaliacao da utilidade do método QBER, através da comparacao de
classificadores DCT-UFMS

classificadores que utilizam o método desenvolvido apresentam um tempo de
preparacao Linear.

Comparagao entre classificadores
3500 T T T T T T

3000 - A
2500 - .
2000 J

1500 - J

Tempo de Preparacio(s)

1000 :

4 ] 8 10 12 14 16 18 20
Numero de Dias do Sinal

ERP1(N;3;15;Linear) ---©---
QBER1(S;3;10;1;15;Null; 14-rsi) —=—
QBER2(S;3;20;3;5;Linear) ——-

Figura 4.9: Tempo de Preparacao versus Tamanho do Sinal

4.5.2 Tamanho do sinal versus Performance do classi-
ficador

A Figura 4.9 é um ponto positivo para justificar a teoria desenvolvida. Porém
outros aspectos sao importantes. O primeiro deles é a performance do classifi-
cador. Considerando nosso exemplo de aplicacao, sera utilizado o percentual
de compras corretas, em funcao do tamanho do sinal analisado. A Figura

4.10 mostra os desempenhos dos 3 melhores classificadores, considerando-se
o ano de 2008.

Como pode ser observado, para sinais pequenos, a simples aplicacao da
métrica supera o desempenho do classificador que utiliza QBER. Porém,
ao se aumentar o tamanho do sinal em analise percebe-se que em alguns
momentos a utilizacao do QBER é melhor, dependendo da combinagao de
parametros.
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Comparagao de classificadores — Ano de 2008
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Figura 4.10: Percentual de Compras Corretas versus Tamanho do Sinal

4.5.3 Tamanho do sinal versus Rendimento Total

Finalizando a comparacao entre os classificadores, é fundamental e decisiva a
andlise do parametro Rendimento Total. Conforme descrito na Se¢ao 4.4.5, a
rentabilidade total compreende a multiplicacao da quantidade de sugestoes de
compra pela esperanga matematica das operagoes. A Figura 4.11 apresenta
os resultados dos 3 melhores classificadores identificados.

Aqui se tem a comprovacao que a melhor escolha é a utilizacao da QBER
na fase de pré-processamento, para o problema atacado. O classificador
QBER1 tem um desempenho médio que supera, em 200%, o classificador
ERP1, que nao usa QBER.
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Comparagao de classificadores — Ano de 2008
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Figura 4.11: Rendimento Total versus Tamanho do Sinal
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Capitulo 5

Conclusao

O estudo de técnicas para a classificagao de padroes, em sinais digitais, é algo
relevante. Existem variados tipos de informacoes que podem ser convertidas
em sinais digitais; Informacoes como Eletrocardiogramas, Terremotos, Séries
Financeiras, Histogramas de Imagens, Sinais de Audio, sdo exemplos vali-
osos. Ao longo dos anos, diferentes representagoes e métodos de conversao
tem sido propostos. Entre os métodos mais utilizados encontram-se as trans-
formagoes de Fourier, as Wavelets, entre tantos métodos e alternativas. Cada
representacao gera todo um campo de pesquisa, com técnicas proprias e pe-
culiares. Assim, a técnica QBER gera uma nova linha de pesquisa e com ela,
oportunidades.

O objetivo principal deste trabalho foi, portanto, a formalizacao, ava-
liacao e implementacao da técnica QBER, que é uma técnica para conversao
de sinais digitais em simbolos. As representacoes simbdlicas sao bem antigas
e exaustivamente utilizadas em diversos algoritmos, metodologias e sistemas.
Existem centenas de estruturas e modelos para a analise e indexacao de
seqiiencias de simbolos, textos etc. Eis o motivo pelo qual este trabalho se
empenhou em viabilizar as técnicas aqui desenvolvidas.

E importante notar que tal técnica s6 se tornou vidvel devido desenvol-
vimentos notaveis em outros campos de pesquisa, como o desenvolvimento
de estruturas para indexacao métrica e o aprimoramento de algoritmos para
clusterizacao. A partir destas inovacoes ficou computacionalmente viavel a
criacao de uma técnica de conversao simbdlica que tivesse como pré-suposto
um processo de clusterizacao que usasse o algoritmo k-medianas. Nossa
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pesquisa utiliza-se extensivamente da estrutura de indexacao métrica Slim-
Tree [TTSFO00] e, além disso do algoritmo de clusterizacao derivado PAM-
SLIM[BRTJ06].

Os beneficios da utilizacao de simbolos para analise de sinais digitais
sao enormes. Podem ser utilizados técnicas oriundas da Teoria da Com-
putacao, Biologia Computacional e areas afins. Podem ser utilizadas funcoes
de distancia para cadeias, algoritmos de inferéncia gramatical, entre outros
tantos.

E claro que muitas lacunas ainda existem para serem preenchidas. Como
definir qual a funcao de distancia adequada para um determinado problema?
Qual o valor ideal para o parametro de prevaléncia no processo de conversao
simbodlica ? Como achar este valor rapidamente?

Este trabalho se limitou a formalizar o processo de conversao simbdlica,
bem como provar a utilidade e “sanidade’de tal metodologia. A imple-
mentacao de referéncia poderia ser otimizada adequadamente. Com pouca
dedicacao a otimizacao do processo, se conseguiu otimizar um procedimento
que demorava 60 minutos para execu¢ao em 2 minutos, em uma mesma
maquina.

O caso de teste - Recomendacoes automaticas de compra de acoes -
teve um desempenho simulado satisfatorio, atingindo rentabilidades anuais
médias simuladas em torno de 70%, desconsiderando corretagens e outras
questoes. Para o “bear market'”de 2008, o classificador obteve rentabilida-
des superiores a 100%. E claro que existe a teoria de eficiéncia do mercado e
caso algum dia este método se torne popular, as rentabilidades anuais tendem
a cair.

Para chegarmos a estes resultados foram testados diversos parametros
para o classificador desenvolvido, considerando os anos de 2002, 2003, 2004,
2005, 2006, 2007 e 2008. Os testes duraram cerca de 9h e testaram cerca de
280 variacoes de parametros; tais testes podem ser reproduzidos caso haja
necessidade. O objetivo de provar a utilidade da representagao desenvolvida
foi plenamente alcancado.

LAno em que a desvalorizacao da bolsa supera 20%.
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5.1. Limitacoes DCT-UFMS

5.1 Limitacoes

Cada problema pressupoe a adogao de procedimentos especificos. Nao é di-
ferente no método proposto. A preparacao dos dados, ou ainda, dos objetos
de treinamento inexoravelmente variaré de aplicacao para aplicagao. O pro-
cesso de normalizagao dos “montes”pode também variar. Em decorréncia
do tempo reduzido, o autor deste trabalho firmou o objetivo de provar a
utilidade do método, assim, o caso de teste ficou reduzido somente a uma
aplicacao.

Também nao se focou no estudo da econometria por tras dos resulta-
dos obtidos. Isto seria algo muito empolgante. Nao foram aplicadas outras
funcoes de distancia para cadeias. Isto poderia revelar outros padroes e a
quantidade de sugestoes de compra e/ou a taxa de acerto poderia melhorar.

5.2 Aperfeicoamentos Futuros

Muitas questoes ficaram sem resposta. Tais questoes poderiam ser objeto de
trabalhos futuros:

1. Qual o valor ideal de prevaléncia?
2. Qual a quantidade minima de objetos de treinamento ?

3. Qual a funcao de distancia ideal para cadeias, no processo de andalise
dos simbolos gerados?

4. Qual a fungao de distancia ideal para a quantizagao baseada em extre-
mos relativos?

5. Com relacao ao estudo de caso, como as simulac¢oes se comportariam
em ativos diferentes?

6. Com relacao ao estudo de caso, como as simulagoes se comportariam
em operacoes day trade?

7. Como o modelo se comportaria na analise de outros tipos de sinais
digitais?
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5.2. Aperfeicoamentos Futuros DCT-UFMS

8. Poderiamos realizar busca aproximada de padroes em sinais digitais 7

9. Qual o impacto da utilizacao do algoritmo aproximado PAM-SLIM
sobre o reconhecimento 7

10. Como otimizar o modelo no caso de funcoes de distancia nao métricas
ou ainda, pseudo-métricas ?

Em algumas destas sugestoes, o autor teria o prazer de continuar a pes-
quisa.
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