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RESUMO

O objetivo deste trabalho foi analisar quais fatores antrépicos e naturais que
influenciam na presenca do nitrato nas &guas subterr@neas em area urbana
utilizando aprendizado de maquina. O local da pesquisa foi o perimetro urbano do
municipio de Campo Grande, capital do estado do Mato Grosso do Sul, que esta
localizada na porcédo norte do municipio. A metodologia envolveu a utilizacdo do
software QGIS para a producdo de mapas e a linguagem Python junto com as
bibliotecas Scikit-learn, NumPy, SciPy e Matplotlib para analise dos dados e
desenvolvimento dos modelos de aprendizado de maquina. Foram consideradas as
seguintes variaveis espaciais como influenciadoras do nivel de nitrato: distancia até
a rede de agua e esgoto, zona urbana, densidade populacional por bairro,
declividade, hipsometria, indice de Vegetacéo por Diferenca Normalizada (NDVI),
geologia, profundidade do nivel da agua, caracteristicas geotécnicas e proximidade
de sistemas de drenagem. Nove modelos estatisticos do grupo de classificadores e
sete do grupo de regressores foram adotados para analisar os dados coletados em
68 pocos em 2018. Os resultados preditivos mostraram que a zona urbana e a
declividade foram as varidveis com maior influéncia sobre o valor de nitrato em
ambos os modelos, por outro lado, a geologia foi a variavel com menor influéncia
nos modelos classificadores e a distancia da rede de &gua nos modelos
regressores. Os resultados mostraram gque os modelos classificadores tiveram um
desempenho superior aos modelos regressores, com cinco modelos apresentando
um resultado com o grupo treino variando entre 0.60 a 0.80 e o grupo teste entre
0.40 a 0.60, destacando o modelo MLP Classifier com a melhor performance. Os
demais modelos classificadores apresentaram overfitting, um problema que também
afetou o desempenho dos modelos regressores, com dois modelos apresentando
0 mesmo problema. Além disso, cinco modelos regressores contaram com um
resultado negativo e apenas o modelo Logistic Regressor relevou um resultado
aceitavel com o grupo treino em 0.60 e com um valor aproximado a esté no grupo
teste. Por meio da estimativa da distribuicdo do nitrato, foi constatado que as
maiores concentracdes ocorrem em areas com maiores declives e alta densidade
populacional. Por outro lado, as menores concentracbes sdo encontradas em
regides onde ndo héa registro de redes de esgoto, com menor declive, baixa
densidade populacional e onde o nivel da dgua subterranea é mais profundo.

Palavras chaves: Aguas Subterraneas; Aprendizado de méaquina; Hidrogeologia.



ABSTRACT

The objective of this work was to analyze which anthropogenic and natural factors
influence the presence of nitrate in groundwater in urban areas using machine
learning. The research site was the urban perimeter of the municipality of Campo
Grande, capital of the state of Mato Grosso do Sul, which is located in the northern
portion of the municipality. The methodology involved the use of the QGIS software
for the production of maps and the Python language together with the Scikit-learn,
NumPy, SciPy and Matplotlib libraries for data analysis and development of machine
learning models. The following spatial variables were considered as influencing the
nitrate level: distance to the water and sewage network, urban area, population
density per neighborhood, slope, hypsometry, Normalized Difference Vegetation
Index (NDVI), geology, water level depth, geotechnical characteristics and proximity
to drainage systems. Nine statistical models from the classifier group and seven from
the regressor group were adopted to analyze the data collected from 68 wells in
2018. The predictive results showed that the urban area and slope were the variables
with the greatest influence on the nitrate value in both models. On the other hand,
geology was the variable with the least influence in the classifier models and the
distance from the water network in the regressor models. The results showed that
the classifier models outperformed the regressor models, with five models
presenting a result with the training group ranging from 0.60 to 0.80 and the test
group between 0.40 and 0.60, highlighting the MLP Classifier model with the best
performance. The other classifier models presented overfitting, a problem that also
affected the performance of the regressor models, with two models presenting the
same problem. Furthermore, five regressor models had a negative result and only
the Logistic Regressor model revealed an acceptable result with the training group
at 0.60 and with a value close to this in the test group. By estimating the distribution
of nitrate, it was found that the highest concentrations occur in areas with greater
slopes and high population density. On the other hand, the lowest concentrations
are found in regions where there is no record of sewage networks, with less slope,
low population density and where the groundwater level is deeper.

Key-words: Groundwater; Machine learning; hydrogeology.
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1. INTRODUCAO

Em diversos lugares no planeta, as aguas subterraneas surgem como um
recurso de equilibrio para ecossistemas aquaticos e terrestres, fundamental para o
desenvolvimento econdmico e social de paises, gracas a sua funcao de abastecer
a populacao por diversos tipos de atividades com agua de qualidade (Jamie, et al,
2022).

De acordo com Lall, Josset e Russo (2020), as aguas subterraneas refletem
cerca de 40% da agua usada para irrigacao de culturas agricolas e um 1/3 da agua
usada em industrias, além de representar 99% de toda agua liquida doce no
planeta. No Brasil, as aguas subterrdneas exercem um papel importante no
abastecimento de agua potavel dos centros urbanos, representando 43% do
abastecimento total das cidades brasileiras (ANA, 2021; Cao, et al, 2022).

Para diagnosticar a qualidade de 4guas subterraneas e certificar se a agua
esta adequada para o consumo humano, alguns parametros sdo estabelecidos
levando em consideracdo as caracteristicas hidroquimicas e hidrogeologicas da
regiao.

Segundo a portaria GM/MS n° 888 (2021), os parametros que determinam a
qualidade para consumo humano séo: turbidez, residual de desinfetante, cor, pH,
fluoreto, gosto, odor, cianotoxinas, produtos para desinfec¢do, acrilamida,
epicloridrina, cloreto de vinila, coliformes totais e Escherichia coli. A frequéncia para
0 monitoramento desses parametros varia a cada duas horas, semanalmente,
mensalmente, trimestralmente e semestralmente, dependendo do parametro
analisado (GM/MS 888, 2021).

O maximo permitido de cada contaminante para consumo humano,
dessedentacdo animal, irrigacdo e recreacdo em Aaguas subterranéas é
estabelecido pela Resolugdo N° 396/2008. A cada cinco anos, os 6rgaos publicos
responsaveis pelo monitoramento da qualidade da agua devem realizar uma
caracterizagdo mais completa, abrangendo mais parametros organicos,
inorganicos, agrotoxicos e microorganismos (CONSELHO NACIONAL DO MEIO
AMBIENTE, 2009).
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Até 2018, o municipio de Campo Grande contava com 146 pocos tubulares
profundos, usados para diversas finalidades. Esses pocos captam a agua de trés
sistemas aquiferos, sendo eles: Sistema Aquifero Bauru (SAB), Sistema Aquifero
Guarani (SAG) e Sistema Aquifero Serra Geral (SASG). Dentre os parametros
determinados pelo Instituto do Meio Ambiente do Mato Grosso do Sul - IMASUL, o
que apresenta 0os maiores valores € o nitrato, demandando maior cuidado em
relacdo aos outros parametros (MANZANO, 2018; CARDOSO, 2019).

O nitrato (NO3) provém da combinag¢do quimica entre nitrogénio e oxigénio,
podendo estar presente no ar, no solo, nas aguas superficiais e subterraneas.
Normalmente, é encontrado em ambientes rurais com uso intensivo de fertilizantes
agricolas e em cidades com um mal planejamento, estando relacionado a residuos
domésticos, dejetos humanos provenientes de esgoto e fossas sépticas, fezes de
animais, oxidacdo de amoénia e condicbes meteorolégicas (BREUER, ET AL, 2008;
BAIRD E CANN, 2011; HAMIDI, ET AL, 2023).

A alta concentracdo de nitrato nos recursos subterraneos pode gerar
problemas ndo apenas ao meio ambiente, mas também a saude humana. Como o
nitrato € um anion poliatbmico, sua presenca no corpo humano pode acabar
afetando a funcdo da tireoide. Além disso, seus efeitos sdo relacionados a
metemoglobinemia infantil e alguns tipos de cancer, mas nao héa estudos suficientes
gue comprovem essa relacao (SHIUE, 2015; WARD, ET AL, 2018).

Gracas ao avanco da tecnologia, estudar a distribuicdo ndo apenas do nitrato,
mas de diversos poluentes nas aguas subterraneas, tornou-se mais pratico e
eficiente. A inteligéncia artificial (IA) e o seu subcampo, aprendizado de maquina,
sao regularmente usados para estudos sobre recursos hidricos; assim, abordagens
convencionais como ferramenta de interpolacdo e modelos fisicos de transporte de
contaminantes baseados em equacdes sao deixados de lado por ndo apresentarem
resultados tdo eficazes como os modelos sofisticados oriundos da inteligéncia
artificial (Rodriguez-galiano, et al, 2014; Sajedi-hosseini, et al, 2018; Sarkar, et al,
2022).
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Objetivo geral

O objetivo principal é compreender como diferentes fatores (humanos e naturais)
podem afetar a presencga de nitrato nas aguas subterraneas, com a aplicagédo de
técnicas de aprendizado de maquina, para o municipio de Campo Grande, MS.
Objetivos especificos

Dentre os principais objetivos especificos, podem ser destacados:

Analisar dos fatores antropicos, que sao relacionados as atividades humanas, como
o uso do solo, a densidade populacional e os servigos de saneamento;

Verificar os fatores naturais que influenciam a contaminacgéao por nitrato, analisando
aspectos fisicos e ambientais da regiao;

Identificar fatores naturais e antrépicos para entender sua relagdo com os niveis de
nitrato;

Mapear a distribuicdo das concentragdes de nitrato, para identificar areas criticas e

padroes de contaminagao
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2. REVISAO BIBLIOGRAFICA
2.1 Aquiferos

Na éarea da hidrogeologia, a palavra aquifero é um dos termos mais
importantes, possuindo diversos significados dependendo do contexto de sua
utilizacdo. O aquifero € uma formacéo geoldgica permeéavel saturada, gerado entre
os intersticios de rochas do tipo sedimentares, igneas, metamorficas e em
sedimentos inconsolidados, contendo uma grande quantidade de agua que circulam
em seu interior, apresentando grande potencial de transmissdo de agua em
gradientes hidraulicos comuns (Freeze e Cherry, 1979; Feitosa e Manoel, 2008).

Essas sdo caracteristicas que diferem os aquiferos dos aquicludes e
aguitardos, os quais ndo apresentam um bom potencial para obtencao de agua. Os
aguicludes possuem uma estrutura saturada com uma quantidade de agua
consideravel, porém € incapaz de transmitir essa agua em condi¢c6es normais. Os
aquitardos sdo camadas menos permeaveis, desempenhando um papel de
membrana que dificulta a producédo de agua por meio de pocgos (Freeze e Cherry,
1979).

2.1.2 Tipos de aquiferos

Segundo Feitosa e Manoel Filho (2008), a classificacdo dos aquiferos é feita
a partir da pressao das aguas em suas superficies limitrofes e de sua capacidade
em transmitir Agua por essas camadas limitrofes. Os aquiferos podem ser

classificados em dois tipos, os livres e confinados (Figura 01).
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Figura 01: Exemplo de aquiferos livres e confinados

Camada
impermeavel

Fonte: DINIZ (2023)

Os aquiferos livres, também chamados de freaticos, tém como limite superior
a superficie de saturacéo, expostos a pressao atmosférica, possuindo uma estrutura
inteiramente aflorante e uma recarga direta de suas reservas. JA os aquiferos
confinados, também chamados de aquiferos sob presséo, sdo um tipo de aquifero
em que a pressao exercida pela &gua em seu topo € superior a pressao atmosférica.
(Feitosa e Manoel Filho, 2008; Manzione, 2015)

A recarga dos aquiferos confinados decorre de aguas em excesso dos
aquiferos livres ou de outros aquiferos confinados, que infiltram na camada devido
a gravidade e em algumas areas onde aflora a superficie, provendo da prépria
chuva. Os aquiferos livres e confinados podem ser divididos em drenantes e nao
drenantes, divididos de acordo com as caracteristicas das suas camadas limitrofes
(Feitosa e Manoel Filho, 2008; Manzione, 2015)
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No aquifero livre, os drenantes sdo aqueles onde sua base é semipermeavel
e 0S ndo drenantes apresentam uma base totalmente impermeavel. No aquifero
confinado, os drenantes possuem uma estrutura semi-permeavel, possibilitando o
fluxo de aguas no topo e em sua base, enquanto que nos aquiferos confinantes ndo
drenantes sua estrutura detém uma estrutura totalmente impermeavel (Feitosa e
Manoel Filho, 2008).

Em alguns casos raros, h4 o surgimento dos aquiferos suspensos (Figura
02), um tipo de aquifero formado entre uma base inferior impermeéavel e uma base
superior permeavel, localizada entre o terreno e a superficie freatica (Manzione,
2015).

Levando em consideracao o tipo de porosidade das rochas, surge outra
classificacdo para os aquiferos, divididos em carstico, fraturado e poroso (Figura
02). O primeiro é constituido por rochas carbonaticas geradas a partir da
precipitacdo quimica, no qual ocorre a dissolu¢do de rochas, surgindo cavidades
pela circulacdo da agua; o fraturado é representado por rochas igneas e
metamorficas com fraturas e fendas, resultado de movimentos tectbnicos. O
transporte da agua nesse tipo de aquifero é feito entre essas fraturas que vao
diminuindo de acordo com a profundidade e; o poroso é formado por rochas
sedimentares consolidadas e sedimentos inconsolidados e solos. A circulagdo da
agua acontece entre 0s poros e graos existentes das rochas sedimentares
(Reboucas 2013; Manzione, 2015).
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Figura 02: Classificacéo de aquiferos a partir da estrutura das rochas
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2.2 Hidrogelogia de Campo Grande e Mato Grosso do Sul

A hidrogelogia do estado do Mato Grosso do Sul é dividida em dois tipos de
rochas, as sedimentares que constituem os aquiferos porosos presentes na bacias
sedimentares do Parana e do Pantanal e as igneas-metamoérficas que constituem
os aquiferos fraturados ou de fissuras, presentes em embasamentos cristalinos e
em algumas regides da bacia do Parana (PERH-MS, 2010).

No territorio de Mato Grosso do Sul, ha uma grande diversidade de aquiferos
com um complexo sistema hidrogeologico, divididos entre as regiées hidrograficas
do Parana e do Paraguai. Esses séo separados por oito unidades: Sistema Aquifero
Cenozoico; Sistema Aquifero Bauru; Sistema Aquifero Serra Geral; Sistema
Aquifero Guarani; Sistema Aquifero Aquidauana-Ponta Grossa; Sistema Aquifero
Furnas; Sistema Aquifero Pré-cambriano Calcérios e; Sistema Aquifero Pré-
cambriano (PERH-MS, 2010).

Considerando o percentual por area de afloramento, os aquiferos com as
maiores extensdes sdo o Bauru (SAB) e o Cenozéico (SAC). O aquifero Bauru
ocupa 37% do territério de Mato Grosso do Sul, com boa parte da sua area
localizada na Bacia Hidrografica do Parana, incluindo nesta area, uma pequena
parcela do municpio de Campo Grande. Sua composi¢cdo conta com rochas
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sedimentares de dois grupos distintos, do Grupo Caiua (Formacdo Santo
Anastécio), da idade cretacia superior e do Grupo Bauru (Formagdes Vale do Rio
do Peixe e Marilia), uma formacao mais jovem da idade neocretacia que esta acima
do Grupo Caiua (Mato Grosso do Sul, 2008; PERH-MS, 2010; Uechi, Gabas e
Lastoria, 2017).

O Aquifero Cenozoéico, também chamado de Pantanal, estda totalmente
inserido na Bacia Hidrogréafica do Paraguai, ocupando 27% da area do estado. Em
sua composicao estao presentes sedimentos arenosos finos de baixa compactacao
com uma matriz siltico-argilosa pertencentes a Bacia do Pantanal. Sua espessura
média varia entre 20 a 30 metros, ultrapassando os 70 metros em algumas regides
(Mato Grosso do Sul, 2008; PERH-MS, 2010; Souza, 2013).

Outro aquifero que abrange um grande percentual de area é o Aquifero
Guarani (SAG), considerado o maior reservatério de agua subterranea da America
do Sul, abrangendo Argentina, Brasil, Paraguai e Uruguai. No brasil, esta situado
em seis estados, sendo um deles Mato Grosso do Sul, ocupando uma area total de
213.200 km2, representando 25% da area brasileira, dos quais, apenas cerca de
36.000 km2 correspondem as areas de afloramento (Gatsmans e Kiang, 2004).

No pais, sua formacao rochosa arenosa faz parte do Grupo Rosario do Sul e
Pirambdia e da Formacao botucatu, todas pertencentes a Bacia do Parana. A
espessura rochosa do Aquifero Guarani pode chegar aos 800 metros e no estado
de Mato Grosso do Sul, essa espessura tem uma média de 600 metros,
desempenhando um papel importante no abastecimento de cidades, incluindo
Campo Grande (PERH-MS, 2010).

No stado Sul-Mato-Grossense o aquifero Serra Geral também exerce uma
funcdo importante no abastecimento, especialmente pela sua localidade,
englobando em sua regido de afloramento o territorio de Dourados e uma area
significativa de Campo Grande. Além de ser uma fonte de abastecimento de agua
para sua populacdo, o uso da sua agua esta atrelado a interesses econdémicos,
principalmente na agricultura (Lastoria, et al, 2006).

A estrutura do aquifero Serra Geral apresenta uma porosidade fissural e
anisotropica, onde o fluxo de agua se concentra principalmente em superficies de

descontinuidade horizontal. Essas superficies incluem as zonas de topo e base dos
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derrames, bem como os contatos entre os derrames. Além disso, o fluxo também
ocorre em superficies verticais, nos planos de disjuncdo colunar que podem ser
observados no interior dos derrames (Lastoria, et al, 2007).

A exploracdo da agua no Serra Geral ocorre em areas que a espessura dos
sedimentos que pertencem ao Grupo Bauru é pequena, variando entre 150 a 200
metros, e em algumas areas alcancando os 380 metros. A infiltrac&o deste aquifero
chega aos 8%, com 20% de sua reserva explotavel considerada reserva renovavel
(Mato Grosso do Sul, 2008; PERH-MS, 2010).

Ou seja, a hidrogeologia do municipio de Campo Grande é formada por trés
aquiferos: Aquifero Guarani, Aquifero Serra Geral e o Aquifero Bauru. O primeiro
esta presente em uma pequena parcela ao norte do municipio, o segundo esta
localizado mais ao oeste, englobando majoritariamente a area do perimetro urbano
e por ultimo o Aquifero Bauru, que diferente do Serra Geral, esta localizado a leste
e também no perimetro urbano de Campo Grande, mas em uma menor proporgao,

conforme Figura 03
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Figura 03: Mapa geoldgico e hidrogeoldgico do municipio de Campo
Grande, MS
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2.3 Tipos de captacfes de aguas subterraneas
2.3.1 Pocos

A captacdo das aguas subterraneas contribui para regiées que sofrem com a
falta de aguas superficiais e para complementar o volume de agua do sistema
publico de agua em algumas cidades. Essa agua pode ser usada em atividades
industriais, agricolas e diversos usos domeésticos. A captacdo ocorre por meio do
uso de pocgos, classificados em: pogos escavados manualmente, pogos com
coletores com drenos horizontais simples e drenos radiais, galerias flutuantes e
pocos tubulares (Feitosa e Manoel Filho, 2008; S&o Paulo, 2008).

Profundidade dos aquiferos, equipamentos disponiveis para perfuracdo e

condi¢cbes de terrenos como o tipo de solo e a topografia do local sao fatores que
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influenciam na escolha de como a agua subterranea sera captada, optando
geralmente pelo uso dos pocos tubulares (FEITOSA E MANOEL FILHO, 2008).

2.3.2 Pocgos tubulares

Os pocos tubulares podem ser definidos como uma obra de engenharia que
busca extrair a agua subterranea de aquiferos rasos e profundos através de uma
perfuracao vertical. Esse tipo de poco pode ser dividido em jorrante e nao jorrante,
determinado pelo nivel potenciométrico em relacdo a superficie topogréafica. A
perfuracdo de um poco tubular deve seguir as regras da norma vigente da ABNT
NBR de 2017 (Associacdo Brasileira de Normas Técnicas, 2017).

Os pocos jorrantes estdo presentes apenas em aquiferos confinados, visto
gue, nesse tipo de aquifero a agua detém uma pressao maior que a da atmosfera,
e quando da perfuracdo de um poco, a agua ascende acima do nivel da superficie
terrestre, e estabilizando em uma posicao, fendmeno conhecido como artesianismo.
Ja o poco tubular ndo jorrante ocorre quando a agua nao ultrapassa o nivel da
superficie terrestre, necessitando de uma bomba para bombear a agua até a
superficie, podendo ocorrer em aquiferos livres e confinados (Feitosa e Manoel Filho,
2008).

A perfuracdo de um poco tubular em Mato Grosso do Sul precisa seguir um
procedimento estabelecido pelo IMASUL. Primeiramente, deve-se solicitar o
processo de autorizacdo de perfuracdo do poco juntamente ao IMASUL no sistema
de Registros e Informacdes Estratégicas do Meio Ambiente (SIRIEMA), on-line. Em
um segundo momento, € necessario seguir as exigéncias estabelecidas na
Resolucdo SEMADE n° 21 de 2015, que exige o projeto do poco tubular ja definido,
seguindo as normas ABNT — NBR 12212 de 2017: Projeto de poco para captacao
de agua subterranea — Procedimento (Cardoso, 2019).

Ap6s o0 envio dos documentos de disponibilidade hidrica e do
empreendimento, eles sdo analisados, e em caso de deferimento, é expedido o
documento que autoriza a perfuragcédo do poco tubular, que desta vez, acompanha
as regras estabelecidas na ABNT - NBR 12244 de 2006: Poco tubular — Construcéo

de poco para captacao de agua subterranea (Cardoso, 2019).
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2.4 Fontes poluidoras das aguas subterraneas em areas urbanas

Devido a sua situacao de confinamento, as 4guas subterraneas apresentam
uma boa qualidade, representando uma das principais fontes de agua potavel no
mundo, o que a torna atrativa. Entretanto, esses mananciais subterraneos em areas
urbanas em paises de todos os niveis de desenvolvimento sdo atingidos por
poluentes gerados por atividades antrépicas, ocasionando diversos tipos de
doencas em humanos (Schmoll, et al, 2006).

A contaminacado das aguas subterraneas pde em risco ndo apenas a saude
da populacao local, como também dificulta o0 desenvolvimento socioeconémico com
uma visao mais sustentavel de uma cidade ou regido. A maioria desses poluentes
sdo gerados nas redes de esgoto no subsolo, prinicpalmente aquelas com falta de
manutencdo, construcdo de aterros sanitarios em terrenos inapropriados e do
acumulo de lixos domésticos e industriais sem uma coleta adequada, problemas
comuns de cidades que apresentam uma répida urbanizagdo e sem um
planejamento adequado (Wang, et al, 2023).

As redes de esgoto sdo planejadas para receber e transportar efluentes
domésticos, hospitalares e industriais até as estacdes de tratamento de agua.
Porém, durante esse trajeto, os detritos e contaminantes carregados geram o
processo de sedimentacéo, diminuindo a capacidade dos dutos. Esse efeito adverso
pode provocar a decomposicdo anaerobia dos materiais organicos, que influencia
diretamente na corroséo da infraestrutura da rede coletora, provocando o aumento
do odor (Huang, et al, 2021).

Outro fator de poluicao ligado diretamente a contaminacdo dos aquiferos sao
os locais de disposicdo de residuos solidos urbanos (RSU) que, com o aumento
gradativo das cidades e da populacado, tornaram-se comuns no espaco urbano.
Porém, normalmente, esta disposicdo ndo é planejada adequadamente, nao
contando com um projeto de engenharia adequado e um controle ambiental,
produzindo quantidades significativas de chorume e gases poluentes (Singh, et al,
2008; Morita, et al, 2021).

A intensidade da poluigédo das areas de disposi¢do de RSU decorre de alguns

fatores como: quantidade de chorume produzido; pluviosidade da regido, material
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geoldgico do subsolo e gradiente hidraulico, ocorrendo principalmente em areas
fraturadas ou em regides onde o lencol fredtico apresenta baixa profundidade
(Singh, et al, 2008).

Ainda sobre os aterros sanitarios, Casado et al (2015) e Al-Yaqout e Hamoda
(2003) afirmam que residuos domeésticos, industriais e hospitalares sé&o
constantemente dispostos indadequadamente, liberando grandes quantidades de
Magnésio (Mg), Ferro (Fe); Célcio (Ca) e Zinco (Zn), além de altas taxas de pH,
presente em chorumes de aterros antigos.

Como a rede de esgoto e o aterro sanitario, as fossas sépticas e negras sao
outras fontes de poluicdo em cidades, principalmente naguelas onde o processo de
urbanizacdo ocorre de forma tardia e lenta. Sdo usadas para armazenar esgotos de
residéncias sem acesso a rede coletora de esgoto, sendo considerada uma solucao
paliativa e extremamente prejudicial ao meio ambiente (Katz, Eberts e Kauffman,
2011; Gil Marques, et al, 2019).

Estudos comprovam que essas fossas atuam como uma das principais fontes
de poluicdo de aquiferos rasos no espaco urbano, com a liberacdo de metais, nitrato
e a reducao do oxigénio dissolvido nas aguas subterraneas, infiltrando-se através
do solo (Katz, Eberts e Kauffman, 2011; Gil Marques, et al, 2019).

Segundo Shivendra e Ramaraju (2015); Sowah, et al, (2017) e; Yang, et al
(2017), a poluicdo por meio das fossas sépticas e negras ocorrem com mais
intensidade em regifes suburbanas e com alta taxa de densidade demogréfica,
apresentando vazamentos por possuir uma estrutura inadequada; contribuindo,
desta forma, para a dispersao dos contaminantes, configurando um desafio para os
gestores da area do meio ambiente.

Em ambientes urbanos, outras fontes de poluicdo ganham destaque pela

capacidade de contaminacdo dos recursos hidricos subterraneos; séo elas:
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construgcdo em nao conformidade com normas técnicas e abandono de pocos de
captacdo de agua; cemitérios e postos de gasolina em ndo conformidade com
normas técnicas e a auséncia de fiscalizacdo; tanques enterrados contendo
contaminantes, fezes de animais e produtos que apresentam riscos de corrosao
(Santos e Camara, 2002; Rao, Dinakar e Sun, 2022). A propagacédo dos poluentes
nos corpos d'agua subterraneos € influenciada por diversos fatores naturais, como:
profundidade do aquifero, composi¢cado da zona nao saturada, declividade e (Leal,
et al, 2012).

2.5 Ouso do aprendizado de maquina para estudos sobre 4guas subterraneas

Recentemente, gracas ao avanco da tecnologia e da informatica, o
aprendizado de maquina passou por um periodo de intenso desenvolvimento,
dispondo de novas técnicas e ferramentas. O avanco tecnoldgico contribuiu para
gue esse método de analise fosse adaptado e usado em diversos campos de
pesquisa, ganhando destaque pela sua eficiéncia na previsdo de dados e pela
facilidade em ler dados complexos, atraindo o interesse de profissionais, estudantes
e do publico geral (Rodriguez-Galiano, et al, 2014; Knoll, Breuer e Bach, 2019;
Fradkov, 2020)

A aplicacdo do aprendizado de maquina em estudos sobre recursos hidricos
€ algo frequente nos ultimos anos, dada a complexidade em resolver problemas
dessa area de estudo. Os modelos convencionais acabam sendo deixados de lado
por serem caros, lentos e incompletos; em contrapartida, o aprendizado de maquina
torna-se uma boa escolha buscando custo-eficiéncia (Huang, et al, 2021; Singha, et
al, 2021)

Alguns modelos convencionais como 0s modelos conceituais e numericos
apresentam limitacfes técnicas, entre elas, a dificuldade de sustentar uma grande
guantidade de parametros de entrada no processo de modelagem. Isso levou
pesquisadores a investir na Inteligéncia Artificial (IA), uma ferramenta que apresenta
enorme capacidade em lidar com grandes quantidades de dados (Agrawal, et al,
2021; Nordin, et al, 2021).
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O aprendizado de maquina € uma ferramenta vélida e eficiente para
determinar a influéncia de fatores antropicos e naturais sobre a poluicdo nas aguas
subterraneas. Garante eficacia na hora de extrair dados preditivos e capacidade em
prever a influéncia dos fatores sobre a qualidade da 4gua em recurso naturais e
conta com técnicas e recursos com alta dimensionalidade e relacionamentos n&o
lineares. Tudo isso com a assisténcia de hardware e arquitetura computacional
moderna (Agrawal, et al, 2021; Haggerty, et al, 2023).

Por ser de facil interagdo e contar com um sistema de bibliotecas cientificas
ja consolidada, faz com que sua escolha se torne mais atraente para o
desenvolvimento de algoritmos e analise de dados. Neste cenario surge o Scikit-
learn, uma biblioteca de aprendizado de maquina que fornece algoritmos eficientes
com uma interface de facil acesso e com uma programacao imperativa (Pedregosa,
et al, 2011).

O Scikit-learn oferece alguns recursos Unicos e um conhecimento muito basico
das aplicacdes de aprendizado de maquina (ajuste de modelo, previséo, validacao
cruzada, etc.). Além disso, essa biblioteca fornece suporte ao aprendizado
supervisionado e nao supervisionado e disponibiliza ferramentas para ajustar
modelos, pré-processar dados, avaliar modelos e selecionar os modelos adequados
(Scikit Learn, 2023).

Esses modelos podem ser classificados em classificadores e regressores.
Os modelos classificadores e regressores apresentam diferencgas na hora de prever
uma resposta, embora, ambos utilizem dados de entrada ja observados para o
treinamento e para o teste. A classificacdo estima os novos dados (resultados) em
forma de categoria, classe ou faixas, baseando-se nos dados de entrada. Ja a
regressao com o mesmo método, estima os novos dados com um valor numeérico,
sem considerar categorias. Portanto, variaveis categoricas terdo um resultado
melhor nos modelos classificadores e variaveis numéricas, um resultado superior
nos modelos regressores (Lee e Shin, 2020).

Ainda sobre os modelos classificadores e regressores, Lantz, (2013) afirma
que as técnicas de regressao sdo usadas para geracao de rotulos de algumas
observacbes com base em dados e informacdes ja existentes. Sobre os modelos

regressores, Soto (2013) afirma que a regressao é um método que busca identificar
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relacdes entre variaveis independentes e dependentes por meio da estatistica e a
sua tarefa é buscar o ajuste de uma fungdo para aproximar os dados de entrada
com os dados de saida

Gracas a suas técnicas avangadas, o0 aprendizado de maquina esta cada vez
mais aplicado na previsdo de risco e perigos agravantes dentro dos estudos de
ciéncias. Suas técnicas sdo aplicas em campos da ciéncia agricola, relacionados
com o monitoramento dos solos e de culturas, e em estudos relacionados a
hidrologia (Awais, et al, 2021).

Sobre a sua aplicagdo em estudos sobre a 4gua pode vir a contribuir para
solucionar problemad em: modelagem do nivel freatico, gestéo de recursos hidricos,
previsdo de chuva, producédo de sedimento, previsdo de nivel de agua de lagos e
reservatorios, previsdo de enchentes e poluicio de aguas subterraneas
(Tahmasebi, et al, 2020; Ahmadi, et al, 2022).

Sobre o aprendizado de maquina em estudos de poluicdo de aguas
subterraneas, Raghavendra e Deka (2014) afirmam que a aplicacao das técnicas
do aprendizado de maquina pode servir para mapeamentos de contaminantes de
aguas subterraneas, medicdo da toxicidade de poluentes em sistemas hidricos e na
vulnerabilidade de aquiferos. Atualmente, dentro desta linha de estudos sobre
poluicdo de &guas subterraneas, o aprendizado de maquina estd comumentemente
relacionado ao mapeamento de nitrato e a fonte de origem desse poluente (Ranson,
et al, 2022; Awais, et al, 2021).
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3. MATERIAL E METODO
3.1 Area de estudo

O municipio de Campo Grande, capital do estado de Mato Grosso do Sul,
local escolhido para a pesquisa, esta situado na porcdo central do estado
representando 2,26% da area total de Mato Grosso do Sul com 8.082,97km? (Figura
03). A sede do municipio de Campo Grande esta localizada na sua por¢ao norte, na
divisa das aguas das Bacias do Parand e Paraguai, com uma extensdo de
35.903,77ha, definida pelas coordenadas geograficas 20°28°'13,4” latitude Sul e
54°37°25,9” longitude Oeste (Figura 04) (Campo Grande, 2022).

Figura 04: Mapa de localizagédo do perimetro urbano de Campo Grande, MS
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O municipio de Campo Grande localiza-se sobre a bacia sedimentar do
Parana, constituida pelos litotipos do Grupo Caiua Indiviso e pela Formacao
Botucatu e Formacgéo Serra Geral pertencentes ao Grupo Sdo Bento (Figura 04)
(CPRM, 2006).
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De acordo com o censo de 2022, a populacdo de Campo Grande atingiu o
namero de 898.100 pessoas, ndo chegando a 916.001 pessoas, como estava
estimado no censo de 2010. O crescimento absoluto foi de 111.303 pessoas entre
2010 a 2022 e a densidade demografica para o mesmo ano foi de 111,11 hab/kmz2.
A taxa de urbanizacéo ultrapassa os 98%, sendo o Aero Rancho o bairro mais

populoso, localizado ao sul da cidade (Campo Grande, 2023; IBGE, 2024)

3.2 Procedimentos metodoldgicos

As variaveis espaciais definidas na pesquisa para avaliar a distribuicdo da
poluicdo de nitrato nas aguas subterraneas foram: distancia para rede de agua e
rede de esgoto, zona urbana, populacdo por bairro, declividade, hipsometria, indice
de Vegetacéo de Diferenca Normalizada - NDVI, geologia, profundidade do nivel da
agua e distancia para drenagem/hidrografia.

A escolha dessas variaveis teve como referéncia os seguintes autores:
Tesoriero e Voss, (1997); Masetti, et al, (2008); Devic, Djordjevic e Sakan, (2014);
Khatri e Tyagi, (2015); Krishna, et al, (2015) e; Knoll, Breuer e Bach, (2019). Todos
0s autores citados tratam essas variaveis como causadores ou possiveis
causadores de poluicdo das aguas subterraneas, e para essa pesquisa, essas
variaveis foram adaptadas, considerando as caracteristicas da area de estudo e 0s
equipamentos disponiveis.

A base bibliografica deste trabalho foi obtida por meio de duas fontes: Portal
de Periodicos da CAPES, com acesso gratuito pela Comunidade Académica
Federada - CAFe e Google Académico. Para os 57 trabalhos internacionais usados
no trabalho, foi usada a lista de base e colecdes do Peridédico da CAPES e para os
trabalhos nacionais, a busca foi feita pelo Google Académico, ferramenta virtual de
pesquisa do Google para pesquisa da literatura académica.

Alguns fatores foram adquiridos em 6rgdos publicos como na Agéncia
Municipal de Meio Ambiente e Planejamento Urbano - PLANURB, Sistema

Municipal de Indicadores de Campo Grande - SISGRAN, e em sites como United



29

States Geological Survey - USGS e Sentinel Hub EO Browser, além do
processamento realizado no software QGIS versédo 3.22.4 (Tabela 01).

Tabela 01: Caracteristicas dos fatores de entrada

FATORES DE ENTRADA FONTE ESCALA OU RESOLUCAO ESPACIAL
Declividade USGS Resolucéo espacial 30m
Espessura do solo PLANURB Escala 1:10.000
Fossas Quis Escala 1:10.000
Geologia PLANURB Escala 1:10.000
Hidrografia PLANURB Escala 1:10.000
Hipsometria USGS Resolugao espacial 30m
NVDI Sentinel Hub EO Browser Resolucao espacial 10m
Rede de agua PLANURB Escala 1:10.000
Rede de esgoto PLANURB Escala 1:10.000
Populagéo por bairro SISGRAN Escala 1:10.000
Profundidade/NA PLANURB Escala 1:10.000
Zona urbana SISGRAN Escala 1:10.000

Fonte: Elaborada pelo autor (2024)

Os dados de nitrato foram obtidos por meio dos pocos outorgados até 2018
da cidade de Campo Grande, MS, disponibilizados em Cardoso (2019). Dentro do
perimetro urbano, a existéncia de 102 pocos tubulares destinados a diversos usos,
no qual, parte significativa apresentou mais de uma andlise de nitrato. As
informacdes sobre cada poco, incluindo coordenadas geograficas, altitude,
profundidade, localizacao, sistema aquifero aflorante e captado, finalidade de uso e
nitrato (mg/L) foram colocadas em uma tabela (Apéndice A e B) para melhor
entendimento do assunto.

Para o tratamento e a analise dos dados, foi utilizada linguagem de
programacao Python, disponibilizada de forma gratuita. A Figura 05 apresenta as
etapas desenvolvidas na linguagem de programacdo. O pacote cientificousado
nesta pesquisa foi o Scikit-learn (Pedregosa et al., 2011), um modulo Python de
cbdigo, aberto, que engloba algoritmos classicos de aprendizado de maquina.

Outros pacotes cientificos em linguagem Python também foram utilizados,
como, por exemplo, numpy (Harris, et al, 2020), scipy (Virtanen, et al, 2020) e
matplotlib (Hunter, 2007). Essas bibliotecas fornecem solugbes mais simples e

eficientes para resolver problemas de aprendizagem de maquina, processamento e



visualizagédo de dados (Pedregosa, 2011).

Figura 05: Etapas metodoldgicas do processo de aprendizado de maquina para

predicédo da distribuicdo da concentracéo de nitrato em aquifero livre
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3.2.1 Coleta dos aspectos naturais

Como fatores naturais que podem influenciar a concentracdo de nitrato nas
dguas subterraneas em aquiferos livres, foram considerados: Declividade,
Hipsometria, indice de Vegetacdo da Diferenca Normalizada (NDVI), Geologia,
Profundidade do

drenagem/hidrografia, descritos a seqguir.

nivel dagua, Espessura do solo e Distancia para

3.2.1.1 Declividade e hipsometria

O mapa de declividade e de hipsometria foram produzidos utilizando modelo
digital de elevacéo ou de superficie (MDE ou MDS), elaborados a partir de dados
SRTM. A missdo Shuttle Radar Topography Mission (SRTM) foi realizada em

fevereiro de 2000, usando o método interferometria SAR para coleta dos dados e
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fornecendo dados da superficie terrestre entre os paralelos 60-N e 56-S
(Berthier, et al, 2006).
A imagem SRTM foi obtida em 2022 pelo site United States Geological

Survey (USGS), disponivel em https://earthexplorer.usgs.gov/. Com a imagem

SRTM baixada, usando o software Qgis versdo 3.22.4, a primeira etapa foi
desenvolver o0 mapa hipsomeétrico, uma etapa mais simples, pois 0 arquivo SRTM
se encontra no formato Modelo Digital de Elevacdo (MDE). A Unica dificuldade foi
ajustar a imagem considerando os limites da area urbana de Campo Grande e
definir a sua simbologia, considerando o tipo de renderizacdo, a interpolacdo e 0s
gradientes de cores.

O mapa de declividade foi produzido usando o mesmo método empregado
para o mapa hipsométrico, mas desta vez incluindo uma nova etapa. Essa etapa
incluiu transformar o arquivo SRTM em declividade; para isso, foi acessada, na aba
de ferramentas, a opcao “declividade” e, em seguida, com uma nova pagina aberta,
a opcao “Declividade expressa em porcentagem (ao invés de graus)”. Essa opgao
faz com que a imagem de declividade produzida possa ter sua distribuicdo de

classes baseada em porcentagem.
3.2.1.2 indice de Vegetacao da Diferenca Normalizada (NDVI)

O indice de Vegetacdo da Diferenca Normalizada (NDVI) é um dos indices
mais usados em estudos de sensoriamento remoto, principalmente os que tratam
sobre monitoramento e analise de vegetacédo e culturas no campo. Neste trabalho,
foi usado para ter uma percepcao da distribuicdo da vegetacdo no perimetro urbano
de Campo Grande.

O NDVI foi produzido no software Qgis 3.22.4, utilizando o satélite Sentinel
2, através da diferenca e da soma das reflectancias do infravermelho proximo e
vermelho na calculadora raster, um complemento existente no Qgis (equacao 01)
(Cordeiro et al., 2017; Wojtowicz, et al, 2021).

NDVI: NIR - RED / NIR + RED equacéo 01


https://earthexplorer.usgs.gov/
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NIR: Reflectancia da banda do infravermelho préximo

RED: Reflectancia da banda do vermelho

O Sentinel 2 é um satélite do Projeto Copernicus lancado no ano de 2015,
possuindo uma resolucdo de alta qualidade e contendo um satélite multiespectral
com resolucdes espaciais que variam entre 10 m, 20 m e 60 m. No total, hatreze
bandas espectrais ricas em informacfes (Tabela 02), sendo ideal para estudos e
monitoramento de culturas e uso do solo (Zhou, et al, 2022). O NDVI foi gerado a
partir de uma imagem sentinel 2 da data 19/11/22, obtida gratuitamente no site

Sentinel Hub EO Browser, disponivel em hitps://apps.sentinel-hub.com/eo-

browser/.

Tabela 02: Propriedades do Satélite Sentinel-2 (EngeSat)

Resolucéo Banda Nome da banda Comprimento | Combinacdes
daondacentral de bandas
B02 Blue (azul) 490
B0O3 Green (verde) 560 Cor verdadeira
RGB 04/03/02
10m Falsacorle?2
B0O4 Red (vermelho) 665 RGB 08/04/03
e 04/08/03
BO8 NIR (infravermelho
proximo) 842
BO5 Red Edge 01 705
BO6 Red Edge 02 740
20m SWIR 1
BO7 Red Edge 03 783 RGB 12/11/8A
BO8A Red Edge 04 865



https://apps.sentinel-hub.com/eo-browser/
https://apps.sentinel-hub.com/eo-browser/
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B11 SWIR 1 1610
B12 SWIR 2 2190
BO1 Aerossol 443
60m BO9 Water Vapor 940 .
B10 Cirrus 1375

Autor: EngSat (2022). Adaptado pelo autor

3.2.1.3 Geologia

Os dados geoldgicos da cidade de Campo Grande foram obtidos através da
PLANURB via e-mail em janeiro de 2023. Esses dados estavam em formato

shapefile com escala 1:10:000, pronto para o uso no software Qgis.
3.2.1.4 Profundidade do nivel d"agua

A profundidade do nivel d’agua foi definida usando de base as informagdes
recolhidas na carta geotécnica, obtidas no site da prefeitura de Campo Grande, a
partir da qual foi feito o download das informagées em formato shapefile e o
download do documento em formato pdf.

3.2.1.5 Espessurados solos

A isoespessura do solo (Figura 14) foi obtida por meio da PLANURB, através
de um e-mail em novembro de 2023 solicitando a carta de isoespessuras das
Coberturas Sedimentares da Carta Geotécnica de Campo Grande em formato
vetorial (Planurb, 2023).

3.2.1.6 Distancia paradrenagem/hidrografia

A distancia da hidrografia foi medida no Software Qgis 3.22.4, usando o

complemento “Proximidade (distancia raster)’. Anteriormente, os dados de
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hidrografia que estavam em formato vetorial foram transformados em formato raster
no complemento “Converter vetor para raster”, de modo que fossem usados para

calcular a distancia entre as drenagens.

3.2.2 Coleta dos aspectos antropicos

Como fatores antropicos, normalmente associados a contaminagdo de nitrato em
aguas subterraneas, foram considerados: Distancia para rede de agua e rede de
esgoto, Distancia para fossas, Zona urbana e Populacdo por bairro, descritos a

sequir.

3.2.2.1 Distancia pararede de agua e rede de esgoto

A distancia para rede de 4gua e esgoto foi obtida usando o mesmo método
para distancia de hidrografia do item 3.2.1.5. Nesta etapa, como se tratava da
medicado de dois dados distintos, primeiro foi produzida a distancia para rede de

agua e posteriormente para a rede de esgoto.

3.2.2.2 Distancia parafossas

A distancia entre as fossas dos lotes de Campo Grande foi gerada usando o
mesmo método de distancia do item 3.2.1.5 e 3.2.2.1. Para o posicionamento
hipotético das fossas, foram criados pontos representando as fossas existentes em
Campo Grande, por meio da ferramenta “centroides” no software Qgis. Essa
ferramenta cria uma nova camada vetorial de pontos, que corresponde ao ponto
central dos poligonos de uma camada de entrada. Neste caso, a camada de entrada
foi o shapefile dos lotes de Campo Grande e a camada de saida, ou seja, 0s

centroides, as fossas de cada loteamento.

3.2.2.3 Zona urbana (Zoneamento)

Os dados da Zona Urbana foram obtidos através do banco de dados da
prefeitura de Campo Grande (PMCG) pelo Sistema Municipal de Indicadores de
Campo Grande (SISGRAN). Esses dados compdem a mancha urbana de Campo
Grande dividindo-a em zonas definidas por critérios especificos, mostrados no item

4.1.9, podendo ser usados para se ter um entendimento do uso e ocupacao do solo.
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O download dos dados da Zona Urbana foi feito no formato shapefile juntamente

com outros dados relacionados ao plano diretor da cidade.

3.2.2.4 Populacao por bairro

Os dados da populacao por bairro foram usados para medir a densidade
populacional de Campo Grande, sendo obtidos no mesmo endereco que os dados
da Zona Urbana, o SISGRAN, que considera os numeros da populacdo do censo
de 2010. Para a producao do mapa, foi necessario criar uma coluna na tabela de
atributos e gerar intervalos de classes de acordo com a quantidade de pessoas por
bairro. Ao todo, foram criados quatro intervalos de classes, como pode ser visto na
Figura 18.

3.2.3 Pocos tubulares da area de estudo - Campo Grande, MS

No municipio de Campo Grande, MS, foram outorgados 146 pocos tubulares
até outubro de 2018, espalhados por todo o municipio. Como o foco da pesquisa
concentrou-se apenas no perimetro urbano, foram considerados para analise
apenas 0s pocos localizados na cidade de Campo Grande, descartando 0s pocos
da area rural.

Ao todo, dos 102 pocos no perimetro urbano, foram considerados para a
pesquisa 97 pocos, descartando cincos pocos, aqueles perfurados em dois tipos de
aquiferos, em razao de que, esse tipo de poco pode alterar o resultado de nitrato,
além do descarte dos pocos sem dados de nitrato.

Dos 97 pocos considerados para pesquisa, 95 localizam-se no Aquifero Serra
Geral - SASG e 2 no Aquifero Bauru - SAB. Esses poc¢os apresentaram diversas
finalidades, alguns possuindo mais de um tipo de uso, como: industria;
abastecimento publico; consumo humano; consumo humano e industria; consumo
humano e outras finalidades de uso (Figura 06). As informacdes de cada poco foram
disponibilizadas nos apéndices A e B.



36

Figura 06: Distribuicdo espacial dos pogos tubulares no perimetro urbano de

Campo Grande, MS e tipo de uso.
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3.2.4 Processamento e andlise dos dados

Com as variaveis espaciais estabelecidas, a  primeira
etapa do processamento dos dados foi utilizar o software QGIS versédo 3.22.4
para rasterizar as variaveis (fatores preditivos) que estavam em formato vetorial. Isso
ocorreu na ferramenta “Converter vetor para raster’ e, em seguida, mesclar os dados
das variaveis em formato raster com os dados dos 97 pocos em formato vetorial.
Para essa etapa, foi usada a ferramenta “Amostrar valores do raster” que
desempenha a funcé@o de gerar uma nova camada vetorial contendo a camada de
entrada do tipo vetorial (dados dos pocos) e atributos obtidos das camadas com
valores raster (dados das variaveis espaciais: fatores preditivos). Dessa forma, sdo
importados os valores correspondentes para cada ponto gerando atributos desse
vetor. Logo, para cada ponto (poco), o conjunto de dados contém um valor de
concentracéo de nitrato e os valores amostrados das camadas de fatores preditivos.
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O proximo passo foi salvar o arquivo no formato “Planilha de calculo MS Office
open XML [XLSX] e, em seguida, realizar a importacdo dos dados para o ambiente
em linguagem de programacéo. Utilizando a linguagem Python, foi realizada a etapa
“tratamento preliminar dos dados” que consistiu em excluir os pogos em que 0s
valores de nitrato superassem o valor do percentil 80%, em razdo de serem valores
muito distantes dos demais, prejudicando o desempenho da modelagem
subsequente. Desta forma, foram excluidos 29 pocos, resultando em 68 pocos
adequados para pesquisa e com os valores de concentracdo de nitrato néo
ultrapassando 5 mg/L.

Em seguida, foi realizada a etapa “analise de acuracia", utilizada para
determinar a qualidade de um parametro ou dado analisado. Neste trabalho, o
desempenho dos modelos regressores e classificadores foram avaliados pelo valor
do grupo treino, grupo teste e a totalidade. Ao todo form usados 16 modelos
estatisticos, sendo 9 classificadores e 7 regressores.

Os modelos testados no estudo preliminar sobre as variaveis espaciais que
influenciam na presenca de nitrato foram: Ensemble Random Forest Regressor;
svm SVR; Tree Decision Tree Regression; Ensemble Gradient Boosting Regressor;
svm SVC; Ensemble Random Forest Classifier; Ensemble Gradient Boosting
Classifier; Ensemble Extra Trees Classifier; KNeighbors Classifier; Self Training
Classifier; Linear model.Logistic Regression; Neural Network.MLP Regressor;
Ensemble.Adaboost Regression; Neural Network MLP Classifier; Linear Model.SGD
Classifier e; Linear Model.Ridge Classifier. No proximo item estédo listados apenas
0s modelos classificadores que ndo apresentaram resultados negativos.

Ambos os modelos estdo enquadrados no aprendizado supervisionado do
machine learning, um tipo de aprendizado que possui um conjunto de entradas
juntamente com o0 seu conjunto de saidas e busca estabelecer uma relagéo
aproximada entre eles, criando uma hipétese (Russell e Norvig, 2002).

Os modelos classificadores e regressores apresentam diferencas na hora de
prever uma resposta, embora, ambos utilizem dados de entrada ja observados para
o treinamento e para o teste. A classificagéo estima os novos dados (resultados) em
forma de categoria, classe ou faixas, baseando-se nos dados de entrada, ja a

regressao com o mesmo meétodo, estima os novos dados com um valor numérico,
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sem considerar categorias. Portanto, variaveis categoéricas terdo um resultado
melhor nos modelos classificadores e variaveis numéricas, um resultado superior
nos modelos regressores (Lee e Shin, 2020).

Ainda sobre os modelos classificadores e regressores, Lantz, (2013) afirma
que as técnicas de regressdo sdo usadas para geracdo de rotulos de algumas
observacbes com base em dados e informacdes j& existentes. Sobre os modelos
regressores, Soto (2013) afirma que a regressdo € um método que busca identificar
relacfes entre variaveis independentes e dependentes por meio da estatistica e a
sua tarefa € buscar o ajuste de uma funcdo para aproximar os dados de entrada
com os dados de saida. Outro procedimento realizado, foi a etapa de “analise de
importancia"”, usada para determinar a influéncia de cada variavel sobre o valor do
nitrato dos pocos tubulares. Foram criados dois rankings, um sobre a influéncia de
cada variavel usando os modelos regressores e outro usando os modelos
classificadores

A Ultima etapa realizada nesta pesquisa foi para produzir a estimativa da
distribuicdo do nitrato nas aguas subterraneas de Campo Grande. O primeiro passo
foi no ambiente Python, realizar o procedimento “simulagdo”, procedimento
executado por 5 vezes, criando uma média da distribuicdo. Essa média foi salva em
um documento formato “Planilha de calculo MS Office open XML [XLSX]".

Em seguida, esse documento foi aberto no software QGIS verséo 3.22.4 e
usado na ferramenta “criar camadas de pontos a partir de tabela”. Com os pontos
vetorizados criados, contendo as informagfes da distribuicdo do nitrato, o Ultimo
procedimento foi rasterizar estas informagdes na ferramenta “converter vetor para

raster”, para entéo criar a distribuicdo do nitrato nas aguas subterraneas.
3.2.4.1 Neural Network.MLP Classifier

As redes neurais trabalham de forma interativa e, nos ultimos anos,
apresentou melhorias significativas no seu modelo gracas a alguns avancos
técnicos como: projetar estratégias e solucdes eficazes para evitar sobreajuste. E,
devido a sua capacidade atual de ajustar modelos de treinamento, sua aplicacdo
em problemas que técnicas simples ndo conseguem mais realizar vem se tornando

algo comum, como reconhecimento de fala e ajuste em problemas de classificacdo
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(He, et al, 2015; Erdem e Bozkurt, 2021).

3.2.4.2 Linear Model.SGD Classifier

A Descida de Gradiente Estocastico (SGD) é um algoritmo considerado uma
técnica de otimizacdo, podendo ser usado como uma extensao dos classificadores
lineares. Apresenta uma abordagem simples e didatica, testado com eficiéncia em
problemas de aprendizado de maquina esparsos e de larga escala, tipo de problema
encontrado constantemente no processamento de linguagem e classificagdo de
texto (Zhang, 2004 e Pedregosa, 2011).

3.2.4.3 Linear Model.Ridge Classifier

O Ridge Classifier € uma variante classificadora do Regressor Ridge, que
primeiramente converte os alvos binarios e, logo em seguida, trata o problema
otimizando-o com uma tarefa de regresséo. Ainda existem duvidas sobre a técnica
empregada no Ridge Classifier, mas o seu resultado garante uma precisdo maior

do que técnicas tradicionais disponiveis (Pedregosa, 2011).
3.2.4.4 Self Training Classifier

Esse modelo proporciona a chance de um classificador supervisionado
trabalhar como classificador semi-supervisionado, usando dados nao rotulados.
Esse procedimento funciona pressupondo varias repetices pseudo-rotulos para
dados que ndo possuem roétulos e, em seguida, os adiciona no conjunto de

treinamento (Pedregosa, 2011).
3.2.4.5 K Neighbors Classifier

O algoritmo baseado em vizinhos funciona com a classificagdo sendo
calculada com base na distancia dos “vizinhos” mais proximos em rela¢do ao ponto
principal. Destacam-se dois tipos de técnicas baseadas em vizinhos,
KNeighborsClassifier, normalmente a mais usada e a aplicada na pesquisa, além
da RadiusNeighborsClassifier. Na KNeighborsClassifier, os valores séo altamente

dependentes dos dados e seus limites apresentam pouca distingdo (Pedregosa,
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2011).

3.2.4.6: Random Forest Classifier

Floresta aleat6ria € um modelo no qual sdo construidas arvores através de
amostras do método de substituicdo, também chamado de amostra Bootstrap.
Nesse modelo, os valores considerados como “média” sdo usados para buscar a

melhor preciséo preditiva e controlar os excessos (Pedregosa, 2011).

3.2.4.7: Extra Trees Classifier

Como o Rmdom Florest, o algoritmo Extra-Trees baseia-se em arvores
aleatdrias, considerado um conjunto diversificado de classificadores e criado
especialmente para gerar classificadores. Nesse algoritmo o resultado parcial é
determinado pela previsdo da média dos classificadores individuais (Pedregosa,
2011).

3.2.4.8: Gradient Boosting Classifier

Esse algoritmo usado para classificacdo trabalha com a otimizacdo de
funcdes consideradas diferenciais e arbitrarias. Por causa da sua eficacia, pode ser
aplicado em diversas areas, como trabalhos envolvendo ecologia e pesquisas
realizadas na internet (Pedregosa, 2011).

3.2.4.9 Support Vector Classification (SVC)

A interpretacéo do Vetor de Suporte de Classificacdo (SVC) € um algoritmo
gue busca o hiperplano sempre com a mesma distancia entre duas classes.
Lembrando que o SVC utiliza a funcdo Kernel para criar superficies ndo lineares
(Bhavsar e Panchal, 2012; Pedregosa, 2011).

3.2.5 Treinamento e validacdo dos modelos do aprendizado de maquina

O conjunto de dados de concentracao de nitrato nos poc¢os de Campo Grande
foram divididos em duas classes: a de treinamento (70% = 47) e a de teste (30% =
21) para avaliar o desempenho dos modelos estatisticos (Figura 07). Além de
realizar a separacao dos sub-datasets de treinamento e teste em 70/30, foram
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houve a realizacao de testes com 95%, 90%, 85% e 80% percentis, no qual o ultimo

foi escolhido pelo desempenho mais satisfatorio. Os modelos apresentaram pouca

variacdo no resultado das classes treinamento e teste ao longo das cinco

realizacdes.

Como ja mostrado, esses modelos foram divididos em dois grupos, os

classificadores e regressores, onde cada grupo apresentou um resultado da

influéncia das variaveis espaciais sobre o valor de nitrato. O modelo com o melhor

resultado foi utilizado para elaboracdo do mapa da estimativa da distribuicdo do

nitrato nas aguas subterraneas de Campo Grande.

Figura 07: Mapa de localizacdo dos pocos tubulares usados para treinamento e

teste em Campo Grande, MS
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4. RESULTADOS E DISCUSSAO
4.1 Variaveis espaciais

4.1.1 Hispometria
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A altitude de Campo Grande varia entre 500 a 680 metros (Figura 08), com

uma média de 572 metros e as maiores altitudes concentrando-se na regido norte

do perimetro urbano. As menores altitudes ocorrem na regidao sul da cidade e em

areas de Depdsitos Aluvionares nas margens de coOrregos.

Figura 08: Mapa de hipsometria de Campo Grande, MS
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4.1.2 Declividade

Nesta pesquisa, 0 mapa de declividade (Figura 09) teve como referéncia o
sistema de classes de declividade da Embrapa (EMBRAPA, 1979). O mapa de
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declividade de Campo Grande apresenta cinco classes: a classe com a maior area
foi a classe 0 — 4%, que representa um relevo plano sem ondulacfes. As areas com
maiores declives, representada pela classe > 16%, encontram-se com menor
ocorréncia na cidade, concentrada na regido norte e central, préxima aos corpos

hidricos e onde ha um aumento da altitude.

Figura 09: Mapa de declividade de Campo Grande, MS
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4.1.3 NDVI

Os valores do NDVI (Figura 10) foram divididos automaticamente no Qgis em
5 intervalos de classes, com os valores variando entre +1 a 0. Os valores préximos
a 1 representados pela cor verde indicam areas com vegetacoes densas e sadias;

em contrapartida, os valores préximos a 0 representados pela cor vermelha, indicam



44

areas com vegetac0des prejudicadas, solo exposto e edificacdes, ou seja, areas sem
a producéo de fitomassa e em alguns pontos com o solo impermeavel. Nota-se que
na regiao central de Campo Grande quase nao ha areas com vegetacao, isso pode
ser justificado pela intensidade da urbanizacdo na regido e por concentrar um
volume maior de edificacbes em comparagdo com outras regides da cidade, visto

gue, as atividades do setor terciario estdo condensadas na regido central.

Figura 10: indice de Vegetac&o da Diferenca Normalizada (NDVI) de Campo

Grande, MS
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4.1.4 Geologia

A geologia de Campo Grande (Figura 11) é composta por 4 classes: Arenitos
do Grupo Caiua Indiviso (27,6%); Basaltos da Formacao Serra Geral (45,2%);
Coberturas Sedimentares Indiferenciadas (21,4%) e Depdsitos Aluvionares (5,8%).
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Os dados geoldgicos de Campo Grande ndo abrangem apenas o perimetro urbano,

como também a area de expanséo urbana (Campo Grande, 2020).

Figura 11: Geologia da area urbana de Campo Grande, MS
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4.1.5 Profundidade do nivel de agua

Fonte: DINIZ (2022)

A profundidade do nivel d’agua (Figura 12) foi definida usando de base as

informacdes recolhidas na carta geotécnica de Campo Grande elaborada em 2020

pela empresa Hidrosul Ambiental. Ao todo, o nivel d’agua foi dividida em 5

categorias: inferior a 5 metros (71,5%); variando entre 5 a 15 metros (21,6%); igual

a 15 metros (0,1%); variando entre 15 a 25 metros (0,3%) e variando entre 15 a 75
metros (6,5%) (Campo Grande, 2020).
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Figura 12: Profundidade do nivel de agua da cidade de Campo Grande
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4.1.6 Cartadaisoespessura do solo

O mapa de isoespessuras (Figura 13) foi elaborado com base nos dados de
profundidade das camadas geoldgicas de cada unidade litolégica, disponibilizados
pela PLANURB através de um email. A obtencao desses dados pela prefeitura foi
feita por meio de ensaios de sondagem e de pocos tubulares profundos em quatro
intervalos:< 10 m (23,5%), de 10 a 20 m (39%), 20 a 30 m (15,2%) e > 30 m (22,3%).



Figura 13: Carta da isoespessura do solo de Campo Grande, MS
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4.1.7 Distancia para drenagem/hidrografia

A distancia da hidrografia de Campo Grande (Figura 14) varia com mais

frequéncia entre 800 a 2000 metros, revelando uma drenagem espacada e com

bacias hidrogréaficas bem definidas ao longo da cidade.



Figura 14: Distancia da rede de drenagem/Hidrografia de Campo Grande, MS
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4.1.8 Distancia pararede de agua e de esgoto

Fonte: DINIZ (2022)

O resultado dessa andlise revelou que a distancia da drenagem de agua

(Figura 15) e esgoto (Figura 16) possuem semelhangas, com a distancia variando

de 0 a 200 metros em quase todo perimetro urbano, principalmente na regiao central

da cidade. Isso pode estar relacionado com a expansédo da cidade nas ultimas

décadas, que concentra uma populacao de classe alta e uma estrutura de drenagem

ja consolidada no centro da cidade, enquanto as areas periféricas mais distantes do

centro sdo carentes por uma infraestrutura basica como rede de drenagem de

esgoto e agua (Tucci, 2005).



Figura 15: Distancia da rede de agua de Campo Grande, MS
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Figura 16: Distancia da rede de esgoto de Campo Grande, MS
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4.1.9 Distancia entre as fossas

Observando a Figura 17, nota-se que boa parte da distancia das fossas entre
os lotes estdo concentradas em uma distancia de até 30 metros, revelando a
proximidade destas fossas. Além disso, toda regido do perimetro urbano é
composta por fossas, especialmente na regido central da cidade, com as maiores

distancias presentes ao sul do perimetro urbano.
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Figura 17: Distancia entre as fossas dos lotes em Campo Grande, MS
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4.1.10 Zona urbana

A zona urbana de Campo Grande é dividida em 5 zonas (Figura 18), divisao
feita a partir de critérios como: categorias de uso permitidos (residencial, comercial,
industrial, servicos, loteamento); indices e instrumentos urbanisticos aplicaveis a
zona e eixo de adensamento (taxa de ocupacdo, indice de elevacédo e diversos
coeficientes); lotes minimos (m) (area, testada esquina e testada meio da quadra) e
recuos minimos (m) (frente, lateral e fundos).

Os critérios usados séo determinados pela Lei Complementar n. 341/2018,
estabelecendo para cada zona uma estrutura especifica que influencia na
organizacdo espacial da cidade. Desse modo, cada zona possui suas proprias

diretrizes que impactam no crescimento ou alteracées no espaco urbano.



52

Figura 18: Zona urbana de Campo Grande, MS
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4.1.11 Populacéo por bairro

A populacédo por bairro de Campo Grande (Figura 19) foi dividida em quatro
intervalos de classe, correspondendo: 5.000 habitantes ou menos (25%), entre
5.001 a 10.000 habitantes (32%), entre 10.001 a 20.000 habitantes (31%) e acima
de 20.001 habitantes (12%). O bairro mais populoso de Campo Grande € o Aero
Rancho com 36.057 pessoas, localizado na regido Anhanduizinho, no sul do
perimetro urbano. Por outro lado, o bairro com menor populacdo € o TV Morena
com 2.132 pessoas, localizado na regido Bandeira, no centro da cidade (Campo
Grande, 2022).
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Figura 19: Populacéo por bairro da cidade de Campo Grande, MS
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4.2 Desempenho dos modelos

O resultado final da etapa “analise de acuracia” mostrou que os nove modelos
classificadores apresentaram um desempenho superior aos sete modelos

regressores, como pode ser observado nas Figuras 20 e 21.
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Figura 20: Desempenho dos modelos classificadores
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Fonte: DINIZ (2023)

Figura 21: Desempenho dos modelos regressores

Modelos Regressores

Logistic SVR Random Forest MLP Ada Boost Gradient Decision Tree
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Fonte: DINIZ (2023)

Os desempenhos dos modelos classificadores mostraram-se mais eficientes

em relacdo aos modelos regressores, com cinco modelos apresentando uma

eficiéncia razoavel. Esses modelos foram: Self Training Classifier; SVC; SGD
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Classifier; Ridge Classifier e; MLP Classifier, de modo que, o ultimo destes modelos
apresentou o melhor resultado. Essa diferenca de eficiéncia entre os modelos
impactou na importancia das variaveis sobre o valor de nitrato nas aguas
subterraneas, com algumas apresentando grandes discrepancias no rankeamento
realizado utilizando os modelos classificadores e regressores.

Os demais modelos classificadores apresentaram overfitting, um problema
no aprendizado de maquina onde o modelo ajusta-se perfeitamente no grupo treino,
possuindo uma alta precisédo, mas que, tem dificuldades de prever novas simulagdes
por ndo funcionar corretamente no grupo teste; portando, devem ser evitados (Ying,
2019).

Isso pode responder ao mau desempenho de alguns modelos regressores
gue apresentaram valores negativos no grupo de treino e overfitting ou resultados
guase perfeitos no grupo de treinamento. A Figura 20 evidencia isso, mostrando que
cinco modelos possuiram dados do grupo teste negativo, especialmente o Ada
Boost Regressor, Gradient Boosting Regressor e Decision Tree Regressor, modelos
préximos ou com overfitting. No grupo dos modelos regressores, apenas o Logistic
Regressor apresentou um desempenho aceitavel.

Esse resultado final ocorreu utilizando o percential 80% (selecionando os
pocos com valores de nitrato abaixo desse valor), procedimento que cortou 20% dos
pocos existentes na etapa “tratamento preliminar” dos dados. Isso foi necessario,
pois nas amostras existentes sobre o nitrato, presentes nos poc¢os tubulares, havia
a ocorréncia de outliers.

Outliers consistem em dados discrepantes, ou seja, dados com valores
distantes do conjunto de dados regulares. Sua presenca no treinamento pode
reduzir a acuracia do modelo, distorcendo os resultados. Desta forma, foram
cortados os outliers para um melhor desempenho.

Mesmo com este corte, nenhum modelo, fora 0os que apresentaram
overfitting, conseguiram passar de 0,70 no desempenho dos modelos, mostrando
gue o aprendizado de maguina ndo € uma boa ferramenta para prever
contaminacao (Paulheim e Meusel, 2015; Zhang e Luo, 2015), visto que os valores
gue puderam ser preditos pelo modelo estdo abaixo de 10 mg/L, que € o limite
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minimo para classificar uma area como contaminada por nitrato e ser evitada para

o consumo humano, de acordo com Resolugcdo CONAMA n°. 396. (Brasil, 2008).

O desempenho dos modelos classificadores em relagdo aos modelos
regressores nesta pesquisa pode estar relacionado com a sua capacidade em
ordenar mediante a importancia, influéncia ou relevancia. Esse é o objetivo em um
rankeamento e ndo prever um valor continuo, este sendo o proposito dos modelos
regressores (Lima, 2022).

Esta parte evidencia que o aprendizado de maquina apresenta problemas
para esse tipo de pesquisa, visto que, ha grandes dificuldades em simular novos
resultados e trabalhar com dados discrepantes. Por outro lado, atualmente suas
vantagens estao relacionadas com a reducéo de custo e tempo, maior eficiéncia e
aumento da produtividade, gracas as inovacdes tecnoldgicas recentes que fizeram

essa ferramenta evoluir.
4.3 Importancia dos fatores naturais e antropicos na ocorréncia de nitrato

Com a etapa da “andlise de importancia” foi comparada a importancia de
cada variavel espacial sobre o valor de nitrato nas aguas subterraneas de Campo

Grande, MS, usando os modelos classificadores e regressores (Tabela 03).

Tabela 03: Importancia das variaveis espaciais sobre a presenca de nitrato

nas aguas subterraneas de Campo Grande, MS

IMPORTANCIA CLASSIFICADORES REGRESSORES
1° Declividade Zona urbana
2° Profundidade/NA Geologia
3° Rede de esgoto Rede de esgoto
4° Populacao por bairro Hidrografia
5° Espessura do solo Rede de agua
6° NDVI Fossas
7° Rede de agua Hipsometria
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8° Geologia Declividade

9° Zona urbana Profundidade/NA
10° Fossas NDVI

11° Hipsometria Populacéo por bairro
12 Hidrografia Espessura do solo

Fonte: DINIZ (2023)

A partir da Tabela 2, nota-se uma diferenga consideravel nos resultados da
influéncia das variaveis sobre o valor de nitrato nas aguas subterraneas utilizando
os modelos classificadores e regressores. Como o modelo classificador apresentou
uma eficiéncia superior ao modelo regressor, o ranqueamento do modelo
classificador passou maior confiabilidade nos resultados.

Nos modelos classificadores a variavel com maior influéncia foi a declividade,
engquanto, nos modelos regressores essa mesma variavel ficou em oitavo lugar. A
declividade esta relacionada com a poluicdo das aguas subterraneas por meio da
inclinagdo do terreno. Quanto maior a inclinacdo, maior ser4 a concentracao do
volume de agua em um determinado local e consequentemente, a infiltracdo de
agua com solutos para o solo.

Neste processo ha o transporte de poluentes originarios de varias atividades
antrdpicas, além de sedimentos resultantes do processo de erosao. Os poluentes e
os sedimentos sao depositados nas areas do entorno, terrenos mais baixos com um
declive moderado ou totalmente plano. Juntamente com a profundidade do nivel da
agua, geologia vulneravel e espessura do solo, facilitam a infiltracdo desses
poluentes para as aguas subterraneas Martinez, (2010) e Yadav, et al, (2023).

A segunda variavel com maior influéncia no ranqueamento dos
classificadores foi a profundidade do nivel da agua. Segundo Lake, et al. (2003) e
Bridha e Elango (2015), areas com o nivel freatico préximo da superficie séo
consideradas mais vulneraveis para poluicdo dos recursos hidricos subterraneos,
sendo atribuidos valores maiores em uma classificacdo de importancia como nesta
pesquisa.

Observando a Figura 13 sobre a profundidade do nivel da agua em Campo
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Grande, nota-se que quase 72% das aguas subterraneas estéo localizadas a menos
de 5 metros da superficie, tornando-se areas mais suscetiveis a poluicdo. No
entanto, apenas 6,5% das aguas subterraneas estdo entre 15 e 75 metros de
profundidade, indicando uma &rea menos suscetivel a poluicdo em relacdo a
profundidade, sobretudo na regidao nordeste da cidade.

A Unica variavel com a mesma importancia em ambos os modelos foi a rede
de esgoto, ficando em terceiro no ranqueamento. Como falado anteriormente, a
rede de esgoto é uma das principais fontes poluidoras das aguas subterréaneas,
devido a sua estrutura que pode apresentar falhas e vazamentos, representando
uma ameaca real aos aquiferos rasos nao confinados (sowah, et al, 2017).

Essa rede de esgoto, composta em grande maioria por dgua e matéria
organica em decomposicao, é fonte de metais pesados, como 0 mercurio e 0
chumbo, e de nitrato. Esses metais pesados contaminam a agua, tornando-se
prejudiciais ndo apenas a saude humana, mas também ao desenvolvimento
socioecondmico e a qualidade ambiental (Mcarthur, et al, 2012; Li, et al, 2021).

Ao consumir essa agua contaminada pelo nitrato e outros tipos de
poluentes, a pessoa pode ser infectada e contrair doengas, sendo as mais comuns,
a leptospirose, célera e a neoplasia gastrica, além de infec¢des bacterianas. Grupos
mais vulneraveis como bebés e mulheres gravidas estdo mais suscetiveis a estas
doencas (Mcarthur, et al, 2012; Khatri e Tyagi, 2015; Li, et al, 2021).

A variavel com maior impacto nos modelos regressores foi a zona urbana, e
gue nos modelos classificadores ficou em nono, apresentando uma grande
discrepancia, comprovando a diferenga da qualidade dos resultados dos modelos
classificadores e regressores. Isso pode ser explicado pelo fato de praticamente
todos 0s pocos estar em em area urbana.

Outras variaveis que apresentaram divergéncias nos resultados foram: a
espessura do solo, quinto lugar nos modelos classificadores e em ultimo nos

regressores; hidrologia, segundo lugar nos regressores e em Ultimo nos
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classificadores; geologia, segundo lugar na andlise usando os modelos regressores
e apenas em oitavo usando os modelos classificadores.

No geral, os fatores naturais tiveram maior importancia nos modelos
classificadores, exceto a distancia para hidrografia, geologia e hipsometria que
tiveram maior relevancia nos modelos regressores. Enquanto isso, todos os fatores
antropicos, salvo a rede de esgoto que se mostrou com um resultado igual nos dois
modelos, e a populacdo por bairro que se destacou nos classificadores,
apresentaram relevancia superior nos modelos regressores.

Futuramente, visando melhorar e complementar pesquisas desta mesma
linha de estudo, outros parametros, que ndo foram abordados nesta pesquisa,
podem ser investigados. O escoamento superficial e os lineamentos estruturais
surgem como 0s principais parametros a serem utilizados, pois estéo relacionados
diretamente com a declividade, e desta forma, podem contribuir para compreender
porque esse parametro teve grande influéncia sobre o valor de nitrato usando os

modelos classificadores.

4.4. Estimativa da distribuicdo da concentracdo de nitrato na area urbana de
Campo Grande, MS

Com a etapa “simulagao” foi realizada a estimativa da distribuicdo do nitrato

nas aguas subterraneas de Campo Grande, MS (Figura 22).
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Figura 22: Estimativa da distribuicdo da concentra¢do do nitrato nas aguas

subterraneas de Campo Grande, MS
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Analisando a Figura 10 sobre a declividade de Campo Grande e a Figura 23
sobre a estimativa da distribuicdo do nitrato, nota-se que uma parcela das areas
com as maiores concentragfes de nitrato, com um valor entre 3 e 4 mg/L esta
localizada na regido norte, em torno das areas com os maiores declives da cidade.
Isso corrobora que a declividade foi uma das variaveis que mais influenciou sobre a
presenca do nitrato nas aguas subterraneas gracas ao processo de escoamento
superficial, deposi¢do e infiltracdo desses poluentes até a chegada nas aguas
subterraneas.

Outras regides que apresentaram uma concentracéo de nitrato entre 3 e 4
mg/L foram ao leste, no bairro do Tiradentes e ao sul da cidade, nos bairros do
Centro Oeste, Moreninhas e Universitario. Esses bairros estdo entre os mais

populosos da cidade, com uma populacéo acima dos 20.000 habitantes, ratificando
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a importancia da variavel populacdo por bairro que ficou em quarto no
ranqueamento sobre a importancia das variaveis sobre o valor de nitrato nas aguas
subterraneas. Contudo, em outros bairros com a populacdo superior a 20.000
habitantes, como o Aero Rancho e Santo Amaro, a quantidade de nitrato nas dguas
subterréneas foi de 2 a 3 mg/L.

Sobre isto, Marques Arsénio et al (2018) afirmam que bairros com uma alta
densidade de pessoas pode agravar o risco de contaminacdo das aguas
subterrdneas de aquiferos ndo confinados e semiconfinados, mediante a
exploragdo, por meio de pogos tubulares com diversas finalidades de uso,
especialmente para o abastecimento. Nestas regides de alta densidade, a
urbanizacdo é rapida e apresenta uma série de riscos e desafios, entre eles a
construcdo de uma infraestrutura bésica inadequada e uma coleta de residuos
ineficiente. (Muhammad e Zhonghua, 2014; La Vigna, 2022).

Paralelamente, a Unica regido que apresentou uma faixa de nitrato acima de
4 mg/L, por volta de 5mg/L na cidade de Campo Grande foi na regido central da
cidade, onde localiza-se a Avenida Rui Barbosa (Figura 23). Essa regido apresenta
um grande fluxo populacional, atividades e comércios e uma rede de esgoto densa,
motivos que podem justificar esta taxa elevada de nitrato em comparacao a outras

regides.
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Figura 23: Estimativa da area com a maior concentracdo do nitrato nas aguas

subterraneas de Campo Grande, MS
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Por outro lado, as menores concentra¢des de nitrato foram encontradas na

regido leste e oeste da cidade de Campo Grande. Na regido oeste, ha areas de

poucos declives, pocos tubulares com poucas concentragdes de nitrato, além de ser

uma regido quase sem nenhuma urbaniza¢do. Nela esta localizada o aeroporto

internacional de Campo Grande e o bairro Nucleo Industrial, um bairro com pouca

populacédo e moradia fixa, ndo tendo rede de esgoto ampla e apresentando varios

vazios urbanos.

Ja na regido leste de Campo Grande, a baixa concentracéo de nitrato esta

associada com o nivel baixo da profundidade do nivel da agua. Analisando a Figura

22, nota-se uma grande mancha na cor azul, indicando uma area com pouca

concentragdo de nitrato, de até 1 mg/L. Na Figura 13, percebe-se que estd mesma
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mancha esta presente no mapa sobre a profundidade do nivel d’agua, uma regiao
onde a agua se encontra entre 15 e 75 metros abaixo da superficie. Isso reforca o
gue ja existe na literatura, onde regides com maiores profundidades, ha menor
ocorréncia de nitrato e de outros poluentes por estarem mais protegidas de

possiveis poluidores.

5. CONCLUSAO

Esta pesquisa buscou identificar quais fatores antropicos e naturais que
influenciam na presenca do nitrato nas aguas subterraneas da cidade de Campo
Grande, MS utilizando o aprendizado de maquina. Para ajudar a responder esses
objetivos, foram estabelecidos objetivos especificos visando facilitar o entendimento
de pesquisas desta natureza, sobretudo com o uso do aprendizado de maquina.

O processo de identificar quais fatores influenciam a presenca de um
poluente nas aguas subterrAneas pode ser dividido em varias etapas. Nesta
pesquisa, a primeira etapa foi a caracterizacdo espacial de cada variavel,
respondendo o que foi determinado no primeiro objetivo especifico. Os dados
obtidos desta caracterizacdo, apresentados por mapas, contribuiu ndo apenas a
entender a estrutura da cidade, mas também ajudar a responder outras perguntas
e objetivos deste trabalho.

Para responder o segundo objetivo especifico, foi feita a compilacdo das
informacdes de cada posso utilizado nesta pesquisa por meio de tabelas, contendo
coordenadas geogréficas, finalidade de uso, sistema aquifero aflorando e captado
de cada posso e os valores de nitrato. Isso permitiu descobrir a quantidade de nitrato
em cada poco utilizado na pesquisa, e usar estas informacdes de nitrato para
contribuir em outros objetivos. Anterior a isso, buscando melhorar a qualidade dos
dados de nitrato, foi realizado no Python a exclusédo dos pog¢os que nao continham

dados de nitrato ou que foram perfurados em mais de um aquifero.
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O rankeamento realizado sobre a importancia de cada fator utilizado, apos
0os resultados mostrarem que o0s modelos classificadores apresentam um
desempenho superior aos regressores, serviu para responder o terceiro objetivo
especifico. Foi constatando que a declividade e a profundidade do nivel da 4gua
séo atributos espaciais que juntamente com a rede de esgoto, influi sobre o valor
de nitrato nas aguas subterraneas.

Esses dados foram assegurados pela estimativa da distribuicdo do nitrato,
mostrando que as areas com as maiores concentracdes de nitrato nas aguas
subterraneas de Campo Grande sdo aquelas em torno das areas com maiores
declives.

Conclui-se que estas areas com as maiores concentracdes de nitrato nédo
sdo recomendaveis para construcdo de pocos, apesar de ainda estarem dentro do
limite estabelecido Resolucdo CONAMA n°. 396. Entretanto, sdo areas que podem
apresentar agravamento nos niveis de nitrato, por conta das caracteristicas naturais
e antropicas e caso nao houver um estudo de reducéo desse poluente.

Normalmente, técnicas para reducdo de poluentes em aguas subterraneas
sdo dispendiosas, evitando ser aplicadas em grandes escalas. Técnicas como a
desnitrificagcdo quimica e biolégica vem sendo bastante aplicada para conter o
crescimento do nitrato em aguas subterrenéas, porém a opcao pela técnica mais
adequada depende das caracteristicas do aquifero, do custo da operacdo e da
qgualidade da agua a ser tratada.

Além disso, o aprendizado de maquina ndo apresentou um desempenho
satisfatério para esta pequisa. O seu mal desempenho pode estar atrelado ao
meétodo aplicada na pesquisa, carecendo de utilizacdo de modelos mais robustos
ou de qualidade dos dados fornecidos que ndo os mais adequados para analises
hidrogeoldgicas.
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APENDICES

Apéndice A: Informacdes sobre os processos deferidos de Outorga de Direito de Uso de Agua Subterranea dos pocos tubulares da

cidade de Campo Grande, MS

Coordenadas | Coordenadas Declaracéo
geograficas geogréficas de Uso de Localizacé&o: Método da o _
) . } . Finalidade de Nitrato
Poco Latitude Longitude Recursos Processo Area rural e analisede U (mg/L)
. i ] o) mg
(SIRGAS (SIRGAS Hidricos Area urbana agua
2000) 2000) (DURH)
1 -20° 28' 52.05" -54° 45' 15.27" DURHO000348 0000044/2016 Area urbana SMEZV(\)/X\Z/- 22, Inddstria 065
2 -20° 26' 59.59" -54° 37' 45" DURH001528 0000087/2016 Area urbana zgggEeV\;\éV-zZ()liz Consumo Humano 49
) SMEWW. 22, -
3 -20° 28' 8.80" -54° 43' 1.45" DURH000739 0000106/2016 Area urbana 2012elss0, | Outras Finalidades 018
9308 de Uso
Consumo Humano
4 -20° 28' 52.76" -54° 45' 2.28" DURH006233 0000160/2016 Area urbana SMEWW. 21, e Outras 584
2005 e 22, 2012 Finalidades de ’
Uso
) SMEWW. 22, | J 0 o e
5 -20° 29' 27" -54° 36' 50" DURH000996 0000174/2016 Area urbana 2012. USEPA. u fasd e'[‘f‘g :) ades <0,10
CETESB
] SMEWW. 22, o
6 -20° 25' 46.81" -54° 35' 19.64" DURHO006562 0000195/2016 Area urbana 2012 e 1SSO | Outras Finalidades 0.07
93?08 de Uso ’
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A SMEWW. 22, o
7 -20° 32' 24" -54° 35' 38" DURHO006348 0000208/2016 Area urbana 2012 e ISSO Outras Finalidades .
de Uso
9308
8 -20° 28' 3.27" -54° 37' 53.44" DURHO006334 0000212/2016 Area urbana SMEZV(\)III\ZI. 22, Consume Humano e
A SMEWW. 22, o
9 -20° 26' 25.63" _54° 37' 27.81" DURHO004893 0000234/2016 Area urbana 2012 e I1SSO Outras Finalidades A
de Uso
9308
i SMEWW. 22,
10 -20° 25' 17.81" -54° 35' 54.61" DURHO006480 0000241/2016 Area urbana 2012 e ISSO Consumo Humano 3
9308
Consumo Humano
11 -20° 27' 13.66" -54° 36' 23.11" DURH001462 0000242/2016 Area urbana SMEWW. 21, e Outras NIE 12
2005 e 22, 2012 Finalidades de ,
Uso
SMEWW. 20,
12 -20° 31' 17.08" -54° 37' 20.26" DURH002573 0000250/2016 Area urbana 1998; 21, 2005; dstia .
22,2012e
ABNT
SMEWW. 20,
13 -20° 31' 19.21" _54° 37" 25.80" DURH002685 0000251/2016 Area urbana 1998; 21, 2005; o
22,2012e IndUstria 8
ABNT
14 -20° 24' 54.63" -54° 36' 13.81" DURH002398 0000329/2016 Area urbana SMEZV(\)/l/\Z/. 2. | Consumo Humano N
o 20°29'23.63" | -54°44'47.12" | DURHO001608 | 0000330/2016 Area urbana SMEWW. 22, Inddistria 0,02
2012 e ISO
16 -20729'21.32 -54° 44' 45.14" DURH001607 0000331/2016 Area urbana SMEWW. 22, Consumo Humano 0,03

2012 e ISO

79



17 -20° 28' 59.60" -54° 38' 29.01" DURH003499 0000332/2016 Area urbana SMEWW. 21, | Outras Finalidades NI E 3.9
2005. 22, 2012 de Uso ’
18 -20° 29' 1.96" -54° 38' 28.05" DURHO000715 0000333/2016 Area urbana SMEWW. 22, | Outras Finalidades NIE 5.1
2012 e EPA de Uso ’
19 -20° 27" 42.72" -54° 33' 4.68" DURHO006801 0000334/2016 Area urbana SMEWW. 21, | Outras Finalidades NIE 19
2005. 22, 2012 de Uso :
20 -20° 29' 5.00" -54° 44' 58.90" DURHO006349 0000359/2016 Area urbana ;)“fZEVl\j\éVégi Inddstria 061
21 -20° 27" 48.39" -54° 36' 42.15" DURHO006795 0000363/2016 Area urbana SMEWW. 21, | Outras Finalidades NIE 6.6
2005. 22, 2012 de Uso :
22 20° 33' 26.44" -54° 35' 15.46" DURH000224 0000383/2016 Area urbana SMEWW. 22, | Consumo Humano 25
2012 e ISO e :
23 -20° 26' 46.57" -54° 37" 7.09" DURH004103 0000387/2016 Area urbana SMEWW. 22, | Outras Finalidades 13.67
2012. USEPA. de Uso ’
24 -20° 29' 40.26" -54° 34' 43.19" DURH003429 | 0000390/2016 Area urbana SMEWW. 22, | Outras Finalidades 230,8
2012. USEPA. de Uso :
25 -20° 28' 27.43" -54° 43' 44.60" DURH001582 0000395/2016 Area urbana ;)“{'ZEV&\QVE& Consumo Humano <0.10
26 -20° 27" 34.63" -54° 35' 10.81" DURH002175 0000403/2016 Area urbana SMEWW. 22, | Outras Finalidades 1.6 E NI

2012

de Uso

80



27

-20° 26' 33.77"

-54° 40" 23.72"

DURHO000037

0000416/2016

Area urbana

SMEWW. 22,

Outras Finalidades

2012 e ISO de Uso 0.6
28 -20° 26' 12.80" -54° 37' 41.41" DURH000246 0000418/2016 Area urbana SMEWW. 21, | Outras Finalidades NIE55
2005. 22, 2012 de Uso :
29 -20° 27 36.63" -54° 33' 34.81" DURH002783 0000423/2016 Area urbana SMEWW. 22, | Outras Finalidades 105
2012 e EPA de Uso !
30 -20° 27" 0.43" -54° 36' 13.66" DURH003285 0000447/2016 Area urbana SMEWW. 21, | Outras Finalidades NI E 84
2005. 22, 2012 de Uso ’
31 -20° 24' 59.33" -54° 38' 49.58" DURH001638 0000463/2016 Area urbana SMEWW. 21, | Outras Finalidades NIE 37
2005. 22, 2012 de Uso ’
32 -20° 26' 48.6" -54° 35' 26.9" DURH002680 0000472/2016 Area urbana SMEWW. 22, | Outras Finalidades 0.32
2012 e ISO de Uso !
33 -20° 27' 38.63" -54° 38' 7.81" DURH004202 0000582/2016 Area urbana SMEWW. 22, | Outras Finalidades 04
2012 e EPA de Uso ’
34 -20° 31' 0.29" -54° 36' 7.07" DURH004589 0000587/2016 Area urbana SMEWW. 22, | Outras Finalidades 1
2012 e ISO de Uso
35 -20° 27' 25.57" -54° 37" 41.37" DURHO005565 0000602/2016 Area urbana SMEWW. 22, Consumo Humano 33
2012 e ISO
36 -20° 28' 44.53" -54° 43' 18.22" DURH002278 0000617/2016 Area urbana SMEWW. 22, Indistria 05

2012; USEPA

81



37 -20° 27'5.22" -54° 36' 33.91" DURH007089 0000628/2016 Area urbana SMEWW. 21, | Outras Finalidades NI E 9.2
2005. 22, 2012 de Uso ’
38 -20° 32' 56.02" -54° 34' 52.13" DURH004681 0000639/2016 Area urbana 250'\425\7]2/&& Inddstria 85
39 -20° 28' 44.90" -54° 43' 16.40" DURH000380 0000671/2016 Area urbana Z%IQ)ASEVggvégi’Z Inddstria 02E09
40 -20° 25' 59.73" -54° 35' 36.21" DURH001448 0000673/2016 Area urbana SMEWW. 22, | Outras Finalidades 2
2012 de Uso
41 -20° 29' 34.19" -54° 33' 28.98" DURH001346 0000687/2016 Area urbana SZ'\Q)E\ZNE\}’\:-SZOZ Consumo Humano 003
42 20° 29' 17.34" -54° 44' 54.00" DURH005016 0000691/2016 Area urbana SMEZVSQ/\Z/- 2, Industria <0.1:0,2E 05
43 -20° 25' 48.88" -54° 40" 3" DURH004259 0000695/2016 Area urbana SMEWW. 22, Abastecimento <1
2012 Pdblico
45 -20° 27' 11.23" -54° 36' 54.16" DURH000216 0000696/2016 Area urbana SMEWW. 21, | Outras Finalidades NI E 03
2005. 22, 2012 de Uso :
45 -20° 30" 1.22" -54° 36' 26.12 DURH007602 0000720/2016 Area urbana SMEWW. 22, | Outras Finalidades 016
2012 e ISO de Uso ’
46 -20° 32" 42.93" -54° 33' 36.70" DURH006910 0000726/2016 Area urbana SMEWW. 22, |~ \<imo Humano <010 E NI

2012. USEPA.

82



47

0000743/2016

Area urbana

SMEWW. 22,

Outras Finalidades

-20° 32" 45.34" -54° 35' 33.31" DURH007681 122
2012. USEPA. de Uso :

48 -20° 28' 34.03" -54° 43 34.68" DURHO007808 0000781/2016 Area urbana SMEWW. 21, | Consumo Humano 0.152
2005. 22, 2012 e :

49 20° 26' 48.67" -54° 35' 39.14" DURH003534 0000802/2016 Area urbana SMEWW. 21, | Outras Finalidades 481
2005. 22, 2012 de Uso ’

50 -20° 32" 8.81" -54° 33 43.75" DURHO007865 0000806/2016 Area urbana SMEWW. 21, | Consumo Humano NIE 2.9
2005. 22, 2012 e :

51 20° 28 31.94" -54° 38' 29.02" DURH003533 0000808/2016 Area urbana SMEWW. 21, | Outras Finalidades NIE 2
2005. 22, 2012 de Uso

52 -20° 29' 52.99" -54° 38" 7.84" DURH003537 0000810/2016 Area urbana SMEWW. 21, | Outras Finalidades NIE 41
2005. 22, 2012 de Uso '

53 -20° 29' 58.41" -54° 38' 11.55" DURH003752 0000811/2016 Area urbana SMEWW. 21, | Outras Finalidades NIE 28
2005. 22, 2012 de Uso ’

54 -20° 28' 48.61" -54° 38' 26.18" DURH003536 0000818/2016 Area urbana SMEWW. 21, | Outras Finalidades NIE 33
2005. 22, 2012 de Uso ’

55 -20° 27' 58.84" -54° 35' 25.73" DURH007892 0000827/2016 Area urbana SMEWW. 21, | Outras Finalidades 453
2005. 22, 2012 de Uso ’

56 -20° 28' 39.33" -54° 35' 39.71" DURH003885 0000839/2016 Area urbana SMEWW.22, | Outras Finalidades 07

2012. EPA

de Uso

83



57

0000840/2016

Area urbana

SMEWW. 22,

Qutras Finalidades

-20° 26' 48.91" -54° 34' 36.47" DURH007914 14
2012 de Uso ’
58 -20° 27" 24.44" -54° 36' 9.94" DURH007939 0000857/2016 Area urbana SMEWW. 21, | Outras Finalidades NIE55
2005. 22, 2012 de Uso :
59 -20° 30° 17.16" -54° 36" 10.22" DURHO002405 0000864/2016 Area urbana SMEWW. 22, istri
2012 IndUstria 1,2
60 -20° 30" 16.59" -54° 36' 17.58" DURH002408 0000865/2016 Area urbana SMEWW. 22, Indstria 09
2012 :
61 20° 28' 3.70" -54° 43' 12.46" DURH007952 0000871/2016 Area urbana SMEZV(\)/X; 22, | Consumo Humano 0.2
o ,
62 -20° 28' 40.37" -54° 43' 21.69" DURH006103 0000874/2016 Area urbana SMEWW. 22, | Consumo Humano 005
2012 e ISO e :
63 -20° 28' 39.64" -54° 34' 29.63" DURH007967 0000892/2016 Area urbana SMEWW. 22, | Outras Finalidades 5
2012 e ISO de Uso
64 -20° 29' 23.69" -54° 44' 4351" DURH000602 0000893/2016 Area urbana SMEWW. 22, | Outras Finalidades NI E 0.07
2012 e ISO de Uso '
65 -20° 32" 48.87" -54° 35' 18.40" DURH007988 0000900/2016 Area urbana SMEWW. 22, Inddstria 14
2012 ’
66 -20° 30" 49.51" -54° 37' 12.00" DURH001367 0000922/2016 Area urbana SMEWW. 22, | Outras Finalidades 0.9

2012

de Uso

84



67

DURH001850

0000943/2016

Area urbana

SMEWW. 22,

Qutras Finalidades

-20° 27' 53.14 -54° 35' 40.93"
2012. USEPA. de Uso ND E 0,001
68 -20° 28' 31.33" -54° 36' 44.40" DURH003535 0000956/2016 Area urbana SMEWW. 21, | Outras Finalidades 187
2005. 22, 2012 de Uso :
69 -20° 24' 4.29" -54° 36' 56.18" DURH005375 0000967/2016 Area urbana SMEWW. 21, | Outras Finalidades NIE 10
2005. 22, 2012 de Uso
70 -20° 33 22.69" -54° 33' 58.41" DURH005403 0000968/2016 Area urbana SMEWW. 21, | Outras Finalidades NIE 38
2005. 22, 2012 de Uso *
71 -20° 28' 35.15" -54° 36' 50.82" DURH003883 0000972/2016 Area urbana SMEWW. 22, | Outras Finalidades 46ENI
2012 de Uso ’
. SMEWW. 22, Consumo Humano
72 -20° 28' 42.65" -54° 43' 29.69" DURH007880 0000996/2017 Area urbana 0,04 E NI
2012 e ISO e
] SMEWW. 22,
73 -20° 28' 27.39" -54° 43' 38.47" DURHO005666 00001012/2017 Area urbana 2012 Consumo Humano 0,3
] SMEWW. 22,
74 -20° 28' 23.94" -54° 43' 30.64" DURHO000492 0001013/2017 Area urbana 2012 Consumo Humano 0,3
. SMEWW. 22, Outras Finalidades
75 -20° 27" 41.78" -54° 36' 36.03" DURH000491 | 00001056/2017 Area urbana 36
2012 e ISO de Uso
] SMEWW. 22,
76 20° 27' 19.80" -54° 35' 11.64" DURH007427 | 00001057/2017 Area urbana Consumo Humano 39,94 E NI

2012. USEPA.

85



B SMEWW. 22, Outras Finalidades
77 -20° 24" 33.73" -54° 34' 22.00" DURH008467 00001108/2017 Area urbana 3,4
2012 e ISO de Uso
; SMEWW. 22, Outras Finalidades
78 -20° 27' 55.19" -54° 35' 6.93" DURH008611 00001161/2017 Area urbana 0,2E NI
2012 e ISO de Uso
3 SMEWW. 22, Qutras Finalidades
79 -20° 29' 48.54" -54° 39' 2.80" DURHO008740 0001184/2017 Area urbana 2
2012 e ISO de Uso
3 SMEWW. 22, Outras Finalidades
80 -20° 29' 26.07" -54° 44' 40.74" DURHO008856 0001214/2017 Area urbana 0,2
2012 e ISO de Uso
. SMEWW. 22, Outras Finalidades
81 -20° 33' 34.68" -54° 35' 15.02" DURHO008862 0001238/2017 Area urbana 0,06
2012 e ISO de Uso
3 SMEWW. 22, Qutras Finalidades
82 -20° 27' 17.30" -54° 36' 59.10" DURHO008913 0001240/2017 Area urbana 75
2012 de Uso
83 -20° 27' 15.70" -54° 36' 58.40" DURH008914 0001240/2017 Area urbana SMEWW. 22, | Outras Finalidades 6
2012 de Uso
84 -20° 27" 34.25" -54° 41' 57.41" DURH001325 0001341/2017 Area urbana SMEWW. 22, Inddstria 0,05
2012 e ISO
85 -20° 27' 35" -54° 38' 13" DURH001026 0001367/2017 Area urbana SMEWW. 22, Abastecimento 1916:3E 2
2012. 23, 2017 Publico ! !
o 301 " o 3E! " A SMEWW. 22, Outras Finalidades
86 -20° 32' 16.02 -54° 35' 35.62 DURH009183 0001371/2017 Area urbana 2012. USEPA. 140,72 E NI

CETESB

de Uso

86



87

0001395/2017

Area urbana

SMEWW. 23,

Qutras Finalidades

-20° 32" 36.27" -54° 35' 21.95" DURH004787
2017. 1SO de Uso 0.4E0.16
88 -20° 31" 31.55" -54° 39' 35.46" DURH009285 0001399/2017 Area urbana SMEWW. 22, | Outras Finalidades 0.2
2012. 1SO de Uso :
89 -20° 27" 41.43" -54° 36' 26.39" DURH009303 0001432/2017 Area urbana SMEWW. 22, | Outras Finalidades 29
2012. 1SO de Uso :
90 -20° 26' 54" -54° 38" 17" DURH000521 0001461/2017 Area urbana SMEWW. 23, Abastecimento 4TTET
2017. CETESB Publico ’
91 -20° 32' 0.01" -54° 33' 49.92" DURH009592 0001510/2017 Area urbana SMEWW. 22, | Outras Finalidades 006
2012.1SO de Uso :
92 -20° 24' 58" -54° 34' 55" DURH001523 0001611/2017 Area urbana SMEWW. 23, Abastecimento <0.003E NI
2017. CETESB Publico ’
93 -20° 30" 6.82" -54° 44' 17.06" DURH009970 0001663/2017 Area urbana S'\z/loElVgVYé c2>2’ Inddistria 013
. SMEWW. 22, Outras Finalidades
94 -20° 28' 21.57" -54° 43' 51.21" DURH10111 0001705/2017 Area urbana 01
2012. 1SO de Uso
] SMEWW. 22,
95 -20° 28' 33.60" -54° 44' 8.27" DURH005376 0001891/2017 Area urbana Consumo Humano 0,2ENI
2012. EPA.
. SMEWW. 22, Outras Finalidades
96 -20° 25' 46.02" -54° 38' 24.08" DURH010860 0002050/2017 Area urbana 12

2012. USEPA.

de Uso

87
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; SMEWW. 22, Outras Finalidades
97 -20° 25' 22.23" -54° 34’ 58.94" DURH004268 0002523/2018 Area urbana <01
2012. USEPA. de Uso
Apéndice B: informacdes sobre as caracteristicas dos pogos tubulares e aquiferos da cidade de Campo Grande, MS
Aquiferos
) ) conforme _ _
. Litologia - . Sistema Sistema i i
) Diametro ) perfil do 3 } Aquifero: Nivel
Poco | Profundidade Altitude topo para aquifero aquifero Pl, PR E NI .
(Pol.) poco (topo PP ePT estatico (m)
base (m) aflorante captado
a base em
metros)
1 140 8 541 0aso et | 0aue- SASG SASG PP PR 37,28
2 48 4 569 NI SASG SASG SASG PP NI 7,34
3 48 4 516 NI SASG SASG SASG PP NI 5
4 432 6 541 OadoLidsa | 3-atezo- SASG SASG PP Pl 1,19
5 104 6 561 Oazzslizza )  228103- SASG SASG PP PR 12,35




89

6 150 645 0a 1‘5108:5;514 a1 14a150 SASG SASG SASG PP PR 8
7 40 540 0a 1L?OSBLS;, 10a | 19440-sASG SASG SASG PP PR 2,35
8 80 554 Oa 15053'3, 18a | 15480-SASG SASG SASG PP PR 8.6
9 103 550 R SASG SASG PP Pl 3
10 89 oa7 SEL;;; a89 | 7.489-SASG SASG SASG PP PR 5
11 65 579 0a6 sg;se a65 | 6 465-SASG SASG SASG PP PI 5,28
12 59,5 545 22 g;‘;g ?LB;S 24’2222’5 - SASG SASG PP PR 15
13 66 543 0a 362688LS; 328 | 35 466-SASG SASG SASG PP PR 12
14 80 583 0a6 sg;se a80 | ¢,80-5ASG SASG SASG PP PI 21
15 17 538 0a 1127SBLS; 128 1 15417-5ASG SASG SASG ) PI 1,01
16 14 539 0alzSil?a | 15a14-sas6 SASG SASG PP PI 212




90

17 25 545 0a 222538"8; 228 | 55 425 SASG SASG SASG PP PI 3,56
18 26 544 0a 2226ng 22a 22 a 26 - SASG SASG SASG PP PI 5,65
19 56 646 0a56AC 0a56-SAB SAB SAB PP PI 6,09
0al8SL;18a 18a100 -
100 540 SASG SASG PP PR 15,23
20 100 BS SASG
Oa7SL;7a
145 552 7 a 145 - SASG SASG SASG PP PI 2,65
21 145 BS
0ad42SL;42a 42 a 150 -
150 559 SASG SASG PP PI 26,4
22 150 BS SASG
0ald4sSL;14a 14a102-
102 558 SASG SASG PP PR 8
23 102 BS SASG
0a20SL;20a 20a100-
100 558 SASG SASG PP PI 8
24 100 BS SASG
0a40SL;40a 40a126-
126 532 SASG SASG PP PR 6
25 126 BS SASG
O0al2SL;12a
40 514 12 a 40 - SASG SASG SASG PP PI 3
26 40 BS
0a29SL;29a
90 554 29 a 90 - SASG SASG SASG PP PI 5,91
27 90 BS




91

Oa4SL;4a
100 579 42100 - SASG SASG SASG PP PI 88
28 100 BS
0al2SL;12a
33 636 12 2 33- SASG SASG SASG PP PI 3
29 33BS
30 40 593 Oa4 S'é;s“ 340 | 4a40-SASG SASG SASG PP PI 44
31 117 608 0 a1£117SII;S4 & | 4a117-SASG SASG SASG PP PI 44
32 115 625 NI SASG SASG SASG S| NI 245
33 60 545 ateslil?a | 12a60-sASG SASG SASG PP Pl 3
34 50 547 0alzllil?a | 12a50-sAsG SASG SASG PP Pl 1,97
35 299 570 0adsSlida | 4a299-5ASG SASG SASG PP PI 18
299 BS
36 84 522 0a84BS 0a84-SASG SASG SASG PP PI 384
37 110 600 0arstl® | 7a110-sAsG SASG SASG PP Pl 343
38 180 571 02185482 | 4ga180sASG SASG SASG PP PR 5




92

39 30 6 630 0a19°1028 | 10a305AsG SASG SASG PP Pl 3
40 9 6 436 02655290 | 6a90sAsG SASG SASG PP Pl 4
41 120 6 620 0a gc?lé;sls 8 | 182120 SASG SASG SASG PP PI 5
42 80 6 541 0a2esli?ta | 24a50-5ASG SASG SASG PP PR 24,06
0a24sSL;24a
43 217 10 564 134BS; ez SASG SASG PT; PP PR 69
1342 217 ABT
0al2sSL;12a 12a42,05-
44 42,05 4 566 4508 BS 2 SASG SASG PP J 4,55
45 20 4 558 0aldSlil0a | 10a20-sAsG SASG SASG PP Pl 1,04
46 96 6 592 oa Zé)GSBg 202 | 504 96-SASG SASG SASG PP PR 6,02
0a30SL;30a | 30A130-
47 130 6 552 SR V. SASG SASG PP J 52
O0a4SL;4a36
48 38 4 530 A argiloso; 4238-SASG SASG SASG PP PR 4,23
36 a 38 BS;
0al2SL;12a 12a140-
49 140 6 625 oBs et SASG SASG PP Pl 2,55




93

0a6SL;6a40

50 40 582 oA 6a 40 - SASG SASG SASG PP PI 2,76
0a20SL; 20 a

51 45 554 36 Argila; 36 a 45 - SASG SASG SASG PP PI 553

36 2 45 BS

52 40 523 0a30°L1362 | 36a45-5ASG SASG SASG PP PI 7.1
0a38sL;38a | 38a120-

53 120 522 3 b Ao SASG SASG PP PI 6,15
0a33sl;33a | 33a37.2-

54 372 548 Ep 237 SASG SASG PP PI 18

55 40 577 oa 1420$BLS; 123} 15 a40-5AsG SASG SASG PP PI 5,33

56 55 528 aleSlilsa | 15a80-sAsG SASG SASG PP Pl 2,84

57 70 608 OaloSilSa | 15a70-sasG SASG SASG PP Pl 2,82
0al8SL;18a 18a200-

58 206 588 SASG SASG PP PR 88

200 BS SASG
59 85 NI 0alaslilaa | 1, ,85-sASG SASG SASG PP Pl 40

85 BS




94

60 92 555 0ai2Si122 | 12a02-sAs6 SASG SASG PP Pl 75
61 130 520 oa igos:;szo a ZOSaAlS?g ; SASG SASG PP PR 82
62 60 525 02228222 | 22a60-5ASG SASG SASG PP Pl 64
63 120 624 0asisroa | 30al0- SASG SASG PP Pl 52
64 130 539 0asshoa | ALY SASG SASG PP PR 10
65 69 559 oa 1629$BLS; 128 ) 15 269-5ASG SASG SASG PP PI 6,09
66 100 553 e toons | loasd SASG SASG PP PI 7,61
67 102 549 alosLloa 108t SASG SASG PP Pl 284
68 100 560 Oa 11(5)08 E;Sls a e SASG SASG PP Pl 10,15
69 120 a3 | 03O 1510 sASG sASG PP PI 9




95

O0Oal2SL; 124

12a110-

SASG SASG
70 110 596 11085 a1 PP Pl 15,23
71 35 555 0al12SL; 128 ;) 35-sasc SASG SASG PP PI 2,73
35BS
72 50 527 0a24SL;248 ) . 50-sasG SASG SASG PP PI 10,11
50 BS
0a40SL;40a 40a130- .
73 130 530 130 BS SASG SASG SASG PT; PP PR 8,52
0a36SL;36a 362102- _
74 102 527 105 BS ASG SASG SASG PT; PP PR 20,2
75 120 564 0arsSkiza | 7451205456 SASG SASG PP J 12
120 BS
0Oa6AC;6a
76 240 587 a0 BS 6 a 240 - SASG SASG SASG PP PR 14,59
77 36 667 0a34ACi34a | 4,36.5a8 SAB SAB PP PR 3
36 BS
78 80 600 0alzfcil2a ] 12a80-sASG SASG SASG PP PR 5,2
0a10SL;10a 10a100-
79 100 540 100 BS SASG SASG SASG PP PI 513
80 22,12 539 0a22sL 0a22-SASG SASG SASG PP PI 2,64




96

0a40SL;40a

40a100 -

81 100 560 oo 2 SASG SASG PT; PP PI 9,47
82 120 554 Oazasizda | 242120 SASG SASG PP PR 50,1
83 130 555 oa igc;c’lé;s% & | 262130 SASG SASG SASG PP PR 55
84 200 535 oa ggosé;szo a| Oa 3805;;520 a SASG SASG PP PI 40
85 100 570 0A0et?® | 9a1005ASG SASG SASG PP PR 40
86 102 534 Oazaslizaa | 2al0 SASG SASG PP PI 52
87 96,5 552 oa ggYSSLB;Sse 2 | 36a96,5SASG SASG SASG PP PR 12
88 10 511 0a10SL 0a 10 SASG SASG SASG PP PI 0,56
89 102 574 08255728 | 2a102-sAsG SASG SASG PP Pl 233
90 9 582 0a8SLi8a% | g,995a5G SASG SASG PP PR 25

BS
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0a8SL;8a

91 110 573 110 BS 8 a 110 SASG SASG SASG PP PI 535
92 67 657 oa 1657SSL(;5 152 1 15,67-5AsG SASG SASG PP PR 14
93 123 515 08185582 | 18a1235AsG SASG SASG PP Pl 118
0a38sL;38a 38a120-

94 120 533 12085 SASG SASG SASG PP PI 75
95 0al8SL;18a

122 537 18 a 122 SASG SASG SASG PP PR 30,6

122 BS

96 80 621 0a80BS 0a 80 - SASG SASG SASG PP PI 275
97 0a20SL;20a

76 NI 20 a 76 SASG SASG SASG PP PI 46

76 BS




APENDICE C: Cadigo para aplicar os métodos de Machine Learning

1

2
3
4
5
6
7
8
9
0

1

# —-*- coding: utf-8

wn

Created on Fri Feb 3 15:49:56 2023

@Qauthor: Not

win

import pandas as pd
import numpy as np
from sklearn import preprocessing

from sklearn.model_selection import train_test_split

11
12
13
14
15
16
17
18
19
20
21
22
23
24
26
27
28
29
30
31
32
33
34

35

36

37

38

39

40

41

42

43

44

45

46

47

48

49

50

import sklearn.ensemble as ensemble

from sklearn import metrics

from sklearn import svm

from sklearn import tree

from sklearn import neural network

from sklearn.feature selection import RFE

from sklearn import svm

from sklearn import neighbors

from sklearn import linear model

from sklearn.neighbors import KNeighborsClassifier
from sklearn.neighbors import NearestNeighbors
from sklearn.semi supervised import SelfTrainingClassifier
import matplotlib?pyplot as plt

import seaborn as sns

#importar os dados
amostra = pd.read excel('informacoes5.xlsx") .dropna/ ()

#numero aleatorio das simulacoes
rs = l#np.random.random integers(0,1000)

#tratamento preliminar dos dados

# amostra.NITRATO = np.where (amostra.NITRATO > amostra.NITRATO.quantile(0.75), 4,
amostra.NITRATO)

# amostra.NITRATO = np.where ((amostra.NITRATO <= amostra.NITRATO.quantile (0.75)) &

(amostra.NITRATO > amostra.NITRATO.quantile(0.5)), 3, amostra.NITRATO)
# amostra.NITRATO = np.where ((amostra.NITRATO <= amostra.NITRATO.quantile(0.5)) &
(amostra.NITRATO > amostra.NITRATO.quantile (0.25)), 2, amostra.NITRATO)

# amostra.NITRATO = np.where (amostra.NITRATO < amostra.NITRATO.quantile(0.25), 1,
amostra.NITRATO)

amostra.NITRATO = np.where (amostra.NITRATO > amostra.NITRATO.quantile(0.80), np.nan,
amostra.NITRATO)

# amostra.DECLI = np.where (amostra.DECLI > amostra.DECLI.quantile(0.95), np.nan,
amostra.DECLT)

# amostra.HIPSO = np.where (amostra.HIPSO > amostra.HIPSO.quantile (0.95), np.nan,
amostra.HIPSO)

# amostra.NDVI = np.where (amostra.NDVI > amostra.NDVI.quantile(0.95), np.nan,
amostra.NDVI)

# amostra.AGUA = np.where (amostra.AGUA > amostra.AGUA.quantile (0.95), np.nan,
amostra.AGUA)

# amostra.HIDRO = np.where (amostra.HIDRO > amostra.HIDRO.quantile (0.95), np.nan,
amostra.HIDRO)

# amostra.ESGOTO = np.where (amostra.ESGOTO > amostra.ESGOTO.quantile (0.95), np.nan,
amostra.ESGOTO)

amostra = amostra.dropna ()

y = amostra.NITRATO

X = amostra[['GEOLOGIA', 'POP BAIRRO', 'ZONA', 'DECLI', 'HIPSO', 'NDVI', 'AGUA',
'"HIDRO', '"ESGOTO', 'profundidade NA', 'fossas','ISO']]
#X = amostral[['DECLI', 'HIPSO', 'NDVI', 'AGUA', 'HIDRO', 'ESGOTO', 'profundidade NA',

98



'fossas']]

51

52 #separacao dos datasets em sub-datasets de treinamento e teste

53 X train, X test, y train, y test = train test split(X, y, test size=0.3, random state
=(0))

54

55 #fselecao e transformacao dos dados

56 min max scaler = preprocessing.MinMaxScaler().fit (X train)
57 X =min max scaler.fit transform(X)

58

59 X train = min max scaler.fit transform(X train)

60 X test = min max scaler.fit transform(X test)

61 X2 =X

62 X2 train = X train

63 X2 test = X test

64 y2 train = y train.astype (int)

65 y2 test = y test.astype(int)

66 y2 = y.astype (int)

67

68 #mapa treinamento e teste

69

70 Xmapa = amostral[['x','y','GEOLOGIA', 'POP BAIRRO', 'ZONA', 'DECLI', 'HIPSO', 'NDVI',
'"AGUA', "HIDRO', 'ESGOTO', 'profundidade NA', 'fossas','ISO']]

71 #X = amostra[['DECLI', 'HIPSO', 'NDVI', 'AGUA', 'HIDRO', 'ESGOTO', 'profundidade NA',
'fossas']]

72

73 #separacao dos datasets em sub-datasets de treinamento e teste

74 X train mapa, X test mapa, y train mapa, y test mapa = train test split(Xmapa, y,
test size=0.3, random state=(0))

75

76 X train mapa.to excel('treinamento.xlsx')
77 X test mapa.to excel('teste.xlsx')

78

79

80 #analise de importancia

81

82 n features =12

83

84 estimator = svm.SVR(kernel= 'linear')

85 selector = RFE (estimator, n features to select = n features, step=l)
86 selector = selector.fit (X, y)

87 print("regressor")

88 print(selector.support )

89 print(selector.ranking )

90 X = X[:,selector.support ]

91 X train = X train[:,selector.support ]
92 X test = X test[:,selector.support ]

93

94

95 estimator = svm.SVC (kernel= 'linear')

96 selector = RFE (estimator, n features to select = n features, step=l)
97 selector = selector.fit (X2, y2)

98 print("classifier'")

99 print(selector.support )
100 print(selector.ranking )
101 X2 = X2[:,selector.support ]
102 X2 train = X2 train[:,selector.support ]
103 X2 test = X2 test[:,selector.support ]
104
105
106
107 #criacao e treinamento dos modelos
108 modl = ensemble.RandomForestRegressor (random state=(rs)).fit(X train, y train)
109
110 #analise da acuracia - desempenho

111



100

112 y trained modl = modl.predict (X train)
113 y _tested modl = modl.predict (X test)
114 y_all modl = modl.predict (X)

115

116 print ('MOD1")

117 accu modl train = metrics.r2 score(y train, y trained modl)
118 print('Train')

119 print(accu modl train)

120

121 accu modl test = metrics.r2 score(y test, y tested modl)

122 print('Tegf')

123 print (accu modl test)

124

125 accu modl all = metrics.r2 score(y, y all modl)
126 print ('AL11l")

127 print(accu modl all)

128 print('")

129

130 FHEFH S A
131 mod2 = svm.SVR() .fit (X train, y train)

132

133 #analise da acuracia

134 y _trained mod2 = mod2.predict (X train)

135 y tested mod2 = mod2.predict (X test)

136 y_all mod2 = mod2.predict (X)

137

138 print ('MOD2")

139 accu mod2 train = metrics.r2 score(y train, y trained mod2)
140 print('Train')

141 print(accu mod2 train)

142

143 accu _mod2 test = metrics.r2 score(y test, y tested mod2)

144 print('Test")

145 print(accu mod2 test)

146

147 accu mod2 all = metrics.r2 score(y, y all mod2)
148 print('ALl")

149 print(accu mod2 all)

150 print('")

151

152 FHAFFR A HH AR A AR AR AR AR AR S S

153 mod3 = tree.DecisionTreeRegressor (random state=(rs)).fit(X train, y train)
154

155 #analise da acuracia

156 y trained mod3 = mod3.predict (X train)
157 y tested mod3 = mod3.predict (X test)
158 y_all mod3 = mod3.predict (X)

159

160 print ('MOD3")

161l accu mod3 train = metrics.r2 score(y train, y trained mod3)
162 print('Train')

163 print(accu mod3 train)

164

165 accu mod3 test = metrics.r2 score(y test, y tested mod3)

166 print('Test')

167 print(accu mod3 test)

168

169 accu mod3 _all = metrics.r2 score(y, y all mod3)
170 print('All")

171 print(accu mod3 all)

172 print('")

173

174 FHEH A H AR

175 mod4 = neural network.MLPRegressor (random state=(rs)).fit(X train, y train)
176

177 #analise da acuracia

178 y trained mod4 = mod4.predict (X train)



179
180
181
182
183
184
185
186
187
188
189
190
191
192
193
194
195
196

197
198
199

200
201
202
203
204
205
206
207
208
209
210
211
212
213
214
215
216
217
218
219
220
221
222
223
224
225
226
227
228
229
230
231
232
233
234
235
236
237
238
239
240
241
242
243

y tested mod4 = mod4.predict (X test)
y_all mod4 = mod4.predict (X)

print ('MOD4 ")

accu mod4 train = metrics.r2 score(y train, y trained mod4)
print('Train')

print(accu mod4 train)

accu mod4 test = metrics.r2 score(y test, y tested mod4)
print('Test")
print (accu mod4 test)

accu mod4 all = metrics.r2 score(y, y all mod4)
print('Al1")

print (accu mod4 all)

print('")

iddddssdsasssssasassaaiRR AR AR R AR R R ARk

mod5 = ensemble.AdaBoostRegressor (random state=(rs)).fit(X train, vy train)

#analise da acuracia

y trained mod5 = mod5.predict (X train)
y _tested mod5 = mod5.predict (X test)
y_all mod5 = mod5.predict (X)

print ('MOD5")

accu mod5 train = metrics.r2 score(y train, y trained mod5)
print('Train')

print(accu mod5 train)

accu mod5 test = metrics.r2 score(y test, y tested modb)
print('Test')
print(accu mod5 test)

accu mod5 all = metrics.r2 score(y, y all mod5)
print('Al1l")

print(accu mod5 all)

print('")

FHEFFHEHAAFE A R R A

mod6 = ensemble.GradientBoostingRegressor (random state=(rs)).fit(X train, y train)

#analise da acuracia

y _trained mod6 = mod6.predict (X train)
y _tested mod6 = mod6.predict (X test)

y all mod6 = mod6.predict (X)

print ('MOD6")

accu mod6 train = metrics.r2 score(y train, y trained mod6)
print('Train')

print(accu mod6 train)

accu _mod6_test = metrics.r2 score(y test, y tested mod6)
print('Test')
print(accu mod6 test)

accu mod6_all = metrics.r2 score(y, y all mod6)
print('AL1Ll")

print(accu mod6 all)

print('")

FHEHFH A
mod7 = svm.SVC() .fit (X2 train, y2 train)

#analise da acuracia

101



102

244 y2 trained mod7 = mod7.predict (X2 train)
245 y2 tested mod7 = mod7.predict (X2 test)
246 y2 all mod7 = mod7.predict (X2)

247

2438 print ('MOD7")

249 accu mod7 train = metrics.accuracy score(y2 train, y2 trained mod7)
250 print('Train')

251 print(accu mod7 train)

252

253 accu mod7 test = metrics.accuracy score(y2 test, y2 tested mod7)

254 print('Test')

255 print (accu mod7 test)

256

257 accu mod7_all = metrics.accuracy score(y2, y2 all mod7)
258 print('Al1l")

259 print(accu mod7 all)

260 print('")

261

262 iFa st s s EE LS EEEEEEEEEEEEEEEEEEEEEEE

263 mod8 = ensemble.RandomForestClassifier(random state=(rs)).fit (X2 train, y2 train)
264

#analise da acuracia
265 y2 trained mod8 = mod8.predict (X2 train)
266 y2 tested mod8 = mod8.predict (X2 test)
267 y2 _all mod8 = mod8.predict (X2)

269
270 print ('MOD8 ")
271 accu mod8 train = metrics.accuracy score(y2 train, y2 trained mod8)

272 print('Train')

273 print(accu mod8 train)
274
275 accu mod8 test = metrics.accuracy score(y2 test, y2 tested mod8)

276 print('Test")

277 print(accu mod8 test)

278

279 accu _mod8 all = metrics.accuracy score(y2, y2 all mod8)
280 print('Al1l")

281 print (accu mod8 all)

282 print('")

283

284 FHEFFHH S S

285 mod9 = neural network.MLPClassifier(activation= 'relu', random state=(rs)).fit(
X2 train, y2 train)

286

287 #analise da acuracia

288 y2 trained mod9 = mod9.predict (X2 train)
289 y2 tested mod9 = mod9.predict (X2 test)
290 y2 _all mod9 = mod9.predict (X2)

291

292 print ('MOD9")

293 accu mod9 train = metrics.accuracy score(y2 train, y2 trained mod9)
294 print('Train')

295 print(accu mod9 train)

296

297 accu mod9 test = metrics.accuracy score(y2 test, y2 tested mod9)

298 print('Test')

299 print(accu mod9 test)

300 accu _mod9 all = metrics.accuracy score(y2, y2 all mod9)
301 print('Al1l")

302 print (accu mod9 all)

303 print('")

304

305 FHEHFH A

306 modl0 = ensemble.GradientBoostingClassifier (random state=(rs)).fit(X2 train, y2 train)
307

308 #analise da acuracia

309 y2_ trained modl0 = modlO.predict (X2 train)



103

310 y2 tested modl0 = modl0.predict (X2 test)
311 y2_all modl0 = modl0.predict (X2)

312

313 print ('MOD10")

314 accu modl0 train = metrics.accuracy score(y2 train, y2 trained modlO)
315 print('Train')

316 print (accu modl0 train)

317

318 accu modl0 test = metrics.accuracy score(y2 test, y2 tested modlO)

319 print('Test')

320 print(accu modl0 test)

321 accu modl0 _all = metrics.accuracy score(y2, y2 all modlO0)
322 print('Al1l")

323 print (accu modl0 all)

324 print('")

325

326 G

327 modll = ensemble.ExtraTreesClassifier(random state=(rs)).fit (X2 train, y2 train)
328

329 #analise da acuracia

330 y2 trained modll = modll.predict (X2 train)
331 y2 tested modll = modll.predict (X2 test)
332 y2 all modll = modll.predict (X2)

333

334 print ('MOD11")

335 accu modll train = metrics.accuracy score(y2 train, y2 trained modll)
336 print('Train')

337 print(accu modll train)

338

339 accu modll test = metrics.accuracy score(y2 test, y2 tested modll)

340 print('Test')

341 print(accu modll test)

342 accu modll all = metrics.accuracy score(y2, y2 all modll)
343 print('AL1l")

344 print(accu modll all)

345 print('")

346

347 FHEFHHH R F AR R R

348 modl2 = KNeighborsClassifier(n neighbors=1).fit (X2 train, y2 train)
349

350 #analise da acuracia

351 y2_ trained modl2 = modl2.predict (X2 train)

352 y2 tested modl2 = modl2.predict (X2 test)

353 y2 all modl2 = modl2.predict (X2)

354
355  print('MOD12')
356 accu modl2 train = metrics.accuracy score(y2 train, y2 trained modl2)

357 print('Train')

358 print (accu modl2 train)

359

360 accu modl2 test = metrics.accuracy score(y2 test, y2 tested modl2)
361 print('Test"')

362 print(accu modl2 test)

363 accu modl2 all = metrics.accuracy score(y2, y2 all modl2)

364 print('A11")

365 print (accu modl2 all)

366 print('")

367

368 iddgssadaddadadnaaaRRAREEEEEEEEEEEEEEEEEE S

369 modl4 = SelfTrainingClassifier (base estimator=estimator) .fit (X2 train, y2 train)
370

371 #analise da acuracia

372 y2_ trained modl4 = modl4.predict (X2 train)

373 y2 tested modl4 = modl4.predict (X2 test)

374 y2 all modl4 = modl4.predict (X2)

375

376 print ('MOD14")

377 accu modl4 train = metrics.accuracy score(y2 train, y2 trained modl4)
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print('Train')
print(accu modl4 train)

accu modl4 test = metrics.accuracy score(y2 test, y2 tested modl4)
print('Test')

print(accu modl4 test)

accu modl4 all = metrics.accuracy score(y2, y2 all modl4)
print('A11")

print(accu modl4 all)

print('")

FHEFH AR A
modl5 = linear model.SGDClassifier().fit(X2 train, y2 train)

#analise da acuracia

y2 trained modl5 = modl5.predict (X2 train)
y2 tested modl5 = modl5.predict (X2 test)
y2_all modl5 = modl5.predict (X2)

print ('MOD15")

accu modl5 train = metrics.accuracy score(y2 train, y2 trained modl5)
print('Train')

print (accu modl5 train)

accu modl5 test = metrics.accuracy score(y2 test, y2 tested modlb5)
print('Test')

print(accu modl5 test)

accu modl5 all = metrics.accuracy score(y2, y2 all modl5)
print('A11")

print(accu modl5 all)

print('")

R R
modl6 = linear model.LogisticRegression().fit (X2 train, y2 train) 414

#analise da acuracia

y2_ trained modl6 = modl6.predict (X2 train)
y2 tested modl6 = modl6.predict (X2 test)
y2 all modl6 = modl6.predict(X2)

print('modl6')

accu modl6 train = metrics.accuracy score(y2 train, y2 trained modl6)
print('Train')

print (accu modl6 train)

accu modl6 test = metrics.accuracy score(y2 test, y2 tested modlo)
print('Test')

print(accu modl6 test)

accu modl6 all = metrics.accuracy score(y2, y2 all modl6)
print('A11")

print(accu modl6 all)

print('")

FHAHH A
modl7 = linear model.RidgeClassifier().fit (X2 train, y2 train)

#analise da acuracia

y2 trained modl7 = modl7.predict (X2 train)
y2_ tested modl7 = modl7.predict (X2 test)
y2 all modl7 = modl7.predict (X2)

print('modl7")

accu modl7 train = metrics.accuracy score(y2 train, y2 trained modl7)
print('Train')

print(accu modl7 train)
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accu modl7 test = metrics.accuracy score(y2 test, y2 tested modl7)
print('Test')

print(accu modl7 test)

accu modl7 all = metrics.accuracy score(y2, y2 all modl7)
print('A11")

print(accu modl7 all)

print('")

#%%

#plot dos fatores

simulacao = pd.read csv('simulacao5.csv', sep=';").dropna/()
cgr = pd.read excel('cgr.xlsx")

# figl, axs = plt.subplots (4,3, figsize=(18,15), sharex=True, sharey=True)
# (ax1l, ax2, ax3), (ax4, ax5, axo6), (ax7, ax8, ax9), (ax1l0, axll, axl2) =
#sns.heatmap (simulacao.pivot ('Y', 'X', '"NIVEL11l'"), ax=axl, cmap='Reds')
axl.invert yaxis()

axl.set title('Water Table')

sns.heatmap (simulacao.pivot ('Y', 'X', '"GEOLOGIAll'"), ax=ax2, cmap='Reds')
ax2.invert yaxis()

ax2.set _title('Geology')

sns.heatmap (simulacao.pivot ('Y', 'X', 'POP BAIRRO'), ax=ax3, cmap='Reds')
ax3.invert yaxis()

ax3.set title('Population')

sns.heatmap (simulacao.pivot ('Y', 'X', 'ZONAL1l"), ax=ax4, cmap='Reds')
ax4.invert yaxis()

ax4.set title('Geotechnical class')

sns.heatmap (simulacao.pivot ('Y', 'X', 'DECLI1"), ax=axb5, cmap='Reds')
ax5.invert yaxis()

ax5.set title('Slope gradient')

sns.heatmap (simulacao.pivot ('Y','X"', '"HIPSOl'), ax=ax6, cmap='Reds')
ax6.invert yaxis()

ax6.set title('Elevation')

sns.heatmap (simulacao.pivot ('Y', 'X', 'NDVI1'), ax=ax7/, cmap='Reds')
ax7.invert yaxis()

ax7.set _title('NDVI'")

sns.heatmap (simulacao.pivot ('Y', 'X', 'AGUALl"), ax=ax8, cmap='Reds')
ax8.invert yaxis()

ax8.set title('Distance to water pipe')
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